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RESUMO

PEREIRA, Alejandro da Silva. Uma nova abordagem baseada em modelos do tipo
encoder-decoder para segmentacao semantica de lesoes de fundo associadas
a retinopatia diabética. Orientador: Marilton Sanchotene de Aguiar. 2025. 92 f.
Dissertacdo (Mestrado em Ciéncia da Computacdo) — Centro de Desenvolvimento
Tecnoldgico, Universidade Federal de Pelotas, Pelotas, 2025.

O diabetes é uma doenca cronica que compromete a capacidade do corpo de
produzir ou utilizar insulina de forma adequada. Atualmente, estima-se que aproxi-
madamente 537 milhdes de adultos em todo o mundo sejam afetados pela doenca, o
que representa 10,5% da populacdo entre 20 e 79 anos, com projecao de atingir 783
milhGes até 2045. Nesse contexto global, o Brasil ocupa a quarta posicdo em preva-
|éncia, com cerca de 13,7 milhées de casos. A Retinopatia Diabética (RD) é uma das
principais complicacées microvasculares do diabetes e constitui uma das principais
causas de cegueira em adultos em idade produtiva. Como o diagnéstico da RD é
geralmente realizado por meio da andlise de imagens do fundo de olho — nas quais
se identificam les6es como Exsudatos Duros, Hemorragias, Exsudatos Algodonosos
e Microaneurismas —, é possivel empregar abordagens baseadas em aprendizado
profundo para a segmentacao dessas lesdées. O objetivo deste trabalho é propor
uma nova abordagem para aprimorar a precisdo na segmentacdo dessas lesoes,
contribuindo para um diagnéstico mais eficaz da doenca e facilitando o processo de
anotacdo de imagens em novos conjuntos de dados de RD. A abordagem proposta
tem como base as arquiteturas U-Net++, Attention U-Net e R2U-Net, integradas por
meio de ensembles. Além disso, foram aplicadas etapas de pré-processamento,
aumento de dados e pré-treinamento com o objetivo de melhorar a extracdo das
caracteristicas das lesdes. Os experimentos utilizaram dois conjuntos de dados
publicos de RD. O conjunto DDR foi empregado para treinar, ajustar e avaliar os
modelos que compdem a abordagem proposta, alcancando mDC de 63,75% e mlIoU
de 83,18% na etapa de validacdo, e mDC de 66,47% e mlIoU de 81,15% na etapa
de teste. O conjunto IDRID foi utilizado para avaliar a capacidade de generalizacao
da abordagem proposta em diferentes bases de dados de RD, apresentando m/oU
de 84,36% na etapa de validacao e 82,84% na etapa de teste. Os resultados
obtidos superaram os apresentados em trabalhos relacionados, evidenciando que a
integracdo de ensembles de modelos do tipo encoder-decoder, combinada as etapas
de pré-processamento, aumento de dados e pré-treinamento, constitui uma estratégia
eficaz para a segmentacéao de lesées no fundo de olho.

Palavras-chave: retinopatia diabética; imagens de fundo; segmentacao de lesdes;
aprendizado profundo.



ABSTRACT

PEREIRA, Alejandro da Silva. A novel encoder-decoder model-based approach
for semantic segmentation of fundus lesions associated with diabetic retinopa-
thy. Advisor: Marilton Sanchotene de Aguiar. 2025. 92 f. Dissertation (Masters in
Computer Science) — Technology Development Center, Federal University of Pelotas,
Pelotas, 2025.

Diabetes is a chronic disease that affects the body’s ability to produce or use in-
sulin properly. Researchers estimate that approximately 537 million adults worldwide
are affected by the disease, representing 10.5% of the population between 20 and 79
years old, and they project this number will reach 783 million by 2045. In this global
context, Brazil occupies the fourth position in prevalence, with approximately 13.7
million cases. Diabetic Retinopathy (DR) is one of the main microvascular complica-
tions of diabetes and one of the leading causes of blindness in adults of working age.
Since specialists usually diagnose DR by analyzing fundus images and identifying
lesions such as Hard Exudates, Hemorrhages, Soft Exudates, and Microaneurysms,
researchers can use deep learning approaches to segment these lesions. This work
aims to propose a new approach to improve the accuracy in the segmentation of these
lesions, which will contribute to a more effective diagnosis of the disease and facilitate
the process of annotating images in new DR datasets. The proposed approach com-
bined the U-Net++, Attention U-Net, and R2U-Net architectures as ensembles. This
work applied pre-processing, data augmentation, and pre-training steps to improve
the extraction of lesion features. The experiments used two public RD datasets. The
DDR dataset supported training, adjustment, and evaluation of the models composing
the proposed approach, achieving an mDC' of 63.75%, an mloU of 83.18% in the
validation stage, and an mDC of 66.47% and an mloU of 81.15% in the testing
stage. To evaluate the generalization capacity of the proposed approach on different
DR datasets, this study employed the IDRID dataset, reaching an m/ioU of 84.36%
in the validation stage and 82.84% in the testing stage. The results obtained were
superior to those presented in related works, evidencing that integrating ensembles of
encoder-decoder type models, combined with pre-processing, data augmentation, and
pre-training steps, represents an effective strategy for segmenting fundus lesions.

Keywords: diabetic retinopathy; fundus image; lesions segmentation; deep learning.
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1 INTRODUGCAO

O diabetes é uma doenca cronica grave que ocorre quando a producao de insu-
lina é insuficiente ou quando a insulina produzida ndo € adequadamente utilizada pelo
organismo. Estima-se que cerca de 537 milhées de adultos, com idades entre 20 e
79 anos, sejam afetados pela doenga em todo o mundo, o que representa 10,5% da
populagéo nessa faixa etéria. Esse nimero deve aumentar para 643 milhdes até 2030
e para 783 milhdes até 2045 (Kumar et al., 2024). O Brasil ocupa a quarta posi¢ao en-
tre os paises com maior prevaléncia de diabetes, com aproximadamente 13,7 milhdes
de brasileiros afetados, muitos dos quais ainda nao foram diagnosticados. Um estudo
de 2013, realizado pelo Ministério da Saude em parceria com o Instituto Brasileiro de
Geografia e Estatistica (IBGE), revelou que 6,2% da populacao brasileira com mais de
18 anos era portadora da doenca (Pereira et al., 2020).

Os altos niveis de glicose no sangue podem causar danos significativos aos 6r-
gaos, aumentando a probabilidade de diversas complicacbes — em especial a Retino-
patia Diabética (RD), uma das principais complicacdes microvasculares do diabetes
e uma causa relevante de cegueira entre adultos em idade produtiva. Estima-se que
cerca de 20% dos pacientes diabéticos desenvolvam essa condicdo, e 0 numero de
casos de perda de visao decorrente da RD continua a crescer globalmente (Yu et al.,
2023). Diante desse cenario, a identificacdo precoce da RD é fundamental para am-
pliar a eficacia dos tratamentos e prevenir a progressao para formas mais graves da
doenca (Mendes, 2017).

O diagnostico da RD geralmente é realizado por meio da andlise de imagens do
fundo de olho, nas quais séo identificadas lesbes como Microaneurismas (MA), He-
morragias (HE), Exsudatos Duros (EX) e Exsudatos Algodonosos (SE). A RD pode
ser classificada em Retinopatia Diabética Nao-Proliferativa (RDNP) ou Retinopatia Di-
abética Proliferativa (RDP). A RDNP é subdividida em estagios que variam de leve
a moderado e grave, conforme a progressao das lesées na retina. Essas lesGes se
iniciam com MA isolados e podem evoluir para pequenas HE, além de apresentarem
sinais indiretos de hiperpermeabilidade vascular.
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A presenca de EX e SE reflete o impacto da doenca nos vasos sanguineos retinia-
nos (Sivaprasad; Sen; Cunha-vaz, 2023). No estagio grave da RDNP, ha uma elevada
probabilidade de progressao rapida para a RDP, caracterizada pela formacao de ne-
ovasos. Esses novos vasos sanguineos sao mais frageis, 0 que aumenta o risco de
ruptura e consequente sangramento no humor vitreo, podendo resultar em perda de
visdo. Detalhes adicionais sobre a classificacao e as caracteristicas da RD podem ser
consultados nos Anexos A e B.

Recentemente, abordagens baseadas em aprendizado profundo tém demonstrado
grande eficacia na segmentagcao das lesées mencionadas anteriormente. Em espe-
cial, arquiteturas do tipo encoder-decoder, como a U-Net (Ronneberger; Fischer; Brox,
2015), tém obtido resultados promissores em aplicagdes de segmentagéo de imagens
médicas (Wang et al., 2023).

Atualmente, existem diversos estudos na literatura cujo foco € a segmentacao de
lesdes no fundo de olho associadas a RD, como os de Li et al. (2019); Raudonis et al.
(2023); Nair et al. (2023); Anand et al. (2023); Pereira et al. (2024); Xu et al. (2024);
Jiang; Zhao (2024); Zhang; Xu; Zhai (2025). Contudo, apesar do uso de modelos de
redes neurais profundas nesses trabalhos, os resultados ainda apresentam limitacoes
relevantes.

Tais limitacGes se devem, principalmente, a escassez de lesbes rotuladas e a
baixa qualidade das imagens disponiveis nos conjuntos de dados publicos de RD.
Além disso, a limitada representatividade das caracteristicas extraidas durante o trei-
namento dos modelos — agravada pelo tamanho reduzido de algumas lesées, como
os MA — também constitui um desafio significativo para a segmentacao precisa.

Neste contexto, propde-se uma nova abordagem para a segmentacao das lesdes
no fundo de olho, com o objetivo de aumentar a precisdo desse processo. Tal apri-
moramento pode contribuir significativamente para um diagnoéstico mais eficaz da RD,
além de facilitar a anotacao das lesdes e viabilizar a criacdo de novos conjuntos de da-
dos voltados a essa condi¢do. Esses aspectos constituem os principais motivadores
do problema de pesquisa abordado neste trabalho.

1.1 Problema de Pesquisa

Este trabalho tem como objetivo responder a seguinte questdo de pesquisa:

1. Como aprimorar modelos baseados em aprendizado profundo para detectar le-
sdes retinianas — especialmente Microaneurismas — diante da escassez de ima-
gens com anotagdes a nivel de pixel nos conjuntos de dados publicos de Reti-
nopatia Diabética?
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1.2 Hipéteses

As seguintes hipéteses foram estabelecidas nesta Dissertacao:

1. Arquiteturas do tipo encoder-decoder apresentam maior precisdo na segmen-
tacdo de lesdes associadas a RD quando comparadas a detectores de estagio
unico e de dois estagios.

2. A combinacdo de modelos encoder-decoder, aliada a aplicacao de etapas de
pré-processamento, aumento de dados e pré-treinamento, resulta em maior pre-
cisdo na segmentacao de lesdes no fundo de olho.

1.3 Objetivos

O objetivo geral deste trabalho é propor uma nova abordagem para aprimorar a
precisdo na segmentacado de lesdes no fundo de olho associadas a Retinopatia Di-
abética. A proposta consiste na criacdo de ensembles de diferentes arquiteturas
encoder-decoder, em conjunto com etapas de pré-processamento, aumento de da-
dos e pré-treinamento, com o intuito de auxiliar no diagnostico precoce da doenga e
facilitar a criacdo de novos conjuntos de dados.

Para atingir o objetivo geral, foram definidos os seguintes objetivos especificos:

1. Desenvolvimento de uma nova abordagem para segmentacdo de lesdes de
fundo com base em arquiteturas encoder-decoder;

2. Definicao da metodologia para execucao das etapas de pré-processamento, au-
mento de dados e pré-treinamento;

3. Avaliacao das arquiteturas para composicao da abordagem proposta;
4. Integrag@o dos modelos treinados na forma de ensembles;

5. Avaliacdo da eficacia da abordagem proposta em comparagao com trabalhos
relacionados disponiveis na literatura; e

6. Automatizacao da anotagao de um novo conjunto de dados de imagens de fundo
utilizando a abordagem desenvolvida.

1.4 Organizacao do Texto

A estrutura desta Dissertacao esta organizada da seguinte forma: no Capitulo 2,
apresenta-se o referencial tedrico e tecnoldgico, abordando Lesdes de Fundo (Secgéo
2.1), Segmentacao Semantica de Objetos com Redes Neurais Profundas (Secao 2.2)
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e Trabalhos Relacionados (Sec¢ao 2.3). O Capitulo 3 descreve os materiais e mé-
todos utilizados na abordagem proposta, bem como os experimentos realizados, os
resultados obtidos e as respectivas discussdes. Por fim, o Capitulo 4 apresenta as
consideracoes finais do trabalho.



2 REFERENCIAL TEORICO E TECNOLOGICO

Este capitulo tem como objetivo apresentar os conceitos fundamentais necessa-
rios para a compreensao do trabalho desenvolvido nesta Dissertacdo. Inicialmente,
séo descritas as principais lesdes de fundo abordadas no estudo. Em seguida, sao
introduzidos os conceitos relacionados a segmentacao semantica de objetos com o
uso de Redes Neurais Profundas. Por fim, é realizada uma revisao da literatura, com
foco em trabalhos cujo objetivo € a segmentacéo de lesées no fundo de olho.

2.1 Lesoes de Fundo

A retina é a camada mais interna do globo ocular e tem a fungdo de captar as
imagens, convertendo-as em impulsos elétricos que sédo transmitidos ao cérebro por
meio do nervo éptico (Pedro, 2022). Em pacientes diabéticos, essa estrutura pode ser
comprometida pela RD, que ocorre quando substancias anormais se depositam nas
paredes dos vasos sanguineos da retina, especialmente na regido conhecida como
fundo do olho. Esse processo pode levar ao estreitamento ou até ao bloqueio des-
ses vasos, além de provocar o enfraguecimento de suas paredes e o surgimento de
diversas lesdes retinianas.

O exame de fundo de olho é essencial para a identificagcdo dessas lesdes e para o
diagnéstico de doencas oftalmolégicas que afetam a retina (Santos, 2023). As Sec¢des
a seqguir apresentam as principais lesdes abordadas neste trabalho.

2.1.1 Microaneurismas

Os Microaneurismas sdo os primeiros sinais clinicos da RD e manifestam-se como
pequenas lesdes arredondadas e avermelhadas no fundo da retina. Sao pontos isola-
dos de diferentes tamanhos, resultantes do enfraquecimento das paredes dos vasos
sanguineos, o que leva ao seu inchaco e consequente dilatacdo (Soares; Castelo-
branco; Pinheiro, 2023). Geralmente, apresentam diametro reduzido, variando entre
10 e 100 pm.
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Embora ndo impactem diretamente a visao, sua presenca indica danos iniciais nos
vasos sanguineos da retina, funcionando como um sinal de alerta para a progresséo
da doenca (Souza, 2023). A ocorréncia isolada de Microaneurismas é indicativa de um
estagio leve de Retinopatia Diabética Nao Proliferativa (RDNP), podendo refletir tenta-
tivas malsucedidas de neovascularizagao ou enfraguecimento das paredes capilares
(International Council of Ophthalmology, 2017). A Figura 1 apresenta um exemplo de
Microaneurisma em uma imagem de fundo de olho.

Figura 1 — Exemplo de imagem de fundo do olho com a presenca de Microaneurisma.

Fonte: Adaptado do conjunto de dados DDR (Li et al., 2019).

2.1.2 Hemorragias

As Hemorragias surgem a partir da evolugcéo dos Microaneurismas, manifestando-
se como manchas vermelhas decorrentes do acumulo de sangue em areas da retina,
causado pelo rompimento de veias e artérias retinianas (Costa, 2019). Os principais
tipos sdo as Hemorragias em mancha e as Hemorragias puntiformes. As Hemorragias
em mancha ocorrem nas camadas mais superficiais da retina, sendo formadas em re-
gibes onde ha obstrugédo de aglomerados de vasos capilares, resultando em manchas
avermelhadas com margens e densidade irregulares. Por outro lado, as Hemorragias
puntiformes ocorrem em camadas mais profundas e, devido a semelhanga visual com
os Microaneurismas, sua diferenciacdo nem sempre é possivel — ainda que apresen-
tem tamanhos distintos (International Council of Ophthalmology, 2017). A Figura 2
apresenta um exemplo de imagem de fundo de olho com presenca de Hemorragia,
cujo tamanho geralmente ultrapassa os 125 um.
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Figura 2 — Exemplo de imagem de fundo do olho com a presenga de Hemorragia.

Fonte: Adaptado do conjunto de dados DDR (Li et al., 2019).

2.1.3 Exsudatos Duros

Os Exsudatos Duros formam-se quando as jungdes entre as células do epitélio
pigmentar da retina sdo rompidas, provocando o vazamento de fluido rico em lipideos
e proteinas a partir dos capilares. Essas lesdes apresentam coloracdo amarelada,
contornos irregulares e, geralmente, localizam-se na camada plexiforme externa da
retina. Podem estar associadas a hiperlipidemia (Flaxel et al., 2020). S&o considera-
dos marcadores de Edema Macular, atual ou pregresso, sendo que o Edema Macular
Diabético (EMD) ocorre quando os vasos sanguineos da retina retém liquido em ex-
cesso, promovendo o inchaco da regido macular e comprometendo sua fungdo. O
EMD representa uma das principais causas de cegueira entre pacientes diabéticos
(International Council of Ophthalmology, 2017).

Adicionalmente, os Exsudatos Duros costumam localizar-se ao redor ou nas proxi-
midades da macula e apresentam caracteristicas refrativas nos exames de retinografia
(Cardoso, 2019). Podem ocorrer de diferentes formas: em agrupamentos, como anéis
parciais ou completos, de forma isolada ou em trilhas confluentes. A Figura 3 apre-
senta um exemplo de Exsudato Duro em uma imagem de fundo de olho.

2.1.4 Exsudatos Algodonosos

Os Exsudatos Algodonosos apresentam aspecto palido, geralmente em tonalidade
branco-acinzentada (Cardoso, 2019). Essas lesdes surgem como resposta a isque-
mia retiniana, sendo comuns durante a fase pré-proliferativa da Retinopatia Diabética,
caracterizada por infarto retiniano, isquemia progressiva e anormalidades vasculares
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Figura 3 — Exemplo de imagem de fundo do olho com Exsudato Duro.

Fonte: Adaptado do conjunto de dados DDR (Li et al., 2019).

intrarretinianas (Francelino et al., 2023). Também conhecidos como Exsudatos Moles
ou manchas algodonosas, recebem esse nome devido a sua semelhanga visual com
pedacos de algodao. Essas les6es costumam surgir nos estagios mais avancados da
doenca e nao apresentam bordas bem definidas (Basha; Prasad, 2008). A Figura 4
apresenta um exemplo de Exsudato Algodonoso em uma imagem de fundo de olho.

Figura 4 — Exemplo de imagem de fundo do olho com Exsudato Algodonoso.

Fonte: Adaptado do conjunto de dados DDR (Li et al., 2019).
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2.2 Segmentacao Semantica de Objetos com Redes Neurais Pro-
fundas

O Aprendizado de Maquina (AM) € um ramo da Inteligéncia Artificial (I1A) que per-
mite que sistemas aprendam a partir de dados, sem a necessidade de serem pro-
gramados explicitamente para executar tarefas. Por meio de algoritmos, as maquinas
podem ser treinadas para realizar agées complexas e tomar decisdes de forma auto-
noma, com pouca ou nenhuma intervengdo humana (Charleaux; Toledo, 2025).

No entanto, alguns problemas exigem etapas adicionais de pré-processamento dos
dados, como normalizagao, padronizagéo e extracao de caracteristicas. Dentre essas,
a extracdo de caracteristicas se destaca por exigir conhecimento prévio sobre o do-
minio da aplicagédo por parte do desenvolvedor, que deve identificar os atributos mais
relevantes para representar o problema e permitir que 0 modelo aprenda de maneira
eficaz (Lecun; Bengio; Hinton, 2015).

O Aprendizado Profundo, por sua vez, € uma subarea do AM que permite aos com-
putadores aprender a partir da experiéncia, organizando as informagdes em multiplos
niveis de abstracdo. Como esse processo de aprendizado ocorre de forma autdbnoma,
nao é necessario que um operador humano especifique previamente todo o conheci-
mento necessario para o funcionamento do sistema (Goodfellow et al., 2016).

A Visao Computacional (VC) é uma subdrea da Inteligéncia Artificial (IA) voltada a
analise e automacéao de tarefas de percepc¢ao visual realizadas por computadores. Ela
abrange uma ampla gama de aplicacdes, com destaque para a area da saude, onde
tem transformado processos clinicos e ampliado as possibilidades de diagnéstico, mo-
nitoramento e intervengcdo. A notavel capacidade dos computadores de identificar
elementos em imagens complexas é viabilizada por calculos matematicos avancados
e pelo treinamento de redes neurais, que aprendem a reconhecer padrdes visuais.
Dessa forma, simula-se o processo de aprendizagem humana, possibilitando a inter-
pretagdo automatizada e precisa de dados visuais, como imagens meédicas e videos
cirurgicos (Tavares et al., 2024).

Entre as tarefas mais comuns em VC, destacam-se a classificacao de imagens, a
deteccdo de objetos e a segmentacado de imagens. Conforme ilustrado na Figura 5,
a classificagao de imagens consiste em atribuir um rétulo predefinido a uma imagem,
como, por exemplo, determinar se ela contém ou ndo um determinado objeto. A de-
teccéo de objetos, por sua vez, vai além da classificagao, identificando e localizando
multiplos objetos na imagem por meio de caixas delimitadoras. Ja a segmentagao
de imagens representa o nivel mais detalhado de compreenséo visual, atribuindo um
rétulo a cada pixel da imagem, o que permite a separacao precisa entre diferentes
regides pertencentes aos objetos (Kotra, 2023).
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Figura 5 — Exemplos de tarefas de Visdo Computacional: Classificacao de imagens, detecgcao
de objetos e segmentagéo de imagens.

O que ha naimagem e Quais pixels pertencem a
onde? qual objeto?

Isto € um cachorro?

l-_-LJ

Classificagéo de objetos Detecgéo de objetos Segmentagédo de imagem

Fonte: Adaptado de Kotra (2023).

Dentre as tarefas de Visao Computacional, a segmentacdo de imagens recebe
atencao especial neste trabalho, uma vez que é empregada na identificagéo de lesbes
no fundo de olho associadas a RD. A segmentacao de imagens pode ser classificada
em diferentes tipos, a depender do nivel de granularidade e dos objetivos da aplica-
céo. Conforme ilustrado na Figura 6, a segmentagdo semantica atribui um rétulo a
cada pixel da imagem com base na classe a que pertence, sem, no entanto, distinguir
instancias individuais de um mesmo objeto. J& a segmentacao por instancia vai além
da classificagdo por pixel, diferenciando multiplas ocorréncias de um mesmo objeto
dentro da imagem. Por fim, a segmentagdo panéptica combina as abordagens an-
teriores, identificando e rotulando todas as regiées da imagem, separando instancias
individuais e distinguindo objetos de fundo (Acharya, 2024).

Para que a segmentacao semantica produza resultados precisos — especialmente
em contextos complexos, como o das imagens médicas — € essencial a utilizagéo
de modelos capazes de extrair e interpretar caracteristicas visuais de forma eficiente.
Nesse cenario, as Redes Neurais Convolucionais (em inglés, Convolutional Neural
Networks — CNNs) desempenham um papel central, servindo como base para diversas
abordagens voltadas a segmentagédo de imagens.

2.2.1 Redes Neurais Convolucionais

As Redes Neurais Convolucionais foram desenvolvidas com base na inspiragao bi-
oldgica do funcionamento do cértex visual, especialmente na forma como diferentes
areas desse cortex correspondem a regides especificas do campo visual. Cada uma
dessas regides, conhecidas como campos receptivos, € responsavel pela ativagcao de
determinados neurdnios, apresentando, muitas vezes, sobreposicdo com 0s campos
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Figura 6 — Tipos de segmentacado de imagem. Em (a), a imagem original; (b) Segmentagao
semantica; (c) Segmentacao de instancia; e, (d) Segmentagéo pandptica.
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(a) Imagem original (b) Segmentacao semantica

(c) Segmentacéao de instancia (d) Segmentacao pandptica

Fonte: Adaptado de Acharya (2024).

de neurdnios vizinhos. Essa organizacao do sistema visual humano foi essencial para
o desenvolvimento de métodos computacionais capazes de extrair caracteristicas re-
levantes diretamente dos dados de entrada (Oliveira; Alves; Malqui, 2017).

As CNNs podem ser compreendidas como uma extensao das Redes Neurais Per-
ceptrons Multicamadas (Parlos et al., 1994), projetadas especificamente para aplicar
filtros a dados visuais, preservando a estrutura espacial e as relagcdes de vizinhanca
entre os pixeis durante o processamento (Vargas; Paes; Vasconcelos, 2016). Suas
camadas sdo organizadas sequencialmente, de modo que a saida de uma camada
serve como entrada para a camada subsequente.

A Figura 7 ilustra a estrutura de uma Rede Neural Convolucional (CNN). Diferen-
temente dos métodos tradicionais de extracdo de caracteristicas — que dependem de
técnicas manuais para identificar e selecionar padrées especificos nas imagens —, as
CNNs realizam essa tarefa de forma automatizada por meio de operacbes de con-
volucao (Li et al., 2022). Essas redes s&o compostas por multiplas camadas, cada
uma com fungdes especificas durante o processo de aprendizado e classificacdo de
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imagens, incluindo a Camada de Convolucédo, a Camada de Pooling e a Camada To-
talmente Conectada (em inglés, Fully Connected) (Yamashita et al., 2018).

Figura 7 — Exemplo de modelo estrutural de uma Rede Neural Convolucional composta por
camadas de Convolugéao, Pooling e pela Camada Totalmente Conectada.

Entrada Convolugéo Pooling Convolugao Pooling Completamente
conectada

Extragdo de Features Classificagéo

Fonte: Vargas; Paes; Vasconcelos (2016).

A camada de convolucéo atua sobre imagens representadas como matrizes tridi-
mensionais, considerando suas dimensodes espaciais e a quantidade de canais de cor.
Cada filtro, estruturado como uma matriz de pesos treinaveis, é aplicado localmente
a pequenas regides da imagem, conhecidas como campos receptivos, respeitando a
estrutura espacial dos dados (Silva, 2018). A operacao de convolugcao consiste na
aplicacao desses filtros sobre regides especificas da imagem de entrada, realizando
multiplicagbes ponto a ponto entre os valores do filtro e os valores correspondentes da
regiao da imagem. O resultado dessas multiplicagcdes é somado, gerando um uUnico
valor que compde o chamado mapa de caracteristicas (em inglés, Feature Map), pre-
servando as informacdes espaciais essenciais para as etapas subsequentes da rede,
conforme ilustrado na Figura 8 (Ingole, 2023). Esse processo permite que a rede ex-
traia padrdes relevantes, mantendo as relagdes entre pixeis vizinhos e aprendendo
representacoes significativas a partir de diferentes partes da imagem.

A camada de Pooling desempenha um papel fundamental na reducéo da dimensi-
onalidade dos dados dentro da rede neural, contribuindo para acelerar o treinamento
e aumentar a capacidade do modelo de reconhecer padrbes, mesmo quando estes
aparecem em posicoes ligeiramente diferentes. O processo de Pooling consiste no
agrupamento de informagdes em regides especificas da matriz de entrada. Para isso,
a matriz é dividida em sub-regides, chamadas janelas, das quais se extrai um Unico
valor representativo. Existem diferentes estratégias para essa extracao, sendo a mais
comum a fungcdo de maximo (em inglés, Max pooling), que seleciona o maior valor
dentro de cada vizinhanga. A Equacao 1 apresenta a formulagdo matematica da ope-
racdo de Max pooling. Por meio desse processo, a dimensionalidade dos mapas de
caracteristicas € reduzida, resultando na diminuicdo da altura e largura dos mapas,
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Figura 8 — Exemplo de convolugéo entre uma matriz de entrada de dimensdes 3x3x3 e um
filtro de tamanho 2x2x3. A operacao consiste na multiplicagdo dos elementos do filtro pelos
elementos correspondentes no campo receptivo da matriz de entrada, e a soma dos produtos
gerados resulta no valor da saida da convolugéo.

Fonte: Adaptado de Pacheco (2019).

enquanto a profundidade é preservada (Vargas; Paes; Vasconcelos, 2016), conforme
ilustrado na Figura 9.

f(z) = max(z,0) (1)

A funcao de ativacao desempenha um papel crucial no processo de treinamento
das redes neurais, permitindo a introdug¢do de n&o linearidades no modelo. Uma das
funcbes de ativagdo nao lineares mais utilizadas € a Rectified Linear Unit (ReLU),
na qual todos os valores inferiores a zero sdo transformados em zero, enquanto os
valores iguais ou superiores a zero sao mantidos. A adoc¢ao da ReLU tem impacto
significativo na velocidade de treinamento das redes neurais, especialmente quando
comparada a outras fun¢des de ativagdo, como a fungao logistica (Rocha, 2020).

A Camada Totalmente Conectada — também chamada de camada densa — é res-
ponsavel por integrar as caracteristicas extraidas pelas camadas anteriores, a fim de
gerar a saida final do modelo, que normalmente corresponde a uma classificacao
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Figura 9 — Exemplo de aplicacdo de Max pooling sobre uma matriz de dimensdes 4x4x3. O
filtro de pooling de tamanho 2x2 € aplicado em cada canal da matriz de entrada, com um
stride de 2, realizando a reducgéo da dimensionalidade.

2x2 max

2 stride

Fonte: Adaptado de Pacheco (2019).

ou predicdo. Nessa etapa, cada neurdnio é conectado a todos os neurdnios da ca-
mada anterior, permitindo ao modelo combinar e relacionar as informagdes previa-
mente aprendidas. Antes que os dados sejam alimentados na Camada Totalmente
Conectada, é necessario converté-los de uma estrutura multidimensional para um ve-
tor unidimensional — processo conhecido como flattening (Massucatto, 2018).

Essa transformacao reorganiza os dados em uma estrutura linear, facilitando seu
processamento pelas camadas densas da rede neural. O vetor resultante dessa ope-
racéo — conforme ilustrado na Figura 10 — representa a conversdo do mapa de carac-
teristicas em um vetor unidimensional. A principal funcéo dessa etapa é possibilitar
qgue a rede combine de forma eficiente todas as caracteristicas extraidas da imagem,
auxiliando na tomada de decisdo, como a identificacdo de objetos ou padrdes visuais.
Adicionalmente, o processo de aprendizado envolve a atualizagao continua dos pesos
dessas conexdes durante o treinamento, com o objetivo de minimizar o erro da saida
do modelo (Steinheiser, 2020).

Embora as CNNs tenham se mostrado eficazes na extracdo automatica de carac-
teristicas e no aprendizado de representacdes espaciais em imagens, sua aplicacao
em tarefas de segmentacéo exige arquiteturas mais especializadas. Nesse contexto,
destacam-se as arquiteturas do tipo encoder-decoder, que possibilitam lidar com en-
tradas e saidas de tamanhos variaveis, facilitando a modelagem de problemas que
envolvem mapeamento entre diferentes dominios.

2.2.2 Arquiteturas encoder-decoder

As arquiteturas do tipo encoder-decoder foram desenvolvidas para resolver pro-
blemas em que € necessario transformar uma entrada em uma saida com estrutura
igualmente complexa, como ocorre na segmentacao semantica de imagens. Diferen-
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Figura 10 — Vetor coluna obtido pela operacao de flattening, a partir de um mapa de caracte-
risticas agrupados pela camada de pooling.

Flattening

Mapa de
caracteristicas
agrupadas

Fonte: Adaptado de Massucatto (2018).

temente das redes convolucionais tradicionais — que realizam tarefas de classificacéo
a partir de uma representacao reduzida da entrada — essas arquiteturas sao projeta-
das para preservar e reconstruir informacdes espaciais detalhadas (Badrinarayanan;
Kendall; Cipolla, 2017).

A estrutura tipica de uma arquitetura encoder-decoder € composta por duas par-
tes principais: o codificador (encoder) e o decodificador (decoder). O codificador
€ responsavel por extrair representacées compactas e discriminativas dos dados de
entrada, reduzindo progressivamente sua dimensao espacial por meio de operacdes
de convolucao e pooling. O decodificador, por sua vez, atua no sentido inverso, ex-
pandindo essas representacdes para restaurar a resolucao espacial original ou gerar
uma saida no formato desejado, utilizando operacdes de upsampling ou convolucdes
transpostas (Minaee et al., 2022).

Um dos principais desafios enfrentados pelas arquiteturas do tipo encoder-decoder
€ a preservacao das informacdes espaciais finas, muitas vezes perdidas durante o pro-
cesso de codificacdo. Para mitigar essa limitagao, foram propostos mecanismos como
as conexdes de atalho (em inglés, skip connections), que conectam diretamente ca-
madas correspondentes do codificador e do decodificador, permitindo a recuperagao
de detalhes essenciais (Ronneberger; Fischer; Brox, 2015).

Nos ultimos anos, diversas variantes das arquiteturas encoder-decoder tém sido
desenvolvidas com o objetivo de aprimorar a eficiéncia e a precisdo em tarefas de
segmentacdo. Entre essas variantes, destacam-se modelos como a U-Net, U-Net++,
Attention U-Net e R2U-Net, os quais ser&o descritos a seqguir.
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2221 U-Net

A U-Net é uma arquitetura amplamente utilizada em tarefas de segmentacao de
imagens biomédicas. Projetada originalmente para segmentar estruturas celulares
em imagens de microscopia, sua eficacia levou a ampliacao de seu uso para diversas
aplicagdes médicas, incluindo a segmentacédo de lesdes retinianas em imagens de
fundo de olho (Ronneberger; Fischer; Brox, 2015).

A arquitetura é composta por duas fases principais — codificacdo e decodificacdo
— organizadas em uma estrutura simétrica em forma de “U”, conforme ilustrado na
Figura 11. A fase de codificacao é responsavel por extrair caracteristicas progressiva-
mente mais abstratas da imagem, por meio de blocos que combinam duas camadas
de convolucédo seguidas de funcdes de ativacdo RelLU, intercaladas com operagdes
de Max pooling para reducéo da resolucao espacial.

Figura 11 — Diagrama de arquitetura da U-Net.

Entrada Saida

—> Conv. (3x3) +RelLU

— Max pooling (2x2)

—> Up-Conv. (2x2)
Conv. (Ix1) + ReLU

— =& Concatenagéo

Fonte: Adaptado de Shim et al. (2022).

Na fase de decodificacdo, a U-Net utiliza opera¢des de convolugdo transposta —
também conhecidas como up-convolution — para aumentar a resolugéo das represen-
tacdes e reconstruir o mapa de segmentagdao. Um dos principais diferenciais da U-Net
€ 0 uso de conexdes de atalho entre camadas simétricas do codificador e do deco-
dificador, que realizam a concatenacgao direta das caracteristicas de baixo nivel com
aquelas de nivel mais alto. Essa estratégia contribui para a preservagao de detalhes
espaciais importantes, aprimorando a definicdo dos contornos nas mascaras segmen-
tadas.

A etapa final aplica uma convolucéo 1 x 1 para reduzir a dimensionalidade do mapa
de caracteristicas ao numero de classes da segmentacdo. De forma geral, a U-Net
equilibra profundidade e resolugéo espacial, tornando-se uma base sélida para o de-
senvolvimento de diversas variantes, como as arquiteturas U-Net++, Attention U-Net
e R2U-Net.
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2222 U-Net++

A U-Net++ foi desenvolvida como uma evolugédo da arquitetura U-Net, com o ob-
jetivo de reduzir a diferenca semantica entre os mapas de caracteristicas gerados na
fase de codificacao — que contém informacdes mais abstratas — e aqueles processa-
dos na fase de decodificacdo, que exigem maior riqueza de detalhes para a recons-
trucdo precisa da imagem. A principal inovagao introduzida pela U-Net++ é o uso de
conexdes densas e hierdrquicas entre os niveis intermediarios da rede, permitindo
uma transicdo mais gradual e uma melhor preservacao das informagdes semanticas
ao longo dos diferentes estagios da arquitetura.

Na pratica, a U-Net++ reorganiza as conexdes de atalho tradicionais da U-Net,
substituindo os enlaces diretos por caminhos intermediarios compostos por multiplas
camadas convolucionais adicionais. Essa abordagem promove uma fusdo mais eficaz
entre caracteristicas extraidas em diferentes profundidades, fornecendo ao decodifi-
cador informagdes mais consistentes e detalhadas. Como resultado, a U-Net++ apre-
senta maior precisao em tarefas de segmentacao, especialmente em contextos que
envolvem estruturas morfolégicas complexas (Zhou et al., 2018).

Uma caracteristica adicional relevante da U-Net++ é a possibilidade de aplicar su-
pervisao profunda (em inglés, deep supervision) — técnica que consiste em supervisi-
onar ndo apenas a saida final da rede, mas também as saidas intermediarias geradas
ao longo dos diferentes caminhos de decodificagdo. Essa abordagem oferece dois
beneficios principais: primeiramente, incentiva os blocos intermediarios a capturar re-
presentacdes discriminativas mais eficazes, ou seja, padrdes que permitem distinguir
melhor as caracteristicas relevantes para a tarefa; em segundo lugar, contribui para um
fluxo de gradientes mais estavel, acelerando a convergéncia durante o treinamento. A
supervisao profunda pode ser ativada ou desativada conforme a necessidade, possi-
bilitando um equilibrio entre desempenho e custo computacional.

A Figura 12 ilustra a organizagao da U-Net++. De modo geral, a arquitetura pre-
serva a estrutura fundamental da U-Net — com codificacdo baseada em convolugdes
e Max pooling, e decodificacao por meio de convolugdes transpostas —, mas adiciona
caminhos de conexao compostos por multiplas operagdes convolucionais (representa-
das pelos blocos adicionais entre os caminhos horizontais da rede). Esses caminhos
favorecem o reuso de caracteristicas e ampliam a capacidade de generalizacao da
rede, ao mesmo tempo em que facilitam o fluxo de gradientes durante o processo de
treinamento.

Assim como outras variacoes da U-Net, a U-Net++ busca aprimorar o desempenho
da segmentacdo sem causar aumentos excessivos no numero de parametros do mo-
delo. Sua estrutura densa e hierarquica contribui de forma significativa para a melhoria
da precisdo em tarefas de segmentacdo médica (Zhou et al., 2018).
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Figura 12 — Diagrama de arquitetura da U-Net++.

Entrada Saida

— Conv. (3x3) + RelLU

—> Max pooling (2x2)

— Up-Conv. (2x2)
Conv. (Ix1) + ReLU

— =% Concatenagéo

Fonte: Adaptado de Huo et al. (2024).

2.2.2.3 Attention U-Net

A Attention U-Net € uma variagdo da arquitetura U-Net que incorpora mecanismos
de atencao com o objetivo de aprimorar a qualidade da segmentacao. Conforme ilus-
trado na Figura 13, sua estrutura é composta por fases de codificagao e decodificagao,
assim como na U-Net original. A principal inovagao introduzida por essa arquitetura
consiste na insercao de médulos de atencao ao longo das conexdes de atalho entre o
codificador e o decodificador.

Figura 13 — Diagrama de arquitetura da Attention U-Net.

Entrada

— Conv. (3x3) +RelU

—P Max pooling (2x2)

—> Up-Conv. (2x2)
Conv. (Ix1) + ReLU

= =P Concatenagéo

— Sinal de ativagéo
n Médulo de atengéio

Fonte: Adaptado de Oktay et al. (2018).

Esses médulos atuam como filtros adaptativos, permitindo que a rede foque nas
regides mais relevantes da imagem. Para isso, utilizam informacdes provenientes de
ambas as fases — codificagdo e decodificagdo — para calcular mapas de atengéo que
indicam o grau de importancia de cada regiao da imagem. Dessa forma, regides ir-
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relevantes ou com baixa relevancia para a tarefa de segmentacdo sédo atenuadas,
enquanto areas de maior interesse sao realgadas. Esse mecanismo € especialmente
vantajoso em imagens médicas, onde as estruturas-alvo frequentemente sdo peque-
nas, sutis ou pouco contrastadas (Oktay et al., 2018).

O sinal de ativagdo gerado em cada etapa do decodificador é utilizado como guia
para o médulo de atencao correspondente. Esse sinal atua como um mecanismo de
controle, ajustando os mapas de caracteristicas provenientes do codificador por meio
do modulo de atengdo antes da concatenacgao. Esse processo favorece uma recons-
trucdo mais precisa das regides de interesse, pois permite ao modelo concentrar-se
dinamicamente nas areas mais informativas da imagem durante a decodificacdo. Tais
modificagdes contribuem para o aprimoramento da capacidade discriminativa do mo-
delo, sem implicar aumentos substanciais no numero de parametros.

2.2.24 R2U-Net

A R2U-Net foi proposta a partir da integracao dos conceitos das arquiteturas Deep
Residual Network (ResNet) (He et al., 2016), Recurrent Convolutional Neural Network
(RCNN) (Liang; Hu, 2015) e U-Net (Ronneberger; Fischer; Brox, 2015), com o objetivo
de combinar os pontos fortes de cada uma dessas abordagens em aprendizado pro-
fundo. Entre as principais inovagcdes que a diferenciam da U-Net original, destacam-
se: (1) aincorporacao de Camadas Convolucionais Recorrentes (em inglés, Recurrent
Convolutional Layers — RCL) e RCL com conexdes residuais; (2) o uso de um meca-
nismo eficiente de agregacao de caracteristicas nas unidades RCL; e (3) a substituicéo
da tradicional operagao de corte e copia da U-Net por operagdes de concatenacao.

Mais especificamente, a substituicdo das camadas convolucionais convencionais
por RCLs com conexdes residuais proporciona a arquitetura uma estrutura mais pro-
funda e eficiente. O novo método de acumulacao de caracteristicas implementado nas
unidades RCL aprimora a capacidade de convergéncia da rede durante o treinamento
e a validagao, favorecendo a extracao de representacdes mais discriminativas. Além
disso, a remocao da operacao de corte e copia — em favor do uso exclusivo de conca-
tenagbes — simplifica o fluxo de dados dentro da arquitetura. Essas alteragdes visam
potencializar o desempenho da R2U-Net, explorando avangos contemporaneos para
maximizar sua eficacia, especialmente em aplicacées de segmentacdo de imagens
médicas (Alom et al., 2018).

A estrutura arquitetural da R2U-Net é ilustrada na Figura 14. A arquitetura € orga-
nizada em duas secdes principais: a fase de codificacdo, representada pelos blocos
a esquerda, e a fase de decodificacao, composta pelos blocos a direita. Adicional-
mente, incorpora operacdes recorrentes e conexdes residuais. As operagdes recor-
rentes permitem a reutilizacdo de informacgdes ao longo de multiplos estagios da rede,
favorecendo a captura de contextos mais amplos. Ja as conexdes residuais intro-
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duzem atalhos entre camadas, mitigando problemas de degradagcdo de desempenho
tipicos em redes profundas. Resultados experimentais reportados na literatura indi-
cam que essas modificagbes beneficiam tanto o processo de treinamento quanto o
desempenho durante a inferéncia, sem implicar aumentos significativos no numero de
parametros do modelo (Pereira et al., 2024).

Figura 14 — Diagrama de arquitetura da R2U-Net.

Entrada

— Max pooling (2x2)
—> Up-Conv. (2x2)
Conv. (Ix1) + ReLU

— =% Concatenagé&o

a Conv. Residual Recorrente

? Up-Conv. Residual Recorrente

Fonte: Adaptado de Pereira et al. (2024).

2.3 Trabalhos Relacionados

Esta secao tem como objetivo revisar as principais abordagens disponiveis na lite-
ratura voltadas a segmentacéo de lesdes no fundo de olho associadas a RD.

Em Li et al. (2019), foi proposto um novo conjunto de dados para RD, denominado
Dataset for Diabetic Retinopathy (DDR). Além disso, os autores avaliaram modelos
de aprendizado profundo — HED (Xie; Tu, 2015) e DeeplLab-v3+ (Chen et al., 2018)
— aplicados a segmentacéo de lesdes retinianas. Os resultados foram apresentados
por meio das métricas Average Precision (AP), mean Average Precision (mAP), In-
tersection over Union (IoU) e mean Intersection over Union (mIoU). Foram obtidos
valores de mAP de 15,87% com o modelo HED (Xie; Tu, 2015) e 30,10% com o
DeeplLab-v3+ (Chen et al., 2018), enquanto o mIoU foi de 8,83% e 17,91%, respec-
tivamente. Esses resultados demonstram que os modelos apresentaram dificuldades
na segmentacao de lesdes, especialmente os MA, para os quais foram observados va-
lores de IoU de apenas 1,10% com o HED e 3,25% com o DeeplLab-v3+, no conjunto
de teste.

Em Raudonis et al. (2023), foi proposta uma nova abordagem para a segmentagéao
de MA em imagens de fundo de olho. O método consiste em uma etapa inicial de pré-
processamento, na qual as imagens sao divididas em multiplas janelas sobrepostas,
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com o objetivo de aumentar a visibilidade das lesdes. A segmentacao foi realizada por
meio de um ensemble de trés redes neurais profundas: U-Net (Ronneberger; Fischer;
Brox, 2015), ResNet34-UNet (Abedalla et al., 2020) e U-Net++ (Zhou et al., 2018).
Com essa abordagem foram obtidos valores de Dice Coefficient (DC') de 95% e IoU
de 91%. Embora promissora, a abordagem apresenta duas limitagdes importantes:
(1) segmenta apenas um tipo de lesdo associada a RD; e (2) nao utiliza conjuntos de
dados publicos nos experimentos, o que dificulta a reprodutibilidade e a comparacao
com outros estudos.

Em Nair et al. (2023), foi apresentada a MesU-Net, uma nova arquitetura de
rede neural que combina elementos da U-Net (Ronneberger; Fischer; Brox, 2015)
e da MesNet (Guo et al., 2021) para segmentacao de imagens retinianas. O estudo
concentrou-se na segmentagcdo de EX, HE, MA e vasos sanguineos. Os modelos
foram treinados utilizando conjuntos de dados publicos, sendo o Indian Diabetic Reti-
nopathy Image Dataset (IDRiD) empregado para lesdes de fundo de olho e o Digital
Retinal Images for Vessel Extraction (DRIVE) para segmentacao de vasos. Os resul-
tados foram apresentados principalmente por meio da métrica de acuracia (Accuracy
— Acc). Para as lesdes retinianas, os valores de Acc alcancados foram de 97,60% para
EX, 98,10% para HE e 99,20% para MA, com média de 98,30%. Ja para 0s vasos
sanguineos, a Acc obtida foi de 83,70%.

Por sua vez, Anand et al. (2023) propuseram modificacbes na arquitetura basica
da U-Net com o objetivo de aumentar a precisdao na segmentacao de vasos sangui-
neos, EX e MA. O estudo utilizou diversos conjuntos de dados publicos, incluindo
IDRID, Diabetic Retinopathy Database 1 (DIARETDB1), Structured Analysis of the Re-
tina (STARE), Child Heart and Health Study in England Database 1 (CHASEDB1),
DRIVE e High-Resolution Fundus (HRF). Os resultados também foram reportados por
meio da métrica Acc, com destaque para os valores de 99,86% e 99,9% obtidos no
dataset IDRiID na segmentacdo de EX e MA, respectivamente. Embora o trabalho
nao tenha abordado a segmentagéao de HE e SE, os resultados ressaltam o potencial
significativo da arquitetura U-Net na segmentagéo de lesdes retinianas.

Em Pereira et al. (2024), foi proposta uma abordagem para a segmentacao de EX,
SE, HE e MA, utilizando a arquitetura R2U-Net (Alom et al., 2018), combinada com
técnicas de aumento de dados. Os resultados obtidos indicam o potencial dessas
técnicas para aprimorar a precisdo do modelo, atingindo 21,60% de mean Dice Co-
efficient (mDC) e 57,91% de mIoU na etapa de teste do dataset DDR. No entanto,
devido ao tamanho reduzido de algumas lesdes, a abordagem ainda enfrenta desa-
fios, especialmente na segmentacao de MA, para os quais foram observados valores
de DC de 10,99% e IoU de 53,36%.

Ja Xu et al. (2024) propuseram a HACDR-Net, uma rede convolucional voltada a
segmentacao de multiplas lesdes (EX, SE, HE e MA). A arquitetura busca lidar com
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a variabilidade em localizagéo, forma e tamanho das lesbes, além do desafio repre-
sentado pela grande proporc¢ao de fundo nas imagens. A HACDR-Net incorpora con-
volucdes heterogéneas e um médulo de agregacao adaptativo para capturar regides
lesionadas com maior precisdao. Para mitigar o desequilibrio entre fundo e lesdes, os
autores introduziram a funcéo de perda Noise Adjusted Loss (NALoss). Os experi-
mentos demonstraram que a HACDR-Net superou outras abordagens, atingindo um
mDC de 49,30% e um mIoU de 33,70%.

Em Jiang; Zhao (2024), foi proposta uma estrutura para segmentacao de EX, HE,
SE e MA, baseada na arquitetura U-Net++, combinada com uma ResNet50 (He et al.,
2016) como backbone para extracao de caracteristicas. Os autores integraram um moé-
dulo de atencao hibrido ao bloco residual, com o objetivo de aprimorar a capacidade
de extracdo de representacdes discriminativas. Além disso, introduziram e adapta-
ram o modulo Across Feature Map Attention (AFMA), visando melhorar a precisdo na
segmentacédo de lesdes de pequenas dimensdes.

Os experimentos foram realizados nos conjuntos de dados IDRID e DDR, alcan-
cando mDC' de 63,57% e 43,90%, respectivamente. Apesar dos resultados gerais
promissores, os valores de DC obtidos para a segmentacdo de MA — 44,20% no
IDRID e 28,37% no DDR — evidenciam dificuldades persistentes na segmentacao de
les6es de menor tamanho.

Ja em Zhang; Xu; Zhai (2025), foi proposta uma abordagem hibrida para segmen-
tacdo de lesdes retinianas, integrando as arquiteturas Densely Connected Convoluti-
onal Network (DenseNet) (Huang et al., 2017) e U-Net (Ronneberger; Fischer; Brox,
2015). A DenseNet substitui o codificador da U-Net, aprimorando a propagacao de
informacdes e a extracao de caracteristicas. A principal inovagdo da proposta esta
na utilizacdo da Omni-Dimensional Dynamic Convolution (ODConv), que substitui as
convolucdes tradicionais, aumentando a adaptabilidade da rede e a precisdo da seg-
mentacao.

Além disso, os autores incorporaram o Convolutional Block Attention Module
(CBAM) na fase de decodificagdo, o que aprimora a captura de regides relevantes
e a definicao dos contornos das lesdes. Os experimentos realizados nos conjuntos de
dados DDR e IDRID apresentaram melhorias nas métricas mDC e mlIoU. No data-
set DDR, os valores alcancados foram de 46,03% para mDC' e 30,41% para mloU,
representando aumentos de 0,46% e 0,14%, respectivamente. Ja no dataset IDRID,
os resultados foram de 65,68% para mDC e 50,48% para mlIoU, correspondendo a
incrementos de 0,53% e 1,12% em relacédo as abordagens comparadas.

A Tabela 1 apresenta uma sintese comparativa dos trabalhos relacionados, con-
siderando critérios como os conjuntos de dados utilizados, os modelos empregados,
0s principais resultados obtidos e as limitacdes identificadas em cada abordagem.
Embora diferentes estudos tenham explorado redes neurais profundas para a seg-
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mentacao de lesbes retinianas em imagens de fundo de olho, os resultados ainda
apresentam limitacdes significativas. Essas dificuldades decorrem, em grande parte,
da escassez de anotacdes de lesdes e da qualidade heterogénea das imagens dis-
poniveis nos conjuntos de dados publicos de RD. Além disso, a extracdo de caracte-
risticas em regides muito pequenas da imagem — particularmente no caso de lesbes
do tipo MA — representa um desafio adicional durante o processo de treinamento dos
modelos.

Tabela 1 — Analise comparativa dos trabalhos relacionados na segmentacao das lesdes retini-
anas.

Artigo Dataset Modelos Resultados | Limitacoes
. HED mloU = 0,0883 . o N
Li et al. (2019) DDR Deeplab-v3+ | mlol = 0.1791 Baixa precisédo na segmentagao de MA.
U-Net Conjunto de dados privado
Raudonis et al. (2023) | PerDiRe Project | ResNet34-UNet | DC = 0,9500 ~ :
Segmentagao apenas de MA.
U-Net++
. . ) _ Avaliacdo apenas com Acc.
Nair et al. (2023) IDRID MesU-Net Acc = 0,9830 SE nao segmentados.
Anand etal. (2023) | AIF[:EIT%m U-Net Acc=0,9992 | HE e SE no segmentados.
. DDR ) _ Baixa precisédo na segmentagao de MA.
Pereira et al. (2024) IDRID R2U-Net DC =0,2160 Auséncia etapa de pré-processamento.
Xu et al. (2024) IBE{::I; HACDR-Net DC =0,4930 | Baixa precisdo na segmentagao de MA.
o DDR _ Auséncia etapa de aumento de dados.
Jiang; Zhao (2024) IDRID U-Net++ DC =0,4390 Baixa precisdo na segmentacdo MA.
DDR Auséncia etapa de aumento de dados.
Zhang; Xu; Zhai (2025) IDRID DenseCUNet DC =0,4603 | Etapa de pré-processamento ndo descrita.
Baixa precisdo na segmentacéo de SE e MA.

Fonte: Elaborada pelo autor.



3 ABORDAGEM PROPOSTA

Este capitulo tem como objetivo apresentar a abordagem proposta para a segmen-
tacdo semantica de lesdes de fundo associadas a RD. Sdo descritos os materiais,
técnicas e métodos empregados na construgdo dos modelos, bem como as estraté-
gias adotadas para o pré-processamento e aumento de dados. Além disso, discute-se
a conducao dos experimentos e os resultados obtidos com a aplicacdo da abordagem
proposta.

3.1 Metodologia

Os experimentos foram conduzidos em um ambiente de hardware composto por
um processador AMD Ryzen 9 5900X (12 nucleos, 24 threads, @ 3,7GHz), 128GB
de memoéria Random Access Memory (RAM) e uma GPU NVIDIA RTX 4090 com
24 GB de Video Random Access Memory (VRAM). A abordagem proposta é composta
pelas arquiteturas U-Net++ (Zhou et al., 2018), Attention U-Net (Oktay et al., 2018)
e R2U-Net (Alom et al., 2018), integradas na forma de ensembles para realizar a
segmentacao das lesdes de fundo de olho. Adicionalmente, foram aplicadas etapas de
pré-processamento, aumento de dados e pré-treinamento, com o objetivo de aprimorar
a precisao da segmentacao.

Conforme ilustrado no diagrama de blocos da Figura 15, o processo inicia-se com
0 bloco de pré-processamento, no qual é aplicado um filtro de mediana para remo-
cao de ruidos, seguido da técnica Contrast-Limited Adaptive Histogram Equalization
(CLAHE) para aprimoramento do contraste. Na sequéncia, realiza-se a remoc¢ao do
fundo preto das imagens. Em seguida, aplica-se o framework Slicing Aided Hyper
Inference (SAHI) (Akyon; Altinuc; Temizel, 2022), por meio do método COCO slice,
com o intuito de dividir as imagens em sub-regides menores, facilitando a deteccéo de
lesbes de pequeno porte.

Apoés o prée-processamento, as imagens sao encaminhadas ao bloco de aumento
de dados, com o objetivo de gerar novas amostras artificiais que ampliem a diversi-
dade do conjunto de treinamento e contribuam para a generalizacdo dos modelos.
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Em seguida, os modelos da abordagem proposta sao treinados utilizando as ima-
gens ja pré-processadas e aumentadas. Adicionalmente, é realizada uma etapa de
pré-treinamento, na qual os pesos iniciais dos modelos sédo ajustados com base no
conjunto de dados ImageNet (Russakovsky et al., 2015), com o intuito de acelerar a
convergéncia e melhorar a extragéo de caracteristicas. As se¢des a seguir descrevem
em detalhe as etapas que compdem a metodologia adotada.

Figura 15 — Diagrama de blocos da abordagem proposta para segmentacdo de lesbes de
fundo. Inicialmente, as imagens passam pelo bloco de pré-processamento. Em seguida, séo
transferidas para o bloco de aumento de dados. Na etapa seguinte, os modelos sao inicializa-
dos com pesos pré-treinados no conjunto de dados ImageNet. Por fim, os modelos treinados
sdo integrados por meio de ensembles para realizar as predi¢cées das lesdes.

AUMENTO DE DADOS

IMAGENS DE FUNDO

¥ ¥ | PREDICOES
MODELOS EX MODELOS HE

U-Nets+ | Attention I gy Net U-Net++ | Attention :
U-net U-net [
Y

¥

MODELOS SE MODELOS MA

U-Net++ Attention U-Net++ Attention
U-net U-net

HEEE

Fonte: Elaborada pelo autor.

3.1.1 Conjunto de Dados

O conjunto de dados DDR foi utilizado para o treinamento, ajuste e avaliacao dos
modelos que compdem a abordagem proposta. O dataset DDR esta disponivel pu-
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blicamente no Baidu Drive' e no Google Drive?, sendo composto por 13.673 imagens
coloridas da retina, no formato Joint Photographic Experts Group (JPG).

As imagens foram capturadas entre 2016 e 2018 em 147 hospitais na China (Li
et al., 2019), abrangendo 9.598 pacientes com idades entre 1 € 100 anos e média
de 54,13 anos. Do total de pacientes, 48,23% eram do sexo masculino e 51,77%, do
sexo feminino. As imagens foram adquiridas com o uso de 42 modelos distintos de
cameras, todas com campo de visao de 45°.

Para os experimentos, as imagens foram divididas de forma aleat6ria em trés sub-
conjuntos: 50% para treinamento, 20% para validacdo e 30% para teste. O conjunto
DDR apresenta trés tipos de anotacoes: (1) classificacao da RD no nivel da imagem;
(2) anotagdes no nivel de pixel; e (3) anotagbes em formato de caixas delimitado-
ras (bounding boxes) para as lesdes retinianas associadas a RD. As imagens foram
classificadas por oftalmologistas de acordo com a Classificagao Internacional da Re-
tinopatia Diabética, sendo divididas em seis categorias: sem RD, RDNP leve, RDNP
moderada, RDNP grave, RDP e néo classificavel. A Tabela 2 apresenta a distribuicéo
das amostras por classe nos conjuntos de treinamento, validacao e teste.

Tabela 2 — NUmero de amostras de cada classe nos conjuntos de Treino, Validacao e Teste.

Treino | Validacao | Teste | Total
Sem RD 3133 1253 1880 | 6266
RDNP leve 315 126 189 630
RDNP moderada | 2238 895 1344 | 4477
RDNP grave 118 47 71 236
RDP 456 182 275 913
N&o classificavel | 575 230 346 | 1151
Total 6835 2733 4105 | 13673

Fonte: Elaborada pelo autor.

Além disso, um total de 757 imagens foi selecionado para receber anotagdes no ni-
vel de pixel e caixas delimitadoras das lesées. Essas imagens apresentam resolucoes
variadas. Conforme ilustrado na Figura 16, observa-se que a maioria esta concentrada
nas resolugdes 2.592x1.728, 2.736x1.824 e 2.048x 1.536. A Figura 17 apresenta um
exemplo de imagem com anotacdes de lesdes no nivel de pixel, enquanto a Figura 18
mostra uma imagem de fundo do olho com anotacbes em caixas delimitadoras.

As anotagbes das imagens foram realizadas por seis anotadores, utilizando uma
ferramenta com capacidade de identificacdo automatica de lesdes retinianas, incluindo
Exsudatos Duros, Exsudatos Algodonosos, Hemorragias e Microaneurismas. Apesar
do suporte automatizado, os anotadores foram responsaveis por verificar a precisao

"https://pan.baidu.com/s/1560JK2pzxTNINy1TcmNasQ
2https://drive.google.com/drive/folders/1z6tSFmxW_aNayUqVxx6h6bY4kwGzUTEC
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Figura 16 — Gréfico distribuicdo das resolugdo das imagens com anotagdes a nivel de pixel do
conjunto DDR.
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Fonte: Elaborada pelo autor.

das detecgdes, realizando a correcao de anotagdes incorretas e adicionando manual-
mente as lesées nao identificadas pelo sistema.

Como forma de avaliar a qualidade do conjunto, os autores realizaram o treina-
mento e a validagao de diversos modelos baseados em aprendizado profundo. Dentre
0s modelos utilizados nos experimentos, cinco foram treinados para classificacdo do
grau de RD, trés para deteccao de lesdes e dois para segmentacdo semantica das
estruturas retinianas. Os resultados obtidos indicaram baixa precisédo, especialmente
na segmentacao de lesdes pequenas, como 0os Microaneurismas.

O conjunto de dados IDRID foi utilizado para avaliar a capacidade de generalizacao
da abordagem proposta em diferentes conjuntos de dados de Retinopatia Diabética. O
dataset IDRID esta disponivel publicamente no IEEE Dataport Repository® e é com-
posto por 516 imagens coloridas do fundo do olho, com resolucdo de 4.288x2.848
pixeis, armazenadas no formato JPG. As imagens foram subdivididas pelos autores
em dois subconjuntos: 80% destinadas ao treinamento e os 20% restantes reservadas
para teste.

Shttp://ieee-dataport.org/open-access/indian-diabetic-retinopathy-image-dataset-idrid
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Figura 17 — Exemplo de imagem de fundo do conjunto de dados DDR e diferentes anotagées
em nivel de pixel. Em (a), a imagem de fundo original; (b) anotagdes a nivel de pixel dos
Exsudatos Duros; (c) anotagdes a nivel de pixel das Hemorragias; (d) anotagdes a nivel de
pixel dos Exsudatos Algodonosos; e, (e) anotacdes a nivel de pixel dos Microaneurismas.

Fonte: Elaborada pelo autor.

Figura 18 — Exemplo de imagem de fundo do conjunto de dados DDR com as anotagdes de
caixa delimitadora das lesées. Em (a), a imagem de fundo original; e, (b) a imagem com suas
anotacoes de caixa delimitadora. As anotacbes em amarelo representam Exsudatos Duros;
as anotacdes em vermelho representam Hemorragias; as anotagées em azul representam
Exsudatos Algodonosos; e, as anotacdes em verde representam Microaneurismas.

Fonte: Elaborada pelo autor.

As imagens foram obtidas a partir de exames realizados em uma clinica oftalmo-
l6gica localizada em Nanded, india. A aquisicao foi realizada com uma camera Kowa
VX-10, equipada com campo de visdo de 50°. Além disso, antes da captura, os paci-
entes tiveram suas pupilas dilatadas com Tropicamida, um agente midridtico que induz
a dilatacao da pupila e a paralisia da acomodacéo visual (Porwal et al., 2020).
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Esse conjunto de dados disponibiliza trés tipos de anotacdes: (1) anotacées no
nivel de pixel, (2) classificagbes de RD no nivel da imagem e (3) coordenadas do Disco
Optico (DO) e do centro da févea. Todas as 516 imagens foram classificadas quanto ao
grau de RD, conforme a Escala Internacional de Retinopatia Diabética Clinica, sendo
distribuidas em cinco categorias: sem RD, RDNP leve, RDNP moderada, RDNP grave
e RDP. Adicionalmente, o risco de Edema Macular Diabético (EMD) foi avaliado em
uma escala de 0 (sem EMD) a 2 (EMD grave).

Para as anotagdes no nivel de pixel, foram selecionadas 81 imagens com sinais
de RD. Nessas imagens, foram realizadas anotacdes das lesées EX, HE, SE e MA,
bem como do DO. As mascaras binarias correspondentes as anotacdoes foram forne-
cidas no formato de arquivo Tagged Image File Format (TIFF). A Figura 19 apresenta
um exemplo de imagem de fundo do conjunto IDRID, juntamente com as respectivas
mascaras binarias das lesées e do DO. Ja a Figura 20 exibe um exemplo de imagem
com as anotagdes em caixas delimitadoras das lesdes de fundo.

Figura 19 — Exemplo de imagem de fundo do conjunto de dados IDRID e diferentes anotagées
em nivel de pixel. Em (a) a imagem de fundo original; (b) anotacbes a nivel de pixel dos
Exsudatos Duros; (c) anotacbes a nivel de pixel das Hemorragias; (d) anotacdes a nivel de
pixel dos Exsudatos Algodonosos; (e) anotagdes a nivel de pixel dos Microaneurismas; e, (f)
a anotacao do Disco Optico.

Fonte: Elaborada pelo autor.

Apesar das imagens do conjunto IDRID apresentarem alta qualidade, sua princi-
pal limitacdo esta na quantidade reduzida de amostras disponibilizadas. Essa restri-
cao torna-se ainda mais evidente quando comparada ao conjunto DDR, que contém
13.673 imagens com anotagdes do grau de RD, enquanto o IDRID disponibiliza ape-
nas 516. Além disso, o DDR conta com 757 imagens anotadas em nivel de pixel, ao
passo que o IDRID possui apenas 81 imagens com esse tipo de anotacgao.
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Figura 20 — Exemplo de imagem de fundo do conjunto de dados IDRiD com as anotagbes de
caixa delimitadora das lesdes. Em (a) a imagem de fundo original; e, (b) a imagem com suas
anotacbes de caixa delimitadora. As anotagbes em amarelo representam Exsudatos Duros;
as anotacdées em vermelho representam Hemorragias; as anotacdes em azul representam
Exsudatos Algodonosos; e, as anotagdes em verde representam Microaneurismas.

)

Fonte: Elaborada pelo autor.

Para a realizacdo dos experimentos, aplicou-se 0 método de Hold-out validation
(Lee; Liong; Jemain, 2018) em ambos os conjuntos, utilizando apenas as imagens com
anotagOes em nivel de pixel das lesbes. Com o objetivo de padronizar a divisdo entre
0s subconjuntos, adotou-se a proporcao de 50% para treinamento, 20% para validacao
e 30% para teste, conforme realizado em Li et al. (2019); Santos (2023); Pereira et al.
(2024). A Tabela 3 apresenta a quantidade de imagens em cada subconjunto apés a
divisao.

Tabela 3 — Numero de imagens contidas em cada conjunto de dados ap6s aplicacao do método
Hold-out validation.

Dataset | Treinamento | Validacao | Teste | Total
DDR 383 149 225 | 757
IDRID 42 17 22 81

Fonte: Elaborada pelo autor.

3.1.2 Pré-processamento

O bloco de pré-processamento da abordagem proposta € composto por quatro
etapas e tem como objetivo aprimorar a qualidade das imagens de fundo, além de
minimizar os desafios associados a deteccdo de microlesées. A Figura 21 ilustra o
pipeline completo de pré-processamento aplicado a uma imagem de fundo do conjunto
DDR. A aplicacao desse pipeline permitiu uma ampliagao significativa dos conjuntos
de dados utilizados nos experimentos, elevando o numero de imagens do DDR de 757
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para 4.570, e do IDRID de 81 para 1.324. A seguir, cada uma das etapas realizadas é
descrita em detalhes.

Figura 21 — Pipeline de pré-processamento da abordagem proposta aplicado a uma imagem de
fundo do conjunto de dados DDR. Em (a) Imagem original; (b) Filtro de mediana; (c) CLAHE;
(d) Cropping; e, (e) SAHI.

Fonte: Elaborada pelo autor.

3.1.2.1 Filtro de Mediana

A primeira etapa de pré-processamento realizada nas imagens de fundo consiste
na aplicagdo de um filtro de mediana, com o objetivo de remover possiveis ruidos
gerados durante a captura das imagens de fundo do olho. O filtro de mediana é um
método nao linear eficaz na eliminacao de ruidos impulsivos, como o ruido Salt & Pep-
per. Ele é amplamente utilizado no processamento de imagens por sua capacidade
de reduzir ruidos preservando as bordas e os detalhes relevantes. Além disso, pode
ser empregado na suavizacao de informacdes e na remocao de valores atipicos.

Seu funcionamento baseia-se na substituicdo de cada valor de pixel pela mediana
dos valores de seus vizinhos, 0 que permite reduzir ruidos sem distorcer significati-
vamente os dados originais (Sheeba; Raj, 2022). A operacao € realizada por meio
de uma janela deslizante que percorre toda a imagem. Para cada pixel, calcula-se
a mediana dos valores contidos na janela, substituindo o valor original pelo resultado
obtido (Mishiba, 2023).

Neste trabalho, foi utilizada uma janela de tamanho 5x5. A Figura 22 apresenta os
resultados da aplicacao do filtro em imagens de fundo do olho do conjunto DDR, com
ruido Salt & Pepper inserido artificialmente.
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Figura 22 — Resultado aplicagéo do filtro de mediana de tamanho 5x5 em imagens de fundo
do conjunto de dados DDR com a introducao artificial de ruido Salt & Pepper. Em (a) Imagens
com ruido Salt & Pepper; e, (b) Imagens apos aplicagao do filtro de mediana 5x5.

(a) (b)

Fonte: Elaborada pelo autor.

A fim de avaliar a eficacia da remoc¢éao de ruido nas imagens filtradas, foi utilizada
a meétrica Peak Signal-to-Noise Ratio (PSN R), conforme adotado em Santos (2023),
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que analisaram a qualidade da filtragem de ruido em imagens de fundo utilizando essa
métrica. O PSN R é expresso em decibéis (dB) e indica a razdo entre o sinal de pico e
o ruido presente na imagem. Valores mais altos de PSN R indicam melhor qualidade
da imagem processada em relagao a original.

Para o célculo do PSNR, é necessario inicialmente determinar o Mean Squared
Error (MSFE), que representa o erro quadratico médio entre a imagem original e a
imagem filtrada. A Equacéo 2 apresenta essa métrica, em que M e N correspondem,
respectivamente, ao numero de linhas e colunas das imagens.

Z []1(m7 TL) - IQ(mv n)]2

E="" 2
MS TN (2)

A partirdo M SE, o valor de PSN R é calculado conforme apresentado na Equacéao
3, em que R representa o maior valor possivel para o tipo de dado da imagem (por
exemplo, 255 para imagens com codificacdo em 8 bits).

A Tabela 4 apresenta os valores de PSN R obtidos apds a aplicagdo do filtro de
mediana com janela 5x5, visando a remog¢ao de possiveis ruidos gerados durante a
captura das imagens de fundo do conjunto de dados DDR. Os resultados mostram um
aumento consideravel nos valores de PSN R apés o filtro, o que indica uma reducgéo
efetiva do ruido e uma melhora na qualidade visual das imagens processadas em
comparacao as imagens ruidosas.

2

Tabela 4 — Valores obtidos com a métrica PSNR apds a remocgao de ruidos do tipo Salt &
Pepper por meio da aplicagéo do filtro de mediana com janela de 5x5 em imagens de fundo
do conjunto de dados DDR.

Imagem PSN R imagem com ruido | PSN R imagem com filtro de mediana 5x5
007-3820-200 15,9170 33,3309
007-4433-200 16,2415 36,0555
20170509100155767 16,0634 38,2022
20170516092409004 15,7926 38,5344

Fonte: Elaborada pelo autor.

3.1.22 CLAHE

A préxima etapa do pré-processamento consiste na aplicagdo do método CLAHE,
com o objetivo de melhorar o contraste das imagens. Diferentemente da equalizagao
global do histograma, o CLAHE atua de forma local, o que o torna particularmente efi-
caz em imagens com variagdes de iluminacao ou regides com baixo contraste (Kuran;
Kuran, 2021).
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Inicialmente, as imagens sdo convertidas para o espaco de cores LAB, no qual
o componente de luminéncia (L) é separado dos componentes de cromaticidade (A e
B). Essa separagao permite que a manipulagdo do contraste ocorra exclusivamente no
canal de luminancia, evitando a introducéao de distor¢des de cor na imagem resultante.

Conforme ilustrado na Figura 23, 0 método subdivide a imagem em pequenos blo-
cos, sobre os quais a equalizacao do histograma é aplicada individualmente. Para
evitar a amplificacao excessiva de ruido em regiées homogéneas, o CLAHE impde um
clip limit & altura dos picos do histograma (Chen et al., 2023). Neste trabalho, adotou-
se um clip limit de 6 e um tamanho de bloco de 8 x8 — valores amplamente utilizados
na literatura por proporcionarem um equilibrio entre o aprimoramento do contraste e a
preservacao dos detalhes da imagem (D. D. Silva; B. P. Carneiro; F. S. Cardoso, 2018;
Alyoubi; Abulkhair; Shalash, 2021; Santos, 2023).

Apés a aplicacdo do CLAHE, os blocos sao interpolados a fim de garantir uma
transicdo suave entre as regides processadas, minimizando a ocorréncia de artefatos
visuais.

Figura 23 — O método CLAHE segmenta a imagem em blocos de 8x8 e realiza a equaliza-
¢éo do histograma individualmente em cada uma dessas regides. Durante esse processo, 0s
valores de pixel que excedem o limiar predefinido sdo redistribuidos, resultando em um novo
histograma com contraste aprimorado.
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1000
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600

i Valores redistribuidos
/ N\
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Histograma da imagem Novo Histograma

Fonte: Santos (2023).

Na sequéncia, os componentes de cromaticidade (A e B) sdo recombinados com
o componente de luminancia aprimorado, e a imagem é convertida novamente para
0 espaco de cores original. Por fim, € aplicado um filtro bilateral para realizar a su-
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avizacao da imagem e minimizar possiveis artefatos gerados apds o realce. Foram
utilizados os mesmos parametros adotados em Santos (2023), com diametro do filtro
d = 9 para realizar uma filtragem mais intensa dos ruidos e o = 75 a fim de evitar que
as lesdes presentes nas imagens de fundo fossem desfocadas.

Essa abordagem tem sido amplamente adotada em aplicagdes recentes de pro-
cessamento de imagens médicas, com o objetivo de aumentar o contraste e revelar
detalhes sutis que podem nao ser perceptiveis a olho nu (Chen et al., 2023). A Figura
24 apresenta os resultados da aplicagdo do CLAHE em imagens do conjunto de dados
DDR, previamente submetidas ao filiro de mediana.

Para avaliar a qualidade do contraste obtido nas imagens apds o realce, foram uti-
lizadas as métricas Measure of Enhancement (E M E) e Entropia (£). A métrica EM E
€ empregada para quantificar o grau de realce de contraste em imagens, sendo seu
céalculo baseado na divisdo da imagem em blocos menores, nos quais se determina
a razao entre os valores maximos e minimos de intensidade. Essa razédo é entédo uti-
lizada para estimar o contraste local em cada bloco. Quanto maior o valor de EME,
maior é o contraste percebido na imagem.

Assim como em Silva (2018) e Santos (2023), neste trabalho adotou-se o tamanho
de bloco igual a 8 x8. A Equacéao 4 descreve o calculo do EM E, em que K representa
a quantidade de linhas na matriz de subimagens; K, a quantidade de colunas; I}/, «,
a intensidade maxima de nivel de cinza na subimagem W; e I}V,,, a intensidade
minima na mesma subimagem.

2

=%, Kzzzl%log( Litaxik, l) (4)

=1 k=1 MIN’kl

Ja a métrica E corresponde a uma medida estatistica da quantidade de informacéao
presente na imagem, sendo frequentemente utilizada para avaliar sua complexidade
estrutural. Seu célculo baseia-se na distribuicdo de probabilidade dos niveis de inten-
sidade de cinza. Dessa forma, imagens com valores mais elevados de E geralmente
apresentam maior diversidade tonal e riqueza de detalhes.

A Equacéo 5 expressa o célculo da entropia £, onde P(x;) representa a probabili-
dade de ocorréncia do nivel de cinza i. Na Tabela 5, sdo apresentados os valores de
EME e FE obtidos apds a aplicagdo do CLAHE em imagens de fundo do conjunto de
dados DDR previamente processadas com o filtro de mediana. Os resultados, aliados
a avaliacdo qualitativa das imagens, indicam um aumento significativo no contraste e
na percepgao visual dos detalhes.

255

E(x)=— Z P(x;)log P(x;) (5)

=0
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Figura 24 — Resultado aplicacao do CLAHE com tamanho de bloco de 8x8 e clip limit igual a
6, em imagens de fundo do conjunto de dados DDR com a aplicacao do filtro de mediana. Em
(a) Imagens com filtro de mediana; e, (b) Imagens apés aplicagao CLAHE.

(a) (v)

Fonte: Elaborada pelo autor.
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Tabela 5 — Valores obtidos com as métrica EM E e E apés a aplicagdo do CLAHE em imagens
de fundo do conjunto de dados DDR previamente processadas com o filtro de mediana.

EME E
Imagem
Sem CLAHE | Com CLAHE | Sem CLAHE | Com CLAHE
007-3820-200 2,8887 17,9546 4,5975 5,6006
007-4433-200 3,3868 15,9167 3,9825 4,7426
20170509100155767 2,8895 15,7881 4,0451 4,6904
20170516092409004 2,1867 16,1031 4,4526 5,0083

Fonte: Elaborada pelo autor.

3.1.2.3 Cropping

A préxima etapa do pré-processamento consiste na aplicacdo da técnica de crop-
ping para remocao do fundo preto das imagens. Essa abordagem, também adotada
em diversos trabalhos anteriores (Alyoubi; Abulkhair; Shalash, 2021; Santos, 2023;
Pereira et al., 2023; Dias et al., 2023; Jiang; Zhao, 2024), tem como principal obje-
tivo reduzir a ocorréncia de Falsos Positivos (FP) durante a segmentacao de lesdes
retinianas, por meio da eliminacao de regides compostas por pixeis sem informacdes
relevantes. Em imagens do fundo do olho, apenas a area correspondente a retina
contém dados significativos, enquanto as regides externas sao consideradas plano de
fundo.

A primeira etapa do pipeline de cropping consiste na aplicacdo de um filtro de
mediana com janela de tamanho 31x31. Essa operagcao tem como finalidade suavizar
aimagem e eliminar detalhes irrelevantes para a detec¢éo da circunferéncia da retina.
Em seguida, as imagens sdo convertidas para tons de cinza, com o intuito de destacar
as regides de interesse e facilitar a deteccao das bordas. Na sequéncia, aplica-se o
filtro de Sobel sobre a imagem em escala de cinza, a fim de identificar o contorno da
retina.

O filtro de Sobel é uma técnica de deteccao de bordas baseada no calculo da
primeira derivada das intensidades dos pixeis. Seu principal objetivo € identificar com-
ponentes de alta frequéncia na imagem, os quais resultam de variacoes abruptas de
intensidade entre pixeis adjacentes — geralmente indicativas da presenca de contor-
nos. Para isso, 0 método estima o vetor gradiente da imagem a partir das derivadas
parciais nos eixos horizontal e vertical, permitindo a identificacao precisa das regides
de transigcao, como os limites entre a retina e o fundo preto (Millon; Frati; Rucci, 2020).

Posteriormente, a Transformada de Hough (HT) foi empregada para demarcar o
contorno da retina, por ser uma técnica amplamente utilizada no Processamento Di-
gital de Imagens (PDI) para detectar formas geométricas, como linhas e circulos, em
imagens digitais. Seu principal diferencial reside na capacidade de representar essas
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formas por meio de equagdes matematicas conhecidas, o que permite identifica-las
mesmo em ambientes com ruido ou estruturas complexas (Conde; Santos; Santos,
2025).

No caso da retina, cuja borda geralmente se aproxima de uma circunferéncia, a HT
permite identificar essa estrutura ao mapear os pontos da imagem para um espago
paramétrico, no qual cada ponto contribui com votos para possiveis centros e raios de
circulos. O acumulo desses votos indica a presencga de uma circunferéncia na imagem
original. Assim como em Santos (2023), utilizou-se o algoritmo Hough Gradient 2-1
Hough Transform (21HT).

O 21HT executa a HT em dois estagios: no primeiro, uma transformada € acumu-
lada para identificar as coordenadas dos centros candidatos; no segundo, é gerado um
histograma de raios para cada centro identificado na etapa anterior. Embora o0 21HT
apresente baixo desempenho na deteccao de formas circulares pequenas, essa limi-
tacdo ndo compromete a identificacdo da retina. Além disso, sua escolha justifica-se
pelo bom desempenho geral do método e pela baixa exigéncia de espaco de armaze-
namento (Santos, 2023).

Conforme ilustrado na Figura 25, uma vez identificada a retina, a circunferéncia
delimitadora é substituida por seu retangulo equivalente, definido a partir das coor-
denadas dos cantos superior esquerdo (Zmin, Ymin) € inferior direito (xmax, ymax) da ima-
gem. Dessa forma, a area situada fora desse retangulo corresponde a regido que sera
removida com o cropping. Por fim, a Figura 26 apresenta o pipeline completo para a
realizacédo do cropping do fundo preto das imagens retinianas.

3.1.2.4 SAHI

A Ultima etapa do pré-processamento consiste na utilizacdo do framework de cé-
digo aberto SAHI (Akyon; Altinuc; Temizel, 2022). Essa ferramenta adota uma aborda-
gem baseada na divisdo da imagem em multiplos blocos, com o objetivo de aprimorar
o desempenho de inferéncia e o ajuste fino em tarefas de deteccédo e segmentacgéo.
O principal propdsito dessa técnica € superar as limitacées enfrentadas por modelos
computacionais na identificacdo de objetos pequenos em imagens de alta resolucgao.
Essa estratégia tem se mostrado especialmente eficaz na mitigacdo dos desafios re-
lacionados a deteccdo de microlesdes retinianas, como os MA, cuja area reduzida
dificulta a extracao eficiente de caracteristicas pelas redes neurais. Essa limitacao
compromete a propagacgéao da informagéo ao longo das camadas da rede, favorecendo
a ocorréncia do problema conhecido como dissipacao do gradiente.

Empregado em estudos recentes, como os de Raudonis et al. (2023); Pereira et al.
(2023); Danko et al. (2024), o método surge como uma alternativa ao tradicional tiling,
utilizado por Santos (2023), com o objetivo de aumentar a precisdo na detecgao de
microlesodes retinianas. O processo adotado pelo framework consiste, basicamente,
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Figura 25 — Transformacao da circunferéncia da retina em seu retangulo equivalente por meio
das coordenadas dos cantos superior esquerdo (min, Ymin) € inferior direito (xmax, Ymax)-

(xmux’ ymax)

Retdngulo
equivalente

Fonte: Elaborada pelo autor.

Figura 26 — Pipeline para realizagcao do cropping do fundo preto das imagens de fundo. Em
(a) Imagem original; (b) Imagem suavizada com filtro de mediana; (c) Imagem em tons de
cinza; (d) Deteccao de bordas com filtro de Sobel; (e) Demarcagéo do contorno da retina com
a transformada de Hough; e, (f) Imagem ap0és realizacao do cropping.

(a) ()

Fonte: Elaborada pelo autor.



58

na divisdo da imagem de entrada em blocos sobrepostos, 0 que amplia a visibilidade
de objetos de pequenas dimensdes. Vale destacar que tanto as dimensdes dos blocos
quanto a taxa de sobreposicéo entre eles podem ser parametrizadas. Na abordagem
proposta, foi adotada uma taxa de sobreposicao de 20%, conforme em Pereira et al.
(2023).

Adicionalmente, utilizaram-se blocos de 1.024x1.024 pixeis, definidos com base
em limitacées computacionais que inviabilizaram o uso de blocos menores. No en-
tanto, conforme destacado por Akyon; Altinuc; Temizel (2022), a divisdo em blocos
menores resulta em um aumento proporcional do tamanho relativo dos objetos dentro
da regido analisada, favorecendo a deteccao de estruturas de pequenas dimensdes.
Assim, € razodvel inferir que a adocdo de blocos com dimensdes reduzidas pode-
ria proporcionar uma identificacdo ainda mais precisa das microlesdes, uma vez que
estas passariam a ocupar uma maior propor¢cao da area analisada pelo detector.

Conforme ilustrado na Figura 27, cada bloco identificado resulta na geracédo de
uma nova imagem. Esse processo € aplicado tanto as mascaras binarias contendo
o ground truth (gt) das lesdes quanto a imagem de fundo original. Dessa forma, as
lesGes presentes nas imagens geradas por essa etapa passam a ocupar uma area
proporcionalmente maior do que nas imagens originais, que sao redimensionadas na
entrada das redes neurais. Esse aumento efetivo na resolugéo relativa das lesbes
favorece uma extracédo de caracteristicas mais detalhada e precisa, refletindo-se dire-
tamente na melhora da performance na segmentagao.

3.1.3 Aumento de Dados

Dentre os principais desafios enfrentados na construgdo de modelos computacio-
nais para a segmentacao de lesdes de fundo associadas a RD, destaca-se a escassez
de lesbes rotuladas nas imagens da retina. Essa limitagdo € recorrente nos conjun-
tos de dados publicos de RD, incluindo o conjunto DDR utilizado no treinamento dos
modelos da abordagem proposta neste trabalho. Para mitigar esse problema, foi apli-
cada uma etapa de aumento de dados sobre as imagens do conjunto de treino, com
o objetivo de ampliar a variabilidade dos dados e aprimorar a eficacia dos modelos na
segmentacdo das lesdes retinianas.

Nesta etapa, foram empregadas diversas técnicas disponiveis na biblioteca Albu-
mentations: Fast and Flexible Image Augmentations (Buslaev et al., 2020). Os seguin-
tes métodos foram utilizados: HorizontalFlip, VerticalFlip, ElasticTransform, GridDis-
tortion e OpticalDistortion. Os métodos HorizontalFlip e VerticalFlip foram aplicados
como forma de reduzir vieses posicionais nos dados de entrada, realizando espelha-
mentos da imagem ao longo dos eixos y e z, respectivamente.

As transformagodes ElasticTransform e GridDistortion foram aplicadas com o intuito
de simular variacbes estruturais e distor¢cdes nas imagens de fundo do olho. O Elas-
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Figura 27 — Exemplo de execucdao do método COCO slice realizado pelo framework SAHI,
com blocos de tamanho 1.024x1.024 pixeis e taxa de sobreposi¢édo de 20%. Em (a) Imagem
de fundo original; (b) Ground truth dos EX; (c) Ground truth dos HE; (d) Ground truth dos SE;
e, (e) Ground truth dos MA.
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Fonte: Elaborada pelo autor.

ticTransform introduz deformacdes complexas e nao lineares, semelhantes a ondas,
modificando a geometria dos objetos. Ja o GridDistortion altera a distribuicao dos pi-
xeis, criando distor¢des que simulam variagdes topograficas, como se a imagem fosse
observada em perspectiva.

Adicionalmente, o método OpticalDistortion foi utilizado para simular imperfeicoes
Opticas similares as causadas por lentes, enriquecendo o conjunto com variagdes rea-
listas. A exposicdo do modelo a essas transformagdes visa melhorar sua capacidade
de generalizacao frente as diferentes aparéncias e estruturas morfoldgicas das lesdes
retinianas. A Tabela 6 apresenta os parametros adotados em cada uma das transfor-
macaoes.

A Figura 28 ilustra o processo de aumento de dados aplicado a uma imagem de
fundo, utilizando as técnicas previamente descritas. Cada técnica foi aplicada de forma
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Tabela 6 — Valores de parametros usados ao aplicar métodos de aumento de dados nas ima-
gens de fundo de olho.

Tipo de aumento Parametros Valores
HorizontalFlip probability 1
VerticalFlip probability 1
ElasticTransform | alpha, alpha affine, sigma, probability | 120; 3,6; 6; 1
GridDistortion probability 1
OpticalDistortion distort limit, shift limit, probability 2;0,5; 1

Fonte: Elaborada pelo autor.

independente, ou seja, as transformacdes foram realizadas uma de cada vez, sem
combinagdes entre elas. Como resultado, foi possivel gerar cinco novas variagcoes a
partir de cada imagem pré-processada do conjunto de treino do dataset DDR, totali-
zando 13.800 imagens disponiveis para o treinamento dos modelos que compdem a
abordagem proposta.

Figura 28 — Exemplo de aumento de dados em uma imagem de fundo pré-processada do
conjunto DDR. Em (a) Imagem pré-processada, (b) HorizontalFlip, (c) VerticalFlip, (d) Elastic-
Transform, (e) GridDistortion, e (f) OpticalDistortion.

Fonte: Elaborada pelo autor.

3.1.4 Treinamento e Integracao dos Modelos

As arquiteturas U-Net++ (Zhou et al., 2018), Attention U-Net (Oktay et al., 2018) e
R2U-Net (Alom et al., 2018) foram selecionadas para compor os ensembles respon-
saveis pela segmentagdo semantica das lesées de fundo. Cada rede foi estruturada
com cinco niveis hierarquicos, utilizando 64, 128, 256, 512 e 1024 filtros, respectiva-



61

mente do nivel mais superficial ao mais profundo. O processo de downsampling e
upsampling da resolucéo das imagens foi realizado em dois estagios. Além disso, os
blocos residuais recorrentes da R2U-Net foram configurados com duas iteracées inter-
nas. Por fim, para extragdo de caracteristicas foi utilizado como backbone a arquitetura
VGG-16 (Simonyan; Zisserman, 2014).

Para o treinamento dos modelos, todas as imagens foram redimensionadas para
o tamanho de entrada das redes, configuradas para receber imagens com dimensdes
de 256 x256 x 3. Para cada tipo de lesao, foram treinados trés modelos distintos, cada
um baseado em uma das arquiteturas mencionadas, resultando em um conjunto de
trés modelos por lesdo. Cada modelo foi treinado com taxa de aprendizado de 0,001,
tamanho de lote igual a 4 e por um total de 50 épocas.

A funcao de ativacao utilizada no processo de treinamento dos modelos foi a ReLU,
combinada com o otimizador Adam. Para aprimorar a capacidade de generalizacao
dos modelos, todos foram inicializados com pesos pré-treinados no dataset ImageNet
(Russakovsky et al., 2015). O processo de pré-treinamento, amplamente adotado em
redes neurais profundas, consiste em treinar os modelos previamente em um grande
conjunto de dados genérico, como o ImageNet, que contém milhées de imagens ro-
tuladas em diversas categorias. Os pesos resultantes desse treinamento aprendem
representacoes visuais genéricas, como bordas, texturas e formas, que sao reutili-
zaveis em diferentes tarefas de Visdo Computacional (VC). Ao adotar esses pesos
como ponto de partida, os modelos podem convergir mais rapidamente durante o
treinamento especifico para a segmentagédo das lesdes, além de apresentarem me-
lhor desempenho, mesmo em cenarios com quantidade limitada de dados anotados
(Kashiparekh et al., 2019).

Os pesos utilizados estdo disponiveis publicamente no Google Cloud Storage*.
Adicionalmente, os hiperparametros empregados no treinamento dos modelos da
abordagem proposta estdo apresentados na Tabela 7. Esses valores foram selecio-
nados com base em Pereira et al. (2024), com o objetivo de permitir uma comparagéo
direta entre modelos individuais e combina¢des de modelos integrados na forma de
ensembles.

Os modelos treinados foram integrados por meio de ensembles ponderados, orga-
nizados individualmente para cada tipo de lesdo. Em cada ensemble, as predicoes
das arquiteturas U-Net++ (Zhou et al., 2018), Attention U-Net (Oktay et al., 2018) e
R2U-Net (Alom et al., 2018) foram combinadas por meio de uma média ponderada
das mascaras de segmentacao geradas por cada modelo. Os pesos atribuidos a cada
arquitetura foram otimizados com o objetivo de maximizar a métrica Dice Coefficient
(DC) no conjunto de validagdo do dataset DDR, utilizando o algoritmo de Evolugéo

“https://storage.googleapis.com/tensorflow/keras-applications/vggl6/vggl6_weights_
tf_dim_ordering_tf_kernels_notop.h5
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Tabela 7 — Hiperparametros utilizados nos modelos da abordagem proposta.

Hiperparametro Valor Descricao

Dimenséo das imagens de entrada espe-
Tamanho da Entrada | (256, 256, 3) | radas pela rede (altura, largura, canais de
cor).

Numero de amostras processadas antes
de cada atualizacao dos pesos da rede.
Controla o passo das atualizagbes de pe-
sos durante o treinamento.

Numero de vezes que todos os dados de
Numero de épocas 50 treinamento sdo mostrados a rede durante
o treinamento.

Permite que o modelo aprenda padrdes
Funcao de ativacao RelLU mais complexos, ao introduzir nao lineari-
dade entre as camadas.

Transforma a saida para o intervalo [0, 1],
adequada para segmentacgao binaria.
Algoritmo que ajusta os pesos com base
Otimizador Adam nos gradientes, combinando momentum e
adaptacao de taxa de aprendizado.
Normaliza a saida das camadas interme-
Normalizacado em lote | True diarias, acelerando o treinamento e melho-
rando a estabilidade.

Tamanho do lote 4

Taxa de aprendizado | 0,001

Ativagao de saida Sigmoid

Fonte: Elaborada pelo autor.

Diferencial (Storn; Price, 1997). A Tabela 8 apresenta os pesos atribuidos as arquite-
turas para cada tipo de lesao apés a otimizacao.

Tabela 8 — Pesos atribuidos as arquiteturas para cada tipo de lesdo apés a otimizagdao com o
algoritmo de Evolugao Diferencial.

~ Peso
Lesao
U-Net++ | Attention U-Net | R2U-Net
Exsudatos Duros 0,4024 0,0627 0,5349
Hemorragias 0,2192 0,2601 0,5207
Exsudatos Algodonosos | 0,1131 0,4042 0,4827
Microaneurismas 0,4047 0,4633 0,1320

Fonte: Elaborada pelo autor.

Para realizar a combinacéo das predi¢des, utilizou-se a funcéo tensordot, dispo-
nibilizada pela biblioteca NumPy (Harris et al., 2020). Essa fungao permitiu aplicar os
pesos otimizados as mascaras geradas pelos modelos. As mascaras foram organi-
zadas em um arranjo tridimensional, em que o primeiro eixo representa os diferentes
modelos e os dois eixos subsequentes correspondem a altura e a largura da imagem.
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A operacao de combinacao foi realizada ao longo do primeiro eixo, resultando em uma
média ponderada das méscaras.

A predicao final de cada pixel foi obtida a partir da aplicacdo de um limiar de 0,5
sobre os valores da média ponderada, gerando assim uma mascara binaria combi-
nada. Essa méascara final representa o resultado da segmentacéo e foi utilizada para
o calculo das métricas de avaliacdo da abordagem proposta.

3.1.5 Métricas de Avaliacao

A avaliacao da abordagem proposta foi conduzida por meio das métricas Accuracy
(Acc), Sensitivity (Sen), Precision (Pre), Dice Coefficient (DC), mean Dice Coefficient
(mDC), Intersection over Union (IoU) e mean Intersection over Union (mloU). Para
uma compreensao mais aprofundada dessas métricas, é essencial compreender 0s
conceitos de Verdadeiros Positivos (VP), Verdadeiros Negativos (VN), Falsos Positivos
(FP) e Falsos Negativos (FN).

Conforme ilustrado na Figura 29, os VP referem-se aos casos em que o modelo
classifica corretamente uma instancia como positiva. Os VN representam os casos
em que a classificagdo correta ocorreu para instancias negativas. Ja os FP ocorrem
qguando o modelo classifica incorretamente uma instancia negativa como positiva, en-
quanto os FN indicam falhas na deteccao de instancias verdadeiramente positivas.

Figura 29 — Diagrama da relagéo entre os conceitos de VP, VN, FP e FN, utilizados como base
para o célculo das métricas de avaliagao do trabalho proposto.

: Ground Segmentagdo |
; truth Predita :
s w ;
i FN FP i
: VN

Fonte: Adaptado de Liu et al. (2022).

A Acc é uma métrica amplamente utilizada que avalia a precisao geral do modelo,
indicando a proporcao de predigdes corretas em relagédo ao total de predigdes. Essa
métrica é importante para se ter uma visao geral do desempenho do modelo, consi-
derando tanto os VP quanto os VN. Ja a métrica Sen mensura a propor¢ao de casos
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positivos que foram adequadamente identificados pelo modelo, sendo especialmente
util em situagdes em que a deteccao de positivos € crucial.

A Pre é definida pela razao entre a quantidade de exemplos classificados correta-
mente como positivos e o total de exemplos classificados como positivos, atribuindo
maior énfase aos erros por FP. Por sua vez, o DC' € uma métrica de validagdo esta-
tistica empregada para avaliar o desempenho e a precisdao da sobreposicao espacial
entre duas amostras. E amplamente utilizado na anélise de imagens e serve como
indicador relevante para medir a concordancia e a qualidade da segmentacéo, desta-
cando a similaridade entre o gt e a predicdo do modelo.

Outra métrica comumente utilizada para avaliacdo de modelos na tarefa de seg-
mentagdo de instancias € o IoU. Essa métrica quantifica o nivel de sobreposigéo
entre as mascaras do gt e as mascaras previstas pelo modelo. Ela é expressa em
uma escala de 0 a 1, onde 0 indica auséncia total de sobreposicado entre as masca-
ras, enquanto 1 indica uma sobreposicao perfeita entre a mascara predita (pm) pelo
modelo e a mascara do gt. As métricas de avaliacdo sao calculadas conforme as
equacgodes abaixo:

B (VP + VN)
A= P L FP+ VN + FN) (©)
VP
5 = WP 4 FN) )
VP
Pre=we+rp) ®)
2VP
bt = (2VP + FN + FP) ©)
1 N
mDC = N;DCZ» (10)
Area de Sobreposicdo  Area (gt N pm)
ToU = { ol _ 2 (11)
Area de Uniao Area (gt U pm)
1 N
mlolU = Z:; IoU, (12)

3.1.6 Reconstrucao do Mapa de Segmentacao

Apés a segmentacao individual de cada bloco gerado pelo SAHI, utilizando a abor-
dagem proposta — composta pelas arquiteturas U-Net++, Attention U-Net e R2U-Net
integradas na forma de ensembles —, é necessario reconstruir o mapa completo de
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segmentacao da imagem original para cada um dos tipos de lesées de fundo. Como
0s modelos de segmentacao treinados neste trabalho preveem mascaras na resolu-
cao de 256x256, é necessario realizar o redimensionamento dessas mascaras para
1.024x1.024, que corresponde ao tamanho original dos blocos. Esse redimensiona-
mento foi realizado com a ferramenta Upscayl®, que utiliza Redes Adversariais Ge-
nerativas (em inglés, Generative Adversarial Networks — GAN) para o upscaling. O
modelo empregado foi o Real-ESRGAN (Wang et al., 2021), reconhecido por sua efi-
cacia na melhoria da resolugéo de imagens médicas (Aghelan; Rouhani, 2024; Rashid;
Shakibapour; Ebrahimi, 2022; Nandal et al., 2024).

Figura 30 — Comparacao entre métodos de redimensionamento das mascaras de segmenta-
¢do. Em (a) Bloco predito (256x256); (b) Redimensionamento convencional (1.024x1.024);
(c) Redimensionamento com Real-ESRGAN (1.024x1.024); e, (d) Bloco original gerado pelo
SAHI (1.024x1.024).

Fonte: Elaborada pelo autor.

A Figura 30 apresenta uma comparacao entre o redimensionamento convenci-
onal e uma abordagem de redimensionamento baseada em I|A aplicada as mas-
caras de segmentacdo. Em (a), observa-se a mascara predita na resolugdo de
256x256. Em (b), € apresentado o resultado do redimensionamento convencional

Shttps://github.com/upscayl/upscayl
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para 1.024x1.024. Visualmente, é possivel perceber algumas alteracdes nos contor-
nos, o que também se reflete nas métricas, com IoU de 0,9389 e DC' de 0,9685 em
relagdo a mascara original. Ja o redimensionamento realizado com o modelo Real-
ESRGAN, mostrado em (c), apresentou /oU de 0,9624 e DC de 0,9808, indicando
uma maior similaridade com a mascara original em relagdo ao redimensionamento
convencional. Por fim, (d) exibe o bloco original gerado pelo SAHI, utilizado como
referéncia para as comparacgoes.

Na sequéncia, conforme ilustrado pela Figura 31, as predi¢ées redimensionadas
com o modelo Real-ESRGAN séao reposicionadas em suas respectivas localizagdes
na imagem original, nos mesmos pontos exatos de onde os blocos foram extraidos.
Como hé sobreposigéao entre os blocos, algumas regides da imagem possuem multi-
plas predicoes. Nesses casos, os valores de probabilidade de cada pixel sdo somados
e divididos pelo numero de vezes em que aquele pixel foi avaliado, resultando em uma
média. Por fim, aplica-se um limiar de 0,5 aos mapas preditos. Os pixeis com valor
superior ao limiar sao classificados como pertencentes a respectiva classe de leséao,
enquanto os demais sdo considerados como fundo.



Figura 31 — Processo para a reconstrugcdo do mapa de segmentagcdo completo para cada um
dos tipos de lesdes de fundo. Em (a) Reconstrucdo do mapa de segmentacdo dos EX; (b)
Reconstrugédo do mapa de segmentagéo dos HE; (c) Reconstrugdo do mapa de segmentagao
dos SE; e, (d) Reconstrucao do mapa de segmentacao dos MA.
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3.2 Experimentos, Resultados e Discussoes

A abordagem proposta foi comparada com os modelos obtidos nos experimentos
iniciais, realizados com o objetivo de selecionar as melhores arquiteturas para serem
integradas na forma de ensembles para a segmentacao das lesdes retinianas. Nesse
processo, foram avaliadas as seguintes arquiteturas: (1) U-Net (Ronneberger; Fischer;
Brox, 2015), (2) U-Net++ (Zhou et al., 2018), (3) Attention U-Net (Oktay et al., 2018) e
(4) R2U-Net (Alom et al., 2018). Cada uma dessas redes foi inicialmente analisada em
sua configuracao baseline, sem a aplicacao de etapas adicionais. Em seguida, foram
treinadas com diferentes combinac¢des das etapas que compdem a abordagem pro-
posta, incluindo o uso de pré-processamento, aumento de dados e pré-treinamento.

Adicionalmente, a abordagem proposta também foi comparada com modelos de-
senvolvidos em trabalhos relacionados, sendo eles: (1) HED (Li et al., 2019), (2)
DeepLab-v3+ (Li et al., 2019), (3) R2U-Net (Pereira et al., 2024), (4) HACDR-Net (Xu
et al., 2024), (5) U-Net++ (Jiang; Zhao, 2024) e (6) DenseCUNet (Zhang; Xu; Zhai,
2025).

A Tabela 9 apresenta os resultados obtidos na segmentacdo de EX, HE, SE e
MA, utilizando as métricas Acc, Sen, Pre, DC e IoU no conjunto de validacdo do
dataset DDR. Os valores em negrito indicam os melhores desempenhos para cada
métrica e tipo de lesdo. Valores representados com o simbolo — indicam que a métrica
correspondente nao foi reportada no trabalho em questao.

Ao analisar os resultados, observa-se que a abordagem proposta superou os de-
mais modelos em todas as métricas, com excecao da Acc. Essa diferenca pode estar
relacionada ao fato de que a abordagem proposta remove o fundo preto das imagens
e realiza a segmentacéo a partir de blocos gerados pelo método slice do SAHI, re-
duzindo a presencga de regides sem lesbes. Nos demais modelos, essas regides sao
mantidas e, por serem facilmente classificadas como negativas, contribuem para o
aumento dos valores de Acc.

Apesar disso, os resultados nas demais métricas evidenciam a eficacia da abor-
dagem proposta, com destaque para os valores de DC de 0,7619, 0,6051, 0,7663 e
0,4167 para as classes EX, HE, SE e MA, respectivamente, além de um mDC igual a
0,6375. Os valores correspondentes de [oU foram 0,8904, 0,7975, 0,8778 e 0,7615,
com mloU de 0,8318.

Além disso, desconsiderando os resultados da abordagem proposta, observa-se
que os modelos U-Net++, Attention U-Net e R2U-Net, quando combinados com as
etapas de pré-processamento, aumento de dados e pré-treinamento, apresentaram
os melhores desempenhos nas métricas avaliadas. Esses resultados evidenciam a
eficacia dessas arquiteturas quando utilizadas em conjunto com a metodologia desen-
volvida neste trabalho.
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Tabela 9 — Resultados obtidos na segmentacao de Exsudatos Duros, Hemorragias, Exsudatos
Algodonosos e Microaneurismas comparados com outros modelos utilizando as métricas Acc,
Sen, Pre, DC e IoU no conjunto de validagdo do dataset DDR. O simbolo — indica que a
meétrica correspondente nao foi reportada no trabalho original do respectivo modelo.

EX HE
Modelos
Ace Sen Pre DC IoU Ace Sen Pre DC ToU
U-Net (Ronneberger; Fischer; Brox, 2015) 0,9994 | 0,1666 | 0,3064 | 0,1218 | 0,5429 | 0,9984 | 0,0000 | 0,0000 | 0,0000 | 0,4990
U-Net + aumento de dados 0,9994 [ 0,2029 | 0,4357 | 0,1778 | 0,5628 | 0,9983 | 0,0217 | 0,1540 | 0,0186 | 0,5047
U-Net + pré-treinamento 0,9994 | 0,4639 | 0,2295 | 0,2119 | 0,5757 | 0,9205 | 0,0690 | 0,4838 | 0,0020 | 0,0035
U-Net + pré-treinamento + aumento de dados 0,9995 | 0,3101 | 0,3343 | 0,2277 | 0,5843 | 0,9987 | 0,3587 | 0,4838 | 0,3308 | 0,6176
U-Net + pré-treinamento + aumento de dados + pré-processamento 0,9992 | 0,8192 | 0,6853 | 0,5922 | 0,7726 | 0,9978 | 0,6722 | 0,7051 | 0,5414 | 0,7407
U-Net++ (Zhou et al., 2018) 0,9995 | 0,0000 | 0,0000 | 0,0000 | 0,4995 | 0,9984 | 0,0000 | 0,0000 | 0,0000 | 0,4990
U-Net++ + aumento de dados 0,9995 | 0,0001 | 0,0666 | 0,0002 | 0,4996 | 0,9979 | 0,0003 | 0,0286 | 0,0003 | 0,4988
U-Net++ + pré-treinamento 0,9995 | 0,0000 | 0,0000 | 0,0000 | 0,4995 | 0,9984 | 0,0000 | 0,0000 | 0,0000 | 0,4990
U-Net++ + pré-treinamento + aumento de dados 0,9995 | 0,0004 | 0,3056 | 0,0007 | 0,4997 | 0,9983 | 0,0000 | 0,0000 | 0,0000 | 0,4990
U-Net++ + pré-treinamento + aumento de dados + pré-processamento 0,9988 | 0,7321 | 0,8765 | 0,6845 | 0,8637 | 0,9971 | 0,5323 | 0,8837 | 0,5100 | 0,7711
Attention U-net (Oktay et al., 2018) 0,9995 [ 0,1434 [ 0,3737 | 0,1279 | 0,5448 | 0,9984 | 0,0000 | 0,0000 | 0,0000 | 0,4990
Attention U-net + aumento de dados 0,9995 | 0,2903 | 0,2932 | 0,1848 | 0,5651 | 0,9982 | 0,0443 | 0,1725 | 0,0431 | 0,5122
Attention U-net + pré-treinamento 0,9993 | 0,4197 | 0,1966 | 0,1842 | 0,5644 | 0,9982 | 0,0247 | 0,6314 | 0,0412 | 0,5118
Attention U-net + pré-treinamento + aumento dados 0,9995 | 0,2242 | 0,3653 | 0,1810 | 0,5627 | 0,9983 | 0,1514 | 0,4428 | 0,1495 | 0,5500
Attention U-net + pré-treinamento + aumento de dados -+ pré-processamento | 0,9992 | 0,8040 | 0,7224 | 0,6107 | 0,7889 | 0,9977 | 0,6193 | 0,6126 | 0,4815 | 0,7070
R2U-Net (Alom et al., 2018) 0,9992 | 0,3631 | 0,2948 | 0,2073 | 0,5720 | 0,9962 | 0,0740 | 0,1270 | 0,0509 | 0,5137
R2U-Net + aumento de dados (Pereira et al., 2024) 0,9997 | 0,3234 | 0,4809 | 0,2705 | 0,6053 | 0,9988 | 0,2284 | 0,7585 | 0,2991 | 0,6094
R2U-Net + pré-treinamento + aumento de dados -+ pré-processamento 0,9992 | 0,7830 | 0,7552 | 0,6698 | 0,8050 | 0,9976 | 0,6470 | 0,8021 | 0,5758 | 0,7722
HED (Li et al., 2019) - - - - 0,0948 - - - - 0,2183
DeepLab-v3+ (Li et al., 2019) - - - - 0,2910 - - - - 0,2819
Abordagem proposta 0,9992 | 0,8405 | 0,9442 | 0,7619 | 0,8904 | 0,9978 | 0,6810 | 0,9101 | 0,6051 | 0,7975
Modelos SE MA
Acc Sen Pre DC IoU Acc Sen Pre DC ToU
U-Net (Ronneberger; Fischer; Brox, 2015) 0,9990 | 0,0000 | 0,0000 | 0,0000 | 0,4992 | 0,9997 | 0,0000 | 0,0000 | 0,0000 | 0,4999
U-Net + aumento de dados 0,9991 | 0,1336 | 0,4984 | 0,1469 | 0,5531 | 0,9997 | 0,0450 | 0,3728 | 0,0662 | 0,5237
U-Net + pré-treinamento 0,9992 | 0,2656 | 0,7786 | 0,3054 | 0,6184 | 0,9997 | 0,0319 | 0,2575 | 0,0465 | 0,5158
U-Net + pré-treinamento + aumento de dados 0,9992 | 0,4068 | 0,6603 | 0,4062 | 0,6588 | 0,9996 | 0,1192 | 0,1024 | 0,0894 | 0,5251
U-Net + pré-treinamento + aumento de dados + pré-processamento 0,9988 | 0,7779 | 0,9141 | 0,7341 | 0,8514 | 0,9996 | 0,4136 | 0,6946 | 0,3798 | 0,6581
U-Net++ (Zhou et al., 2018) 0,9990 | 0,0000 | 0,0000 | 0,0000 | 0,4992 | 0,9997 | 0,0000 | 0,0000 | 0,0000 | 0,4999
U-Net++ + aumento de dados 0,9985 | 0,0197 | 0,0463 | 0,0167 | 0,5044 | 0,9997 | 0,0000 | 0,0000 | 0,0000 | 0,4999
U-Net++ + pré-treinamento 0,9990 | 0,0000 | 0,0000 | 0,0000 | 0,4992 | 0,9997 | 0,0000 | 0,0000 | 0,0000 | 0,4999
U-Net++ + pré-treinamento + aumento de dados 0,9989 | 0,0001 | 0,0666 | 0,0002 | 0,4992 | 0,9997 | 0,0000 | 0,0000 | 0,0000 | 0,4999
U-Net++ + pré-treinamento + aumento de dados + pré-processamento 0,9983 | 0,7148 | 0,9298 | 0,6775 | 0,8382 | 0,9996 | 0,2933 | 0,9110 | 0,2860 | 0,7278
Attention U-net (Oktay et al., 2018) 0,9990 | 0,0149 | 0,5928 | 0,0238 | 0,5066 | 0,9997 | 0,0000 | 0,0000 | 0,0000 | 0,4999
Attention U-net + aumento de dados 0,9981 | 0,2930 | 0,3111 | 0,2009 | 0,5721 | 0,9997 | 0,0375 | 0,2875 | 0,0532 | 0,5185
Attention U-net + pré-treinamento 0,9992 | 0,2357 | 0,7889 | 0,2912 | 0,6091 | 0,9997 | 0,0115 | 0,1909 | 0,0177 | 0,5052
Attention U-net + pré-treinamento + aumento de dados 0,9992 | 0,3411 | 0,7097 | 0,3843 | 0,6505 | 0,9997 | 0,0045 | 0,0830 | 0,0071 | 0,5017
Attention U-net + pré-treinamento + aumento de dados + pré-processamento | 0,9987 | 0,7834 | 0,8954 | 0,7335 | 0,8566 | 0,9996 | 0,4130 | 0,6603 | 0,3608 | 0,6632
R2U-Net (Alom et al., 2018) 0,9991 | 0,1313 | 0,7759 | 0,1682 | 0,5601 | 0,9997 | 0,0408 | 0,5528 | 0,0629 | 0,5200
R2U-Net + aumento de dados (Pereira et al., 2024) 0,9992 [ 0,2230 | 0,8604 | 0,2796 | 0,6072 | 0,9997 | 0,2298 | 0,3418 [ 0,2185 | 0,5656
R2U-Net + pré-treinamento + aumento de dados + pré-processamento 0,9987 | 0,7661 | 0,8970 | 0,7352 | 0,8583 | 0,9996 | 0,3461 | 0,7363 | 0,3587 | 0,6730
HED (Li et al., 2019) - - - - 0,0379 - - - - 0,0204
DeepLab-v3+ (Li et al., 2019) - - - - 0,2756 - - - - 0,0429
Abordagem proposta 0,9987 | 0,7851 | 0,9703 | 0,7663 | 0,8778 | 0,9996 | 0,4315 | 0,9183 | 0,4167 | 0,7615

Fonte: Elaborada pelo autor.

Dessa forma, foi possivel explorar suas complementaridades e aprimorar ainda
mais a precisdo na segmentacao das lesdes de fundo, por meio da selecao desses
modelos para compor 0s ensembles da abordagem proposta.

Na Tabela 10, sdo apresentados os resultados da segmentacdo das lesdes de
fundo EX, HE, SE e MA no conjunto de teste do dataset DDR, utilizando as métricas
Ace, Sen, Pre, DC e IoU. Nesse conjunto, a abordagem proposta foi comparada com
trabalhos relacionados do estado da arte (Pereira et al., 2024; Xu et al., 2024; Jiang;
Zhao, 2024; Zhang; Xu; Zhai, 2025).

Assim como no conjunto de validagdo, a abordagem proposta superou os mode-
los comparados na maioria das métricas, atingindo valores de DC iguais a 0,6683,
0,5900, 0,8868 e 0,5138, e de IoU iguais a 0,7722, 0,6838, 0,9426 e 0,8476 para EX,
HE, SE e MA, respectivamente. Além disso, foram obtidos valores de mDC' igual a
0,6647 e de mloU igual a 0,8115.
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Tabela 10 — Resultados obtidos na segmentagédo de Exsudatos Duros, Hemorragias, Exsuda-
tos Algodonosos e Microaneurismas comparados com outros modelos utilizando as métricas
Ace, Sen, Pre, DC e IoU no conjunto de teste do dataset DDR. O simbolo — indica que a
meétrica correspondente nao foi reportada no trabalho original do respectivo modelo.

EX HE
Modelos
Ace Sen Pre DC IoU Ace Sen Pre DC ToU
U-Net (Ronneberger; Fischer; Brox, 2015) 0,9976 | 0,1745 | 0,5455 | 0,1936 | 0,5668 | 0,9951 | 0,0001 | 0,5000 | 0,0001 | 0,4973
U-Net + aumento de dados 0,9976 [ 0,2072 | 0,6625 | 0,2415 | 0,5831 | 0,9941 | 0,0074 | 0,1765 | 0,0068 | 0,4989
U-Net + pré-treinamento 0,9978 | 0,4868 | 0,4611 | 0,3791 | 0,6312 | 0,9110 | 0,0640 | 0,0052 | 0,0079 | 0,4577
U-Net + pré-treinamento + aumento de dados 0,9979 | 0,3357 | 0,5816 | 0,3354 | 0,6238 | 0,9959 | 0,2555 | 0,5553 | 0,2824 | 0,5939
U-Net + pré-treinamento + aumento de dados + pré-processamento 0,9960 | 0,6509 | 0,6688 | 0,4837 | 0,6855 | 0,9924 | 0,4506 | 0,6841 | 0,3676 | 0,6469
U-Net++ (Zhou et al., 2018) 0,9972 | 0,0000 | 0,0000 | 0,0000 | 0,4983 | 0,9951 | 0,0000 | 0,0000 | 0,0000 | 0,4973
U-Net++ + aumento de dados 0,9972 | 0,0057 | 0,6601 | 0,0090 | 0,5014 | 0,9943 | 0,0008 | 0,0929 | 0,0007 | 0,4971
U-Net++ + pré-treinamento 0,9972 | 0,0000 | 0,0000 | 0,0000 | 0,4983 | 0,9951 | 0,0000 | 0,0000 | 0,0000 | 0,4973
U-Net++ + pré-treinamento + aumento de dados 0,9972 10,0072 | 0,6550 | 0,0084 | 0,5009 | 0,9951 | 0,0001 | 0,0117 [ 0,0001 | 0,4973
U-Net++ + pré-treinamento + aumento de dados + pré-processamento 0,9944 | 0,4584 | 0,7763 | 0,5263 | 0,7343 | 0,9912 | 0,2770 | 0,8253 | 0,5591 | 0,6423
Attention U-net (Oktay et al., 2018) 0,9976 [ 0,1474 [ 0,5935 | 0,1693 | 0,5576 | 0,9951 | 0,0011 | 0,0356 | 0,0007 | 0,4975
Attention U-net + aumento de dados 0,9976 | 0,2666 | 0,5429 | 0,2660 | 0,5934 | 0,9951 | 0,0155 | 0,2620 | 0,0219 | 0,5032
Attention U-net + pré-treinamento 0,9977 | 0,4441 | 0,4214 | 0,3400 | 0,6206 | 0,9950 | 0,0200 | 0,6546 | 0,0340 | 0,5083
Attention U-net + pré-treinamento + aumento de dados 0,9979 | 0,3042 | 0,6012 | 0,3160 | 0,6145 | 0,9951 | 0,1000 | 0,5248 | 0,1257 | 0,5385
Attention U-net + pré-treinamento + aumento de dados -+ pré-processamento | 0,9959 | 0,6329 | 0,7151 | 0,5068 | 0,7064 | 0,9923 | 0,3870 | 0,6593 | 0,5716 | 0,6416
R2U-Net (Alom et al., 2018) 0,9976 | 0,4077 | 0,4872 | 0,3314 | 0,6143 | 0,9902 | 0,0910 | 0,1586 | 0,0597 | 0,5137
R2U-Net + aumento de dados (Pereira et al., 2024) 0,9980 | 0,3566 | 0,6960 | 0,3777 | 0,6466 | 0,9959 | 0,1686 | 0,8138 | 0,2319 | 0,5778
R2U-Net + pré-treinamento + aumento de dados -+ pré-processamento 0,9959 | 0,5735 | 0,7109 | 0,6566 | 0,7024 | 0,9915 | 0,4222 | 0,7334 | 0,5730 | 0,6634
HED (Li et al., 2019) - - - - 0,1874 - - - - 0,0524
DeeplLab-v3+ (Li et al., 2019) - - - - 0,3118 - - - - 0,1425
HACDR-Net (Xu et al., 2024) - - - 0,6124 | 0,4413 - - - 0,5396 | 0,3695
U-Net++ + ResNet50 (Backbone) + AFMA (Jiang; Zhao, 2024) - - - 0,5664 | 0,3951 - - - 0,4774 10,3136
DenseCUNet (Zhang; Xu; Zhai, 2025) - - - 0,5943 | 0,4181 - - - 0,4925 | 0,3181
Abordagem proposta 0,9956 | 0,6942 | 0,9126 | 0,6683 | 0,7722 | 0,9924 | 0,4576 | 0,8879 | 0,5900 | 0,6838
Modelos SE MA
Acc Sen Pre DC ToU Acc Sen Pre DC ToU
U-Net (Ronneberger; Fischer; Brox, 2015) 0,9997 | 0,0001 | 0,3333 | 0,0002 | 0,4994 | 0,9998 | 0,0000 | 0,0000 | 0,0000 | 0,4998
U-Net + aumento de dados 0,9997 | 0,0777 | 0,1747 | 0,0516 | 0,5186 | 0,9998 | 0,0369 | 0,1457 | 0,0272 | 0,5082
U-Net + pré-treinamento 0,9997 | 0,1994 | 0,2619 | 0,1322 | 0,5533 | 0,9998 | 0,0077 | 0,0485 | 0,0077 | 0,5026
U-Net + pré-treinamento + aumento de dados 0,9997 | 0,3396 | 0,2117 | 0,1527 | 0,5593 | 0,9996 | 0,0824 | 0,0509 | 0,0382 | 0,5099
U-Net + pré-treinamento + aumento de dados + pré-processamento 0,9996 | 0,9096 | 0,8907 | 0,8053 | 0,9053 | 0,9997 | 0,6277 | 0,4908 | 0,3107 | 0,6563
U-Net++ (Zhou et al., 2018) 0,9997 | 0,0000 | 0,0000 | 0,0000 | 0,4993 | 0,9998 | 0,0000 | 0,0000 | 0,0000 | 0,4998
U-Net++ + aumento de dados 0,9992 [ 0,0429 | 0,0187 | 0,0108 | 0,5027 | 0,9998 | 0,0000 | 0,0000 | 0,0000 | 0,4998
U-Net++ + pré-treinamento 0,9997 | 0,0000 | 0,0000 | 0,0000 | 0,4993 | 0,9998 | 0,0000 | 0,0000 | 0,0000 | 0,4998
U-Net++ + pré-treinamento + aumento de dados 0,9997 | 0,0265 | 0,0841 | 0,0168 | 0,5048 | 0,9998 | 0,0000 | 0,0000 | 0,0000 | 0,4998
U-Net++ + pré-treinamento + aumento de dados + pré-processamento 0,9994 | 0,8980 | 0,8994 | 0,8140 | 0,9071 | 0,9997 | 0,5870 | 0,7953 | 0,4556 | 0,7886
Attention U-net (Oktay et al., 2018) 0,9997 | 0,0104 | 0,1224 | 0,0094 | 0,5025 | 0,9998 | 0,0000 | 0,0000 | 0,0000 | 0,4998
Attention U-net + aumento de dados 0,9983 | 0,2948 | 0,0515 | 0,0441 | 0,5138 | 0,9998 | 0,0499 | 0,1134 | 0,0299 | 0,5090
Attention U-net + pré-treinamento 0,9997 | 0,1840 | 0,2126 | 0,0998 | 0,5378 | 0,9998 | 0,0029 | 0,0531 | 0,0039 | 0,5018
Attention U-net + pré-treinamento + aumento de dados 0,9997 | 0,3043 | 0,2384 | 0,1508 | 0,5591 | 0,9998 | 0,0080 | 0,0616 | 0,0067 | 0,5015
Attention U-net + pré-treinamento + aumento de dados + pré-processamento | 0,9995 | 0,9162 | 0,8868 | 0,8183 | 0,9071 | 0,9996 | 0,6219 | 0,4916 | 0,3308 | 0,6692
R2U-Net (Alom et al., 2018) 0,9997 [ 0,0805 | 0,2077 | 0,0619 | 0,5215 | 0,9998 | 0,0430 | 0,2287 | 0,0381 | 0,5135
R2U-Net + aumento de dados (Pereira et al., 2024) 0,9998 | 0,1704 | 0,3953 | 0,1446 | 0,5584 | 0,9998 | 0,1899 | 0,1801 | 0,1099 | 0,5336
R2U-Net + pré-treinamento + aumento de dados + pré-processamento 0,9995 | 0,9118 | 0,8548 | 0,7976 | 0,8961 | 0,9996 | 0,5655 | 0,5508 | 0,3520 | 0,6777
HED (Li et al., 2019) - - - - 0,0782 - - - - 0,0110
DeeplLab-v3+ (Li et al., 2019) - - - - 0,2295 - - - - 0,0325
HACDR-Net (Xu et al., 2024) - - - 0,5564 | 0,3854 - - - 0,2634 | 0,1517
U-Net++ + ResNet50 (Backbone) + AFMA (Jiang; Zhao, 2024) - - - 0,4286 | 0,2728 - - - 0,2837 | 0,1653
DenseCUNet (Zhang; Xu; Zhai, 2025) - - - 0,4646 | 0,3066 - - - 0,2898 | 0,1736
Abordagem proposta 0,9996 | 0,9186 | 0,9671 | 0,8868 | 0,9426 | 0,9997 | 0,6302 | 0,9036 | 0,5138 | 0,8476

Fonte: Elaborada pelo autor.

A Figura 32 apresenta uma comparacéo entre as predi¢oes realizadas pela abor-
dagem proposta e o ground truth (gt) das imagens do conjunto de teste do dataset
DDR. Ao comparar as colunas (b) e (c), observa-se que, embora algumas lesées néo
tenham sido identificadas — principalmente no caso dos MA —, a abordagem proposta
conseguiu segmentar com precisdo a maioria das instancias presentes nas imagens
de fundo.

Além disso, a Figura 33 apresenta uma comparacao visual entre a abordagem
proposta e os modelos individuais que a compdem, no conjunto de teste do dataset
DDR, evidenciando as melhorias obtidas com a estratégia de combinagéo.

Ao observar as predicdes realizadas, percebe-se que, embora os modelos utili-
zados individualmente consigam identificar parte das lesdées, em alguns casos es-
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Figura 32 — Comparacao visual das segmentagdes de instancias de lesdes de fundo realizadas
pela abordagem proposta e o ground truth em imagens do conjunto de teste do dataset DDR.
(a) Imagens pré-processadas, (b) Ground truth, e (c) Abordagem proposta.

!

(a)

Fonte: Elaborada pelo autor.

pecificos uma determinada arquitetura falha na segmentacdo de certas instancias.
No entanto, a abordagem proposta demonstra maior robustez ao integrar os resulta-
dos de multiplos modelos, compensando eventuais erros individuais e resultando em
uma segmentacao mais precisa, conforme evidenciado pelos valores apresentados
nas métricas anteriores.

Visando avaliar a capacidade de generalizagdo da abordagem proposta em dife-
rentes conjuntos de dados de RD, foram realizados experimentos adicionais utilizando
o dataset IDRID. Nessa etapa, os modelos previamente treinados no conjunto DDR,
que compdem a abordagem proposta, foram empregados para realizar predicées no
conjunto IDRID.

A Tabela 11 apresenta os resultados obtidos no conjunto de validagdo, com base
nas meétricas IoU e mlIoU. A abordagem proposta alcangou um mlioU de 0,8436.
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Figura 33 — Comparacao visual das segmentagdes de instancias de lesdes de fundo realizadas
pela abordagem proposta com os modelos que a compde em imagens do conjunto de teste do
dataset DDR. (a) Imagens pré-processadas, (b) Ground truth, (c) U-Net++, (d) Attention U-net,
(e) R2U-Net, e (f) Abordagem proposta.

(e) (f)

Fonte: Elaborada pelo autor.

Além disso, foram obtidos valores de IoU iguais a 0,7829, 0,7093, 0,9745 e 0,9075
para as classes EX, HE, SE e MA, respectivamente.

Embora tenha apresentado desempenho ligeiramente inferior ao modelo U-Net++
com as etapas de pré-treinamento, aumento de dados e pré-processamento na seg-
mentagao de HE, o presente trabalho demonstrou resultados superiores nas demais
classes e no desempenho médio.

No conjunto de teste do dataset IDRID, também avaliando as métricas IoU e mIoU,
conforme mostrado na Tabela 12, os resultados foram semelhantes aos obtidos no
conjunto de validacdo. A abordagem proposta superou os demais modelos em to-
das as classes, com excegao da classe HE. Os valores de [oU alcangados foram de
0,7780, 0,6538, 0,9793 e 0,9024 para as classes EX, HE, SE e MA, respectivamente,
e um mloU de 0,8284.

Observa-se que, no conjunto de teste, os valores de IoU foram ligeiramente infe-
riores aos da validacdo, mas ainda assim indicam a capacidade de generalizacao da
abordagem proposta na segmentacéo de lesdes de fundo associadas a RD.
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Tabela 11 — Resultados obtidos na segmentacao de lesdes de fundo de olho comparados
aos demais modelos utilizando as métricas ToU e mIoU no conjunto de validagao do dataset
IDRID.

Modelos Ty mlolJ
EX HE SE MA

U-Net (Ronneberger; Fischer; Brox, 2015) 0,4987 | 0,4999 | 0,4999 | 0,0000 | 0,3746
U-Net + aumento de dados 0,4984 | 0,4986 | 0,4994 | 0,4999 | 0,4991
U-Net + pré-treinamento 0,4975 | 0,4595 | 0,4994 | 0,4999 | 0,4890
U-Net + pré-treinamento + aumento de dados 0,4982 | 0,4987 | 0,4996 | 0,4998 | 0,4991
U-Net + pré-treinamento + aumento de dados + pré-processamento 0,6394 | 0,5870 | 0,9219 | 0,7662 | 0,7286
U-Net++ (Zhou et al., 2018) 0,0000 | 0,0000 | 0,0000 | 0,0000 | 0,0000
U-Net++ + aumento de dados 0,4989 | 0,4970 | 0,4987 | 0,0000 | 0,3736
U-Net++ + pré-treinamento 0,0000 | 0,0000 | 0,0000 | 0,0000 | 0,0000
U-Net++ + pré-treinamento + aumento de dados 0,4991 | 0,0000 | 0,4984 | 0,0000 | 0,2494
U-Net++ + pré-treinamento + aumento de dados -+ pré-processamento 0,7529 | 0,7384 | 0,9418 | 0,9047 | 0,8344
Attention U-net (Oktay et al., 2018) 0,4989 | 0,4999 | 0,4995 | 0,0000 | 0,3745
Attention U-net 4+ aumento de dados 0,4985 | 0,4997 | 0,4977 | 0,4999 | 0,4989
Attention U-net + pré-treinamento 0,4978 | 0,4997 | 0,4996 | 0,4999 | 0,4992
Attention U-net + pré-treinamento + aumento de dados 0,4984 | 0,4994 | 0,4993 | 0,4999 | 0,4993
Attention U-net + pré-treinamento + aumento de dados + pré-processamento | 0,6957 | 0,5707 | 0,9382 | 0,7934 | 0,7495
R2U-Net (Alom et al., 2018) 0,4963 | 0,4956 | 0,4994 | 0,4999 | 0,4978
R2U-Net + aumento de dados (Pereira et al., 2024) 0,4983 | 0,4993 | 0,4992 | 0,4998 | 0,4992
R2U-Net + pré-treinamento + aumento de dados + pré-processamento 0,7094 | 0,6423 | 0,9291 | 0,7716 | 0,7631
Abordagem proposta 0,7829 | 0,7093 | 0,9745 | 0,9075 | 0,8436

Fonte: Elaborada pelo autor.

Tabela 12 — Resultados obtidos na segmentacao de lesdes de fundo de olho comparados aos
demais modelos utilizando as métricas IoU e mIoU no conjunto de teste do dataset IDRID.

Modelos ToU mloU
EX HE SE MA

U-Net (Ronneberger; Fischer; Brox, 2015) 0,4986 | 0,4995 | 0,4999 | 0,0000 | 0,3745
U-Net + aumento de dados 0,4980 | 0,4969 | 0,4994 | 0,4999 | 0,4985
U-Net + pré-treinamento 0,4966 | 0,4608 | 0,4996 | 0,4999 | 0,4892
U-Net + pré-treinamento + aumento de dados 0,4970 | 0,4979 | 0,4994 | 0,4997 | 0,4985
U-Net + pré-treinamento + aumento de dados + pré-processamento 0,6811 | 0,5444 | 0,9160 | 0,7746 | 0,7290
U-Net++ (Zhou et al., 2018) 0,0000 | 0,0000 | 0,0000 | 0,0000 | 0,0000
U-Net++ + aumento de dados 0,4989 | 0,4970 | 0,4985 | 0,0000 | 0,3736
U-Net++ + pré-treinamento 0,0000 | 0,0000 | 0,0000 | 0,0000 | 0,0000
U-Net++ + pré-treinamento + aumento de dados 0,4947 | 0,0000 | 0,4999 | 0,0000 | 0,2487
U-Net++ + pré-treinamento + aumento de dados + pré-processamento 0,7274 | 0,7154 | 0,9339 | 0,9015 | 0,8195
Attention U-net (Oktay et al., 2018) 0,4988 | 0,4999 | 0,4998 | 0,0000 | 0,3746
Attention U-net + aumento de dados 0,4980 | 0,4991 | 0,4975 | 0,4999 | 0,4986
Attention U-net + pré-treinamento 0,4966 | 0,4994 | 0,4997 | 0,4999 | 0,4989
Attention U-net + pré-treinamento + aumento de dados 0,4978 | 0,4993 | 0,4995 | 0,4999 | 0,4991
Attention U-net + pré-treinamento + aumento de dados + pré-processamento | 0,7021 | 0,5236 | 0,9215 | 0,7856 | 0,7332
R2U-Net (Alom et al., 2018) 0,4954 | 0,4933 | 0,4995 | 0,4999 | 0,4970
R2U-Net + aumento de dados (Pereira et al., 2024) 0,4978 | 0,4992 | 0,4990 | 0,4998 | 0,4990
R2U-Net + pré-treinamento + aumento de dados + pré-processamento 0,7202 | 0,6026 | 0,9160 | 0,7554 | 0,7486
HACDR-Net (Xu et al., 2024) 0,6461 | 0,4735 | 0,5621 | 0,2831 | 0,4912
U-Net++ + ResNet50 (Backbone) + AFMA (Jiang; Zhao, 2024) 0,6613 | 0,4768 | 0,4915 | 0,2837 | 0,4783
DenseCUNet (Zhang; Xu; Zhai, 2025) 0,6769 | 0,5055 | 0,5127 | 0,3241 | 0,5048
Abordagem proposta 0,7780 | 0,6538 | 0,9793 | 0,9024 | 0,8284

Fonte: Elaborada pelo autor.

A Figura 34 ilustra as predi¢Oes realizadas pela abordagem proposta na segmen-
tacédo das lesbes EX, HE, SE e MA, desta vez no conjunto de teste do dataset IDRID.
A comparagao entre as colunas (b) e (c) demonstra que a maioria das instancias foi
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Figura 34 — Comparacao visual das segmentagdes de instancias de lesdes de fundo realizadas
pela abordagem proposta e o ground truth em imagens do conjunto de teste do dataset IDRID.
(a) Imagens pré-processadas, (b) Ground truth, e (c) Abordagem proposta.

Fonte: Elaborada pelo autor.

corretamente identificada, o que esta de acordo com os valores de IoU apresentados.
Contudo, é notavel que, em alguns casos, a segmentacdao ndao abrange completa-
mente a area das les@es, principalmente nas instancias de EX. Além disso, assim
como observado no conjunto DDR, a abordagem proposta ndo conseguiu identificar
algumas instancias de MA.

Na Figura 35 é apresentada a comparacao visual entre as segmentacoes realiza-
das pela abordagem proposta e aquelas produzidas individualmente pelos modelos
U-Net++, Attention U-Net e R2U-Net, no conjunto de teste do dataset IDRID. De forma
analoga ao observado no conjunto DDR, nota-se que os modelos individuais, em-
bora eficazes em diversos cenarios, em algumas situacoes deixam de detectar certas
instancias de lesdes ou as identificam incorretamente. A abordagem proposta, por
outro lado, ao combinar os resultados dos diferentes modelos, compensa essas in-
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consisténcias pontuais. Isso evidencia o potencial do uso de ensembles para produzir
segmentacdes mais consistentes e préximas ao gt das lesdes de fundo.

Figura 35 — Comparacao visual das segmentacdes de instancias de lesdes de fundo realizadas
pela abordagem proposta com os modelos que a compde em imagens do conjunto de teste
do dataset IDRID. (a) Imagens pré-processadas, (b) Ground truth, (c) U-Net++, (d) Attention
U-net, (e) R2U-Net, e (f) Abordagem proposta.

Fonte: Elaborada pelo autor.

Por fim, os modelos que compdem a abordagem proposta foram utilizados como
etapa inicial no processo de anotacao das lesées de fundo durante a criagdo de um
novo conjunto de dados de RD, composto por imagens de fundo de olho coletadas
entre 2012 e 2024 em uma clinica oftalmolégica na cidade de Pelotas, no estado do
Rio Grande do Sul, Brasil. Como resultado, foram geradas mascaras para as lesoes
do tipo EX, HE, SE e MA em 100 imagens, que posteriormente foram validadas por
um médico especialista, com o objetivo de corrigir eventuais erros nas anotacgoes.

As Figuras 36 e 37 ilustram, respectivamente, as anotagdes em nivel de pixel e
as anotacdes de caixas delimitadoras das lesbes geradas pelos modelos que com-
pdéem a abordagem proposta em uma imagem de fundo do novo conjunto de RD. As
principais correcdes realizadas pelo especialista durante o processo de validacao en-
volveram a incluséo de lesées ndo identificadas automaticamente, com destaque para
os MA, o que esta em conformidade com as comparacdoes visuais das segmentacdes
apresentadas nas Figuras 32, 33, 34 e 35. Ainda assim, grande parte das lesdes foi
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corretamente identificada de forma automatizada, o que reforgca o desempenho dos
modelos propostos neste trabalho.

Figura 36 — Exemplo de imagem de fundo do novo conjunto de dados de RD e as anotagdes
em nivel de pixel geradas pelos modelos que compdéem a abordagem proposta. Em (a), a
imagem de fundo original; (b) anotacdes a nivel de pixel dos Exsudatos Duros; (c) anotagdes
a nivel de pixel das Hemorragias; (d) anotacdes a nivel de pixel dos Exsudatos Algodonosos;
e, (e) anotagdes a nivel de pixel dos Microaneurismas.

Fonte: Elaborada pelo autor.

Figura 37 — Exemplo de imagem de fundo do novo conjunto de dados de RD com as ano-
tagdes de caixa delimitadora das lesdes geradas pelos modelos que compdem a abordagem
proposta. Em (a), a imagem de fundo original; e, (b) a imagem com suas anotagbes de caixa
delimitadora. As anotagdes em amarelo representam Exsudatos Duros; as anotagbes em ver-
melho representam Hemorragias; as anota¢cdes em azul representam Exsudatos Algodonosos;
e, as anotagdes em verde representam Microaneurismas.

Fonte: Elaborada pelo autor.



4 CONCLUSAO

Esta Dissertacao apresentou uma nova abordagem para a segmentacao seman-
tica de les6es de fundo associadas a RD. Nos experimentos, foram utilizados dois
conjuntos de dados publicos: o conjunto DDR, empregado no treinamento, ajuste e
avaliacdo dos modelos que compdem a abordagem proposta; e o conjunto IDRID, uti-
lizado para avaliar a capacidade de generalizacdo da abordagem em diferentes bases
de dados de RD. Para a realizagédo dos experimentos, ambos os conjuntos foram par-
ticionados utilizando o método de Hold-out validation, nas proporcoes de 50% para
treinamento, 20% para validagao e 30% para teste.

A abordagem proposta teve como base as arquiteturas U-Net++ (Zhou et al., 2018),
Attention U-Net (Oktay et al., 2018) e R2U-Net (Alom et al., 2018), integradas por
meio de ensembles. Além disso, foram incorporadas etapas de pré-processamento,
aumento de dados e pré-treinamento. Na etapa de validagdo com o conjunto DDR,
0s principais resultados obtidos pela abordagem proposta foram valores de DC' iguais
a 76,19%, 60,51%, 76,63% e 41,67%, para EX, HE, SE e MA, respectivamente, com
mDC de 63,75%. Os respectivos valores de IoU foram de 89,04%, 79,75%, 87,78%
e 76,15%, com mIoU de 83,18%.

Além disso, na etapa de validacdo com o conjunto de dados IDRID, foi obtido um
mloU de 84,36%, com valores de [oU iguais a 78,29%, 70,93%, 97,45% e 90,75%
para EX, HE, SE e MA, respectivamente, evidenciando a capacidade de generalizagao
da abordagem proposta. Ademais, na etapa de teste, os resultados obtidos foram
superiores aos apresentados nos trabalhos relacionados do estado da arte (Pereira
et al., 2024; Xu et al., 2024; Jiang; Zhao, 2024; Zhang; Xu; Zhai, 2025), com destaque
para os valores de mDC = 66,47% e mloU = 81,15% no dataset DDR, bem como o
mloU de 82,84% no dataset IDRID.

Os resultados indicam um grande potencial no uso de modelos arquiteturais do tipo
encoder-decoder combinados em forma de ensembles para a segmentacao de lesdes
de fundo. Além disso, a aplicacdo das etapas de pré-processamento, aumento de da-
dos e pré-treinamento contribuiu para uma extracao mais eficaz das caracteristicas
das lesdes, impactando diretamente no aumento da precisdo da segmentacao — es-
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pecialmente com o uso do framework SAHI, que minimizou os desafios associados a
identificacdo de microlesdes. Esses resultados reforcam a viabilidade da utilizacdo da
abordagem proposta em cendrios reais, como no Sistema Unico de Satide (SUS), par-
ticularmente no apoio a triagem automatizada da RD. Dessa forma, este trabalho pode
representar uma ferramenta valiosa para auxiliar no diagnostico médico, contribuindo
para a identificacao precoce de pacientes com a doenca.

Adicionalmente, a abordagem proposta foi utilizada como apoio no processo de
anotacado de lesées de fundo em um novo conjunto de dados brasileiro de RD. As
mascaras geradas serviram como referéncia inicial para a marcacgao das lesées, sendo
posteriormente revisadas por um especialista. Embora grande parte das lesdes tenha
sido corretamente identificada, foram necessarias corregdes pontuais — especialmente
relacionadas aos Microaneurismas nédo identificados. Esses resultados reforgam o
potencial da abordagem para facilitar o processo de anotacao de imagens, além de
evidenciar sua aplicabilidade pratica na criacido de novos conjuntos de dados de RD.

No entanto, &€ necessario aprimorar a precisao da abordagem, especialmente no
que se refere ao diagnédstico precoce da doenga, por meio da identificacdo dos MA.
Nesse sentido, como parte dos trabalhos futuros, pretende-se aplicar novas técnicas
de aumento de dados e pré-processamento, bem como explorar arquiteturas mais
avangadas, com énfase em modelos baseados em transformers voltados ao proces-
samento multimodal.

Além disso, busca-se implementar modificagdes nas arquiteturas utilizadas, incor-
porando mecanismos de atencdo com o objetivo de potencializar a extracao de ca-
racteristicas associadas as microlesdes. Ademais, pretende-se utilizar o framework
SAHI com blocos do mesmo tamanho da entrada das redes, visando evitar a perda de
informacgao causada pela redugcédo do tamanho das imagens.

Outro objetivo consiste na integracdo da abordagem proposta em um sistema fun-
cional, que permita o envio de imagens de fundo e apresente como saida a segmen-
tacdo correspondente as lesdes identificadas. Por fim, planeja-se disponibilizar publi-
camente a ferramenta desenvolvida, com o intuito de apoiar profissionais da saude no
processo de identificacao das lesdes de fundo e no diagnéstico da RD.

A abordagem proposta para a segmentacao das lesées de fundo associadas a Re-
tinopatia Diabética, desenvolvida ao longo desta pesquisa de mestrado, foi submetida
para publicacao em periédicos e conferéncias da area.
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ANEXO A - Classificagéo da Retinopatia Diabética e Edema Macular

O Conselho Internacional de Oftalmologia (em inglés, International Council of
Ophthalmology — ICO) criou diretrizes especificas para o cuidado com os olhos de
pessoas com diabetes, com foco principal na prevencgao e no tratamento da RD. Es-
sas orientac6es ajudam profissionais da area da saude a saber quando examinar 0s
pacientes, como acompanhar os casos e quais tratamentos considerar, dependendo
da situacdo. Um ponto importante do material é a importancia do trabalho conjunto en-
tre oftalmologistas e outros profissionais de saude, como clinicos e endocrinologistas.
As diretrizes foram pensadas para serem Uteis em diferentes contextos, inclusive em
locais com poucos recursos, e passam por atualizacbes periddicas para acompanhar
os avancgos na area. De acordo com o ICO, os estagios da RD podem ser classi-
ficados com base na Classificagao Internacional de Retinopatia Diabética, conforme
apresentado na Tabela 13 (International Council of Ophthalmology, 2017).
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Tabela 13 — Classificagao Internacional da Retinopatia Diabética (a) e do Edema Macular Dia-
bético (b) com base na oftalmoscopia com dilatacao.

Retinopatia Diabética

Sinais clinicos na oftalmoscopia dilatada

Sem RD

Nenhuma anormalidade

RDNP leve

Apenas Microaneurismas

RDNP moderada

Microaneurismas e outros sinais (ex.: Hemorragias, Exsudatos Duros e Exsudatos
Algodonosos), mas menos que na forma grave

RDNP moderada com qualquer um dos seguintes:
+ > 20 Hemorragias intrarretinianas em cada quadrante;

+ Dilatagédo venosa proeminente em 2 quadrantes;

RDNP grave
» Anormalidades microvasculares intrarretinianas em 1 quadrante;
+ Sem sinais de RDP.
RDNP grave com um ou mais dos seguintes:
RDP » Neovascularizagao;

» Hemorragia vitrea ou pré-retiniana.

(@)

Edema Macular
Diabético

Sinais clinicos na oftalmoscopia dilatada

Sem EMD

Nenhum espessamento retiniano ou Exsudato Duro na macula

EMD n&o central

Espessamento retiniano na macula que nao envolve a zona central de 1mm

EMD central

Espessamento retiniano na méacula que envolve a zona central de 1Tmm

(b)

Fonte: International Council of Ophthalmology (2017).
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ANEXO B - Caracteristicas Clinicas da Retinopatia Diabética

A RD apresenta uma variedade de sinais clinicos que refletem a complexidade da
fisiopatologia da doenga. Esses sinais podem ser observados por meio da oftalmos-
copia, e seu reconhecimento adequado é essencial para o diagnéstico e o acompa-
nhamento da progressao da doenga. A Tabela 14 apresenta uma descricdo detalhada
das principais caracteristicas da RD, com observacdes relevantes para sua avaliacao
clinica (International Council of Ophthalmology, 2017).



Tabela 14 — Caracteristicas Clinicas da Retinopatia Diabética.
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Caracteristica

Descricao

Consideracoes para Avaliacao

Microaneurismas

Pontos vermelhos esféricos isolados de
tamanho variavel. Podem representar
uma tentativa falha de formacéo de no-

vos vasos ou fraqueza da parede capilar.

Mais facilmente visualizados por angio-
grafia com fluoresceina.

Hemorragias puntiformes

Semelhantes aos Microaneurismas, mas
com tamanhos variados.

O termo Hemorragia de
Ponto/Microaneurisma (H/Ma) é nor-
malmente usado.

Hemorragias de mancha

Formadas onde aglomerados de capi-
lares obstruem, levando a formagéao de
Hemorragias de mancha intrarretinianas.

A leséo pode ser visualizada na camada
plexiforme externa na angiografia com
fluoresceina, onde nao oculta o leito
capilar subjacente, ao contrario das He-
morragias puntiformes e em chama, que
estdo localizadas mais superficialmente
na retina.

Pontos algodonosos

Representam as extremidades inchadas
de axdnios interrompidos, onde ocorre
0 acimulo de fluxo axoplasmatico na
borda do infarto

Essas caracteristicas ndo sao exclusivas
de RD e n&o parecem aumentar, por si
mesmas, o risco de formagéao de novos
vasos. Por exemplo, podem ocorrer em
hipertensao de HIV/AIDS.

Anomalias Microvasculares
Intrarretinianas

Sé&o remanescente capilares dilatados
seguindo fechamentos extensos de re-
des capilares entre arteriola e vénula.
Caracteristicas relacionadas incluem:

* Perolizagao venosa (foco de prolife-
racao de célula endotelial venosa que
falhou em se desenvolver em novos va-
s0S);

* Reduplicagédo venosa (rara);

« Circuitos venosos (desenvolvem-se
devido a pequenas oclusdes vasculares
e abertura de circulagao alternativa);

» Palidez da retina e vasos brancos.

Séo os mais faceis de serem observa-
dos em angiografia fluorescente.

Alteragbes maculares na RDNP
— Edema macular
— Doenga macrovascular

Espessamento da retina acontece de-
vido a acumulacéo de fluidos de exsuda-
tos originados na barreira sangue-retina
exterior danificada (edema extracelular)
ou como resultado de hipoxia, levando a
acumulagao de fluido dentro de células
retinianas individuais (edema intracelu-
lar). Pode ser focal ou difuso. Hemor-
ragia em chama e formagéo de ponto
algodonoso. Pode ocorrer devido a oclu-
séo arteriolar, sem ocluséo capilar, o
que frequentemente afeta a camada ho-
rizontal de fibras nervosas da retina.

A aparéncia de edema macular pode ser
observada em exame estereoscépico

ou inferida pela presenga de Exsudato
Intrarretiniano.

Alteragdes no disco 6ptico

Discos épticos inchados podem, ocasio-
nalmente, ser vistos (papilopatia diabé-
tica) em pacientes diabéticos.

Em papilopatia diabética, a visdo, geral-
mente, ndo é significativamente prejudi-
cada.

Fonte: International Council of Ophthalmology (2017).



