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RESUMO

DILLI, Renato Marques. Uma Proposta para Classificacao de Recursos da loT
Explorando o Tratamento da Incerteza na Decisao Multicritério. Orientador:
Adenauer Corréa Yamin. 2020. 120 f. Tese (Doutorado em Ciéncia da Computagao)
— Centro de Desenvolvimento Tecnolégico, Universidade Federal de Pelotas, Pelotas,
2020.

A Internet das coisas (loT) é caracterizada por recursos conectados em rede, a
maioria destes disponibilizando mais de um servico. O processo de classificagéo
para selecionar o recurso cujos servicos melhor atendem a requisicdo de um cliente
constitui uma frente de pesquisa com diversos desafios atuais e de relevancia interna-
cional. Dentre os desafios destaca-se a elevada escalabilidade, a dinamicidade com
que os recursos entram e saem do ambiente, bem como as incertezas do cliente no
momento de especificar suas preferéncias.

Assim, devido a esta elevada escalabilidade da loT, uma requisi¢ao de cliente pode
retornar centenas, ou até milhares de recursos que atendem as especificacoes da re-
quisicao considerando seus parametros funcionais. Por sua vez, a revisao de literatura
feita nesta Tese identificou a avaliacdo de parametros nao funcionais como técnica re-
corrente nas diversas propostas para classificagdo de recursos.

Considerando este cenario, esta Tese tem por objetivo central apresentar uma pro-
posta para classificacao de recursos descobertos de forma autbnoma, denominado
EXEHDA-RR, que tem por base de concepc¢ao: (i) uma abordagem de decisdo que
pondera multiplos critérios; e (ii) o tratamento da incerteza quando da definicdo dos
diferentes parametros considerados.

Outro aspecto contemplado nesta Tese, esta relacionado a minimizacado dos cus-
tos computacionais envolvidos no procedimento de classificacdo de recursos em am-
bientes dinamicos como a loT, onde a entrada e/ou a saida de recursos no ambiente
computacional podem ocorrer a todo momento.

A avaliagcdo do EXEHDA-RR foi realizada por meio de cenarios de uso e a es-
pecificagdo dos recursos foi extraida do dataset QWS, que considera recursos reais
disponibilizados na Internet. Os resultados obtidos mostram que € possivel oferecer
aos clientes os recursos mais adequados, de acordo com a preferéncia especificada.
O emprego da Légica Fuzzy dentre outros aspectos, possibilitou que a especificacao
das preferéncias por parte do cliente possa ser feita, de modo mais confortavel, por
meio de termos linguisticos, tais como, baixo, médio e alto, minimizando incertezas.
Os resultados alcangados com os cenarios de uso validam a proposta e apontam para
a continuidade da pesquisa em trabalhos futuros.

Palavras-chave: loT. Descoberta de Recursos. Classificagdo de Recursos. Incerteza.



ABSTRACT

DILLI, Renato Marques. A Proposal for Classifying loT Resources Exploring the
Treatment of Uncertainty in Multicriteria Decision. Advisor: Adenauer Corréa
Yamin. 2020. 120 f. Thesis (Doctorate in Computer Science) — Technology Develop-
ment Center, Federal University of Pelotas, Pelotas, 2020.

The Internet of things (loT) is characterized by networked resources, most of
which offer more than one service. The classification process for selecting the
resource whose services best meet a client’s request constitutes a research front
with several current and internationally relevant challenges. Among the challenges
we highlight the high scalability, the dynamism with which the resources enter and
leave the environment, as well as the client’s uncertainties when specifying their
preferences. Thus, due to this high scalability of the loT, a client request can return
hundreds, or even thousands of resources that meet the specifications of the request
considering its functional parameters. In turn, the literature review made in this Thesis
identified the evaluation of non-functional parameters as a recurring technique in the
various proposals for classification of resources. Considering this scenario, this Thesis
has as main objective to present a proposal for classification of discovered resources
in an autonomous way, called EXEHDA-RR, which is based on conception: (i) a
decision approach that considers multiple criteria; and (ii) the treatment of uncertainty
when defining the different parameters considered. Another aspect contemplated in
this Thesis, is related to the minimization of the computational costs involved in the
procedure of classification of resources in dynamic environments such as loT, where
the entry and/or exit of resources in the computing environment can occur at all times.
The EXEHDA-RR evaluation was performed using usage scenarios and the resource
specification was extracted from the QWS dataset, which considers real resources
made available on the Internet. The results obtained show that it is possible to offer
clients the most suitable resources, according to the specified preference. The use
of Fuzzy Logic, among other aspects, made it possible for clients to specify their
preferences more comfortably, using linguistic terms such as low, medium and high,
minimizing uncertainties. The results achieved with the usage scenarios validate the
proposal and point to the continuity of the research in future works.

Keywords: loT. Resource Discovery. Resource Ranking. Uncertainty.
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1 INTRODUCAO

A Internet das Coisas (loT - Internet of Things) caracteriza-se pela presenca de
uma grande quantidade de recursos que pelo seu perfil operacional realizam conexdes
transientes, com diferentes duracdes, totalizando uma grande quantidade de servigos
cuja disponibilidade pode se alterar ao longo do tempo (PERERA, 2017).

O cenario atual contabiliza mais de vinte bilhdes de recursos que podem se conec-
tar a Internet para disponibilizar servicos a potenciais clientes. A previsao de aumento
médio desse numero € ao redor de 15% a cada ano, podendo chegar a 125 bilhGes
de recursos até 2030 (IHS Markit, 2017) (RESEARCH, 2017).

A selecao adequada de recursos que satisfacam as exigéncias de um cliente, con-
siderando a disponibilidade de um grande numero de servicos aptos a atendé-lo,
constitui uma tarefa com diferentes desafios de pesquisa. Tal situagcado aponta para
a importancia de trabalhos que possam contribuir com mecanismos para descoberta
de recursos, na perspectiva de cenarios computacionais com elevada escalabilidade,
e que também considere um perfil de composi¢cao dinamica, como acontece na loT
(BARNAGHI; SHETH, 2016).

Um desafio a ser vencido apds a descoberta de recursos, neste cenario de grande
escalabilidade, é o de classifica-los para selecionar aqueles que melhor possam aten-
der a solicitacdo de clientes (GARCIA, 2012).

Nesta Tese é considerado como cliente a entidade que realiza requisi¢cdes por re-
cursos no ambiente computacional. Sendo assim, o cliente pode ser representado por
uma aplicagdo, um componente de software executando em um dispositivo 10T ou um
usuario. E oportuno registrar que, em algumas literaturas, o termo “cliente” pode ser
nomeado como “consumidor” (DELICATO; PIRES; BATISTA, 2017).

Por sua vez, a definicdo de recurso considerada é aquela apresentada por (TA-
NENBAUM; BOS, 2014): “recurso € qualquer objeto que pode ser alocado dentro da
infraestrutura computacional”. Os recursos muitas vezes sao compostos de varios dis-
positivos constituidos por hardwares heterogéneos, tais como sensores e atuadores
(RAZZAQUE et al., 2016). O acesso aos recursos geralmente é realizado por meio de
Servigos.
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No trabalho de pesquisa desta Tese, entende-se que um processo de classificacao
de recursos deve considerar de forma sinérgica, tanto os requisitos funcionais, como
os nao funcionais (KHUTADE; PHALNIKAR, 2014).

Enquanto os requisitos funcionais definem o que o servigco disponibilizado pelo
recurso efetivamente realiza, os requisitos nao funcionais, especificam o nivel de qua-
lidade dos servigos oferecidos. Usualmente, os requisitos ndo funcionais sao espe-
cificados por métricas de QoS (Quality of Service), por exemplo, o tempo necessario
para responder as requisicoes e a porcentagem de tempo que um determinado servico
permanece no modo operacional.

Nessa perspectiva, as solicitacdes dos clientes descrevem as suas preferéncias
com relacdo aos requisitos que devem ser atendidos pelos servigos providos pelos
recursos.

Como premissa operacional, via de regra, os procedimentos de descoberta tém por
base avaliar a disponibilidade ou ndo dos requisitos funcionais solicitados pelo cliente.
Uma vez descobertos esses recursos, os procedimentos de classificagcao, devem iden-
tificar aqueles mais apropriados, considerando os parametros de QoS associados a
estes.

Assim, as preferéncias dos clientes definem critérios de otimalidade, caracteri-
zando o processo de classificagdo como um problema de otimizagdo, que obtém o
melhor servigo a partir de preferéncias estabelecidas (GARCIA et al., 2008).

Nesta Tese, considerando o aspecto dindmico da loT, entende-se que muitas ve-
zes nao € possivel ter uma definicdo a respeito dos atributos associados aos servigos
prestados pelos recursos (SALAH; SAADI, 2016). Como consequéncia, decorre a ne-
cessidade de lidar com a incerteza. De modo mais especifico, a classificacdo dos
servigos oferecidos pelos recursos pode ser afetada por varias fontes de incertezas,
as quais foram classificadas por (PLATENIUS et al., 2013) do seguinte modo: (i) in-
certeza decorrente de informagdes incompletas sobre os servigos, que deveriam ser
fornecidas pelo desenvolvedor do recurso; (ii) incerteza decorrente das pressuposi-
cbOes adotadas para a avaliagdo dos servigos pela técnica de classificagdo aplicada;
(iii) incerteza introduzida pela a auséncia de um ou mais atributos de QoS envolvi-
dos; por fim, (iv) incerteza dos clientes sobre a adequacao dos valores dos atributos
praticados pelos servigos disponibilizados pelos recursos.

As varias técnicas de classificacdo de recursos identificadas na revisao de litera-
tura, apresentadas no Capitulo 3, diferentemente do proposto nesta Tese, nao consi-
deram a incerteza no momento da especificacao das preferéncias. Isso ocorre tanto
por parte dos clientes interessados n219,430s recursos, como na construcao da opi-
nido de especialistas que, neste trabalho, traduzem-se em funcbes de pertinéncia
Fuzzy. Vale lembrar que o termo especialista, adotado nesta Tese, é o de alguém
com profundo conhecimento técnico-cientifico, adquirido ao longo do tempo, sobre
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0s mecanismos de funcionamento de um determinado fenémeno ou processo (LIMA,
2015).

A selecao de recursos € um problema de decisdo que ganha complexidade em
um regime que se precisa considerar incertezas de especificacdo. Nesse contexto, a
teoria dos conjuntos fuzzy vem sendo utilizada com sucesso para lidar com a apro-
ximacao e a incerteza em diferentes abordagens para tomada de decisdo (KOHAR,
2018).

De forma complementar, o Machine Learning (ML) permite que um sistema exa-
mine dados e deduza o conhecimento. Em esséncia, o intuito do ML € identificar e
explorar padrdes ocultos nos dados. Os padrdes descobertos sdo utilizados para ana-
lisar novos dados desconhecidos, para que possam ser mapeados para 0S grupos
conhecidos (BOUTABA et al., 2018). Este fato mostra-se oportuno para otimizar pro-
cedimentos de comparacao, reduzindo o esforco inerente a comparacdes extensivas
a todo conjunto de dados.

Todos esses aspectos, somados as caracteristicas operacionais da loT, motivam o
problema de pesquisa considerado neste trabalho.

1.1 Problema de Pesquisa

O problema de pesquisa central desta Tese consiste em: Como classificar recursos
descobertos na infraestrutura computacional provida pela loT?

Este problema de pesquisa se desdobra nos seguintes aspectos: (i) como ge-
renciar a grande quantidade de recursos, tipica da loT; (ii) como tratar a incerteza
do cliente na especificacdo das suas preferéncias; (iii) como considerar os diferentes
atributos de qualidade dos recursos no processo de sua classificagdo; e (iv) como
promover a inclusdo de novos recursos, considerando aspectos de escalabilidade.

Outrossim, registre-se que, além dos aspectos citados, no cenario de elevada es-
calabilidade da loT, muitos recursos sdo semelhantes, introduzindo complexidade na
definicdo de quais seriam os mais oportunos para as demandas dos diferentes clien-
tes.

Por fim, é importante considerar que os esfor¢os da pesquisa desenvolvidos tive-
ram como premissa contribuir com a arquitetura de software do middleware EXEHDA.
Do problema de pesquisa e seus desdobramentos, foram consolidados os objetivos
desta Tese, discutidos a seguir.

1.2 Objetivos

O objetivo geral desta Tese, considerando o problema de pesquisa elencado, é con-
ceber uma proposta para classificacdo de recursos descobertos na IoT, denominada
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EXEHDA-RR (Resource Ranking). Essa proposta classifica os recursos descobertos
tendo por base tanto as preferéncias dos clientes, como os parametros funcionais e
nao funcionais dos recursos.

Tendo por base uma abordagem que facultasse um crescimento gradativo na es-
pecificidade da pesquisa desenvolvida, foram sistematizados os seguintes objetivos
especificos:

e revisar, na perspectiva da loT, os principais conceitos relacionados a Descoberta
e Classificacao de Recursos;

¢ identificar o estado da arte em classificagdo de recursos, empregando uma Re-
visdo Sistematica da Literatura;

e conceber uma proposta para classificacéo de recursos, considerando o problema
de pesquisa elencado;

e especificar componentes e funcionalidades a serem providos pela arquitetura de
software que dara suporte a proposta;

e integrar uma abordagem para tomada de decisdes na presenca de critérios mul-
tiplos na classificacdo de requisitos nao funcionais dos recursos;

e explorar a Logica Fuzzy no tratamento da incerteza no procedimento de classifi-
cacgao;

e integrar Machine Learning no procedimento de pré-classificagdo de recursos
com o objetivo de otimizacdo do esforco computacional, quando da classifica-
cao de recursos sob a condicao de elevada escalabilidade;

e considerar na concepg¢ao da proposta que a mesma sera integrada ao mid-
dleware EXEHDA;

e desenvolver cenarios de uso que explorem os diferentes aspectos da proposta
concebida;

e divulgar, ante a comunidade cientifica, os resultados atingidos pela pesquisa por
meio de publicagées em conferéncias e/ou periddicos especializados da area.

1.3 Organizacao do Documento
Este documento esta organizado em seis capitulos, caracterizados a seguir:

e O Capitulo 2 apresenta a Fundamentacao Tedrica, introduzindo conceitos sobre
a Internet das Coisas, a Descoberta de Recursos e a Qualidade de Servico.
Algumas abordagens para classificacdo de recursos sdo igualmente expostas.
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No Capitulo 3, é apresentada a Revisdo Sistematica da Literatura, realizada
para a identificacdo e a selecdo do estado da arte em classificacdo de recur-
sos. Dessa forma, sdo elencadas as etapas da reviséo realizada, as principais
caracteristicas dos trabalhos selecionados e uma analise comparativa entre es-
tes.

O Capitulo 4 introduz a proposta de classificacao de recursos EXEHDA-RR.
Nele, ainda sdo mostradas a modelagem e as funcionalidades da arquitetura
de software para descoberta e classificagdo de recursos para o middleware
EXEHDA.

No Capitulo 5 estdo expostos trés estudos de caso para avaliar a proposta de
classificacéo de recursos EXEHDA-RR. Os aspectos dos cenarios de avaliacao,
tecnologias utilizadas, protétipos desenvolvidos, testes realizados e os resulta-
dos também sao apresentados.

No Capitulo 6 encontram-se as Consideragdes Finais desta Tese, as publicagcbes
realizadas até o momento e a sugestao de trabalhos futuros.



2 FUNDAMENTACAO TEORICA

Este Capitulo apresenta um resumo dos estudos que fundamentam a modelagem
do EXEHDA-RR. Nele, sdo destacados conceitos e, principalmente, alguns desafios
inerentes da loT, sendo discutidos os requisitos que devem ser atendidos no processo
de descoberta de recursos da loT. Sdo também apresentados conceitos referentes
a Qualidade de Servico (QoS - Quality of Service) com a finalidade de integrar QoS
ao processo de classificacdo e recursos na loT. Por fim, sdo tratadas abordagens
envolvendo técnicas e algoritmos para classificacao de recursos, incluindo um estudo
sobre Légica Fuzzy, discutindo-se seu potencial para tratar incertezas no processo de
classificagdo de recursos.

2.1 Internet das Coisas

A expressao Internet das Coisas (loT) surgiu no laboratério de pesquisa Auto-I1D
Center do MIT (Massachusetts Institute of Technology) e foi apresentada, em 1999,
por Kevin Ashton, em um relato intitulado “A Internet das Coisas tem o potencial de
mudar o mundo, assim como a Internet fez. Talvez até mais” (ASHTON, 2009).

Ainda sob uma perspectiva historica, em 2001 essa expressao foi descrita no ar-
tigo intitulado “The Electronic Product Code: A naming Scheme for Physical Objects”
(BROCK, 2001), em que o autor descreve que a visao dos estudiosos era a de criar
um “Smart World”, isto €, uma infraestrutura inteligente que conectaria varios obje-
tos, informacgdes e pessoas através da rede de computadores. Tal infraestrutura, por
sua vez, permitiria o controle dos recursos fisicos por meio do monitoramento remoto
pelas pessoas e maquinas.

No inicio de 2015, o mundo ja registrava 25 bilhdes de dispositivos conectados a
Internet, segundo a CES 2015 (Consumer Electronics Show 2015), mostrando que a
Internet das Coisas, vinha tendo um destaque importante, sendo considerada a revo-
lugcéo tecnoldgica do futuro entre as infraestruturas de computagdo e comunicagéo.

O surgimento do paradigma da Internet das Coisas permite a criagdo de cenarios
de comunicacao ubiquas, em que todos 0s objetos enderecaveis no ambiente podem



22

se comunicar e cooperar (RAY, 2018).

2.1.1 Conceitos e Definicoes

E importante apresentar alguns conceitos e definicdes sobre a Internet das Coi-
sas. Estes foram selecionados na literatura da area, tendo como critério central a sua
adocdo tanto no cenério nacional, como internacional.

¢ A Internet das Coisas consiste em milhares de objetos interconectados através
da Internet; um cenario em que objetos e pessoas se comunicam-se entre si,
sem a intervencao direta do ser humano, possibilitando facilidades na vida dia-
ria das pessoas envolvidas com esse tipo de tecnologia, as quais usufruem de
uma rede totalmente conectada, coletando informacdes de lugares, objetos e
situacdoes (PERERA et al., 2014).

e Internet das coisas é uma associagdo da computagdo ubiqua com a Internet
do futuro. Ela interage com sensores heterogéneos, agregadores, atuadores e
um dominio no contexto de aplicagdes, preservando a seguranga (SOMA et al.,
2011).

e A Internet das Coisas é um paradigma que prescreve um mundo de objetos
fisicos embarcados com sensores e atuadores, interligados por redes sem fio e
que se comunicam utilizando a Internet, criando uma rede de objetos inteligentes
capazes de executar processamentos, coletar variaveis ambientais e reagir a
estimulos externos (ATZORI; IERA; MORABITO, 2010).

e Internet das coisas refere-se ao enderegamento de objetos e suas representa-
cOes virtuais em uma estrutura igual a Internet. Tais objetos podem interligar
informagodes sobre si mesmo ou podem transmitir dados de sensores sobre seu
estado, em tempo real (AGGARWAL, 2013).

e A loT é uma tecnologia que contribui para concretizar novos dominios de aplica-
céo das tecnologias de informacao e comunicacgao (TICs), a exemplo das cida-
des inteligentes, onde o uso de tecnologias avancadas de comunicacéo e sen-
soriamento objetiva promover servicos de valor agregado para os 6rgaos admi-
nistrativos destas cidades e para as pessoas (ANDREA et al., 2014).

¢ A Internet das Coisas € uma importante evolucao que a Internet obteve. Com
ela, as pessoas ndo sao as unicas a produzirem a acao, pois criam a possibili-
dade de os objetos poderem mediar suas vidas. Toda essa evolugao promove
a possibilidade de analise populacional, pois da condicdes de coletar e distribuir
dados, a fim de que sejam obtidos novos conhecimentos e novas informacgdes
(EVANS, 2011).
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¢ A Internet das Coisas permite que objetos possam se conectar a qualquer mo-
mento, em qualquer lugar, com qualquer coisa, de preferéncia utilizando qual-
qguer caminho ou rede e qualquer servigo (SAINT-EXUPERY, 2009).

e Os objetos inteligentes ou simplesmente "coisas"devem ser capazes de detectar
fendmenos (fisicos ou l6gicos) e/ou disparar acdes sobre 0 ambiente; possuir al-
guma capacidade computacional, ter capacidade de comunicacgao e identificador
unico (MIORANDI et al., 2012).

Tendo como base essas conceituacdes para a loT, destacamos quatro aspectos
gue podem ser empregados para caracterizar a Internet das Coisas: (i) os sistemas
séo independentes; (ii) a loT é instalada em cooperagcao com 0s novos servigos; (iii)
a comunicagao € feita de objetos-para-pessoas e de objetos-para-objetos; e (iv) o
acesso a rede pode ser a todos ou restrito a alguns.

Com o avanco tecnol6gico que acontece no cenario mundial, surge o aparecimento
da loT, das redes de sensores sem fio, computacdo mdvel e computagdo ubiqua.
Porém, ha uma série de desafios que deverao ser superados para a disseminagcao
deste assunto, principalmente com relacdo ao desenvolvimento das aplicacdes e da
alta heterogeneidade de hardware e software do ambiente em questéo.

2.1.2 Caracteristicas Operacionais

A partir da literatura da area, é possivel se identificar diversas caracteristicas ope-
racionais que devem ser consideradas no desenvolvimento de sistemas de suporte
para a Internet das Coisas (PAULO F. et al., 2015) (FLAVIA C.; PAULO F; THAIS,
2013) (GUBBI et al., 2013) (MIORANDI et al., 2012). Dentre elas, considerando o foco
desta Tese, destacariamos as seguintes:

e Heterogeneidade de dispositivos - a grande heterogeneidade de dispositivos fisi-
cos é uma das caracteristicas centrais da Internet das Coisas, os quais poderao
estar no ambiente de interesse das aplicagées dos usuarios. Essa heterogenei-
dade diz respeito as diferentes capacidades e recursos tecnolédgicos disponiveis
em cada dispositivo, sejam de software, sejam de hardware. Nos cenarios da loT,
com um elevado numero de dispositivos, ndo € desejavel que o desenvolvedor
de aplicagdes ubiquas envolva-se no tratamento dos aspectos tecnoldgicos de
baixo nivel. Com isso, as solugdes de middleware podem tratar a heterogenei-
dade e possibilitar a interoperabilidade e integragao dos dispositivos e servigos
gue estdo no ambiente. O grande propdsito, nesse caso, consiste em gerenciar
aspectos de baixo nivel desses dispositivos da IoT e, ao mesmo tempo, diminuir
as demandas de alto nivel das aplicagdes da UbiComp.



24

e Escalabilidade - o niumero de dispositivos e a quantidade de informacdes pro-
duzidas envolvidas podem ser muito elevados, e isso acarreta em problemas
de escalabilidade que englobam diferentes naturezas, incluindo: (i) nomeacéo e
enderecamento, devido ao vasto numero de dispositivos envolvidos; (ii) comu-
nicacao, pela quantidade de dados permutados na rede; (iii) tratamento de um
volume enorme de dados; e (iv) gerenciamento de servigos, devido ao grande
numero de execugoes.

e Eficiéncia energética - quanto a eficiéncia energética, muitos dispositivos da loT
operam com baterias, como nodos sensores, por exemplo. Isso demonstra que
esses dispositivos apresentam uma quantidade limitada de energia, sendo as-
sim, seu tempo de funcionamento, muitas vezes, esta ligado a durabilidade
dessa energia. Mesmo com o emprego de métodos de captacdo de energia
gue possam ser utilizados, como a utilizacdo de painéis solares, por exemplo,
os dispositivos nem sempre resolvem os problemas de energia. Por isso, 0 uso
eficiente dessa energia é importante para prolongar a vida util desses mecanis-
mos, uma vez que nem sempre substituir ou recarregar a bateria € uma atividade
simples. Nesse sentido, as estratégias de diminuicdo do consumo de energia
geralmente estdo ligadas a otimizagao da utilizagao das interfaces de comunica-
cbes sem fio e do processamento. Com isso, independentemente da utilizacao
de baterias e do grande numero de dispositivos contemplados em abordagens
loT, € necessario que, para solugdes deste cenario, seja necessario o cuidado
com relacdo ao consumo de energia desses dispositivos.

e Auto-organizacgao - as caracteristicas dos ambientes da loT sdo as seguintes: (i)
complexidade; e (ii) dinamismo. Em redes de sensores, esses dispositivos estao
sempre saindo e entrando na rede, por término de energia, perda de sinal de
radio ou pela entrada de um novo dispositivo, devido a substituicao por defeito ou
necessidade de inserir outro ponto de monitoramento (JENNIFER; BISWANATH,;
Ghosal Dipak, 2008). Com o grande numero de dispositivos envolvidos na rede
€ necessario que se tenha o minimo de intervengdo humana nos procedimentos
de gerenciamento. Por isso, 0 uso de mecanismos de descoberta de dispositivos
e servigos sao vitais nestes cenarios.

e Interoperabilidade seméantica e gerenciamento de dados - o volume elevado de
dados que sao trocados na loT necessita de tratamento. Para que esses dados
possam resultar em informagdes Uteis que sejam capazes de serem usadas por
diferentes aplicagdes, é necessario disponibiliza-las em formatos adequados e
padronizados, fornecendo modelos e descricdes semanticas do conteudo, cha-
madas de meta-dados, utilizando-se formatos e linguagens bem definidos. Isso
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possibilita que sejam usados métodos de raciocinio sobre esses dados produzi-
dos.

2.2 Descoberta de Recursos

Esta Secao caracteriza a descoberta de recursos no contexto da loT e apresenta
aspectos importantes que devem ser considerados durante o processo de descoberta.
Também sado apontados desafios de pesquisa que devem ser observados, tais como
disponibilidade, escalabilidade e dinamicidade, em que 0s recursos entram e saem do
ambiente computacional.

Ha varios desafios a serem tratados no processo de descoberta de recursos na
loT. A disponibilidade é um deles, pois a infraestrutura e o ambiente da loT séo di-
namicos e a participacao humana no processo de descoberta € inviavel, portanto, a
automatizagcao é um requisito importante. Quando nao ha nenhuma infraestrutura de
rede, cada dispositivo deve anunciar a sua presencga e 0s recursos que oferece. Esse
€ um modelo diferente daqueles sistemas distribuidos centralizados, em que a publi-
cacao, a descoberta e a comunicacao de recursos geralmente sdo gerenciados por
um servidor dedicado. Mecanismos de descoberta também precisam escalar bem, no
que diz respeito a quantidade de recursos, além de haver uma distribuigao eficiente
da carga computacional inerente ao esforco de descoberta, dada a composicao de
dispositivos com recursos limitados na loT.

Além da disponibilidade e escalabilidade dos recursos, os trabalhos de (GOMES
et al., 2016) e (PAGANELLI; PARLANTI, 2012) destacam os seguintes requisitos que
devem ser atendidos na descoberta de recursos para loT:

e Esquema de Identificacdo Flexivel - transparéncia em relacdo ao esquema de
identificacao adotado (por exemplo, URIs, enderecos IP, etc.), usado para ende-
regar recursos e servicos.

e Consulta de varios atributos - capacidade de encontrar recursos ao fazer consul-
tas com base em uma correspondéncia exata de um ou mais atributos.

e Consulta de Intervalo - capacidade de encontrar recursos com base em consul-
tas, especificando limites em atributos Unicos ou multiplos.

e Lidar com varios provedores - varias entidades podem produzir e publicar infor-
macoes sobre um dado recurso.

e APIs de gerenciamento - capacidade de gerenciar informac¢des associadas a um
determinado recurso.

e Descricdo semantica de recursos e servigos - uso de ontologias para modelar
semanticamente recursos e servigos expostos.
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e Modelagem de critérios QoC - modelagem de indicadores de QoC associados a
dados de contexto.

e Interacdes sincronas e assincronas - capacidade de lidar com interagdes sincro-
nas e assincronas com os clientes.

As principais atividades de um sistema de gerenciamento de recursos na IoT sé&o
as seguintes (DELICATO; PIRES; BATISTA, 2017): modelagem, descoberta, estima-
tiva, alocagcdo e monitoramento. Considerando que o tema central de pesquisa em
desenvolvimento é a classificacdo de recursos, enquanto parte importante do geren-
ciamento, entendemos que a modelagem de recursos € uma atividade essencial na
melhoria do processo de descoberta e classificacdo de recursos. Por esse motivo, é
discutida com mais detalhes que as outras atividades.

2.2.1 Categorias de Modelagem

A atividade de modelagem de recursos pode ser agrupada em diferentes catego-
rias, considerando suas abordagens e primitivas usadas para representar recursos.
A modelagem, nesta Tese, foi classificada em trés categorias: baseada em atributos,
baseada em semantica e baseada em virtualizagdo. Cada categoria difere entre si
quanto ao grau de abstracao, granularidade e formalismo com que os elementos séao
representados nos modelos (DELICATO; PIRES; BATISTA, 2017).

Categoria de Modelagem Baseada em Atributos

Pode ser considerada a mais direta. Uma vez que os recursos sao descritos como
um conjunto de atributos, esta categoria permite uma granularidade mais fina, ja que
os atributos descrevem caracteristicas especificas do hardware do dispositivo, tais
como CPU e capacidade de armazenamento. Tais caracteristicas sdo modeladas em
termos do que o recurso € capaz de fornecer.

Em relacdo ao grau de abstragéo, esta categoria tem um grau que pode ser con-
siderado baixo, pois os atributos estao diretamente relacionados as caracteristicas
fisicas dos dispositivos. Ou hd um mapeamento um-para-um entre o atributo e o re-
curso fisico que representa, ou um-para-muitos no caso de recursos virtuais. Em
qualquer caso, os elementos utilizados sempre referem-se a atributos de baixo nivel
de dispositivos.

Categoria de Modelagem Baseada em Semantica

Mecanismos mais sofisticados para modelagem de recursos sdo baseados no uso
de tecnologias semanticas, tais como ontologias. Esses mecanismos sao frequente-
mente adotados por abordagens orientadas a servigos e promovem um alto nivel de
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abstracédo para representar os recursos da loT. Nesta categoria, os modelos podem
ser criados a partir de uma perspectiva de nivel superior e 0os recursos podem ser
consumidos como um servigo.

As ontologias sdo baseadas na logica de descricao, portanto, proporcionam, ine-
rentemente, um alto grau de formalismo na representacao de recursos. Uma ontologia
€ uma representagao formal de um conjunto de conceitos dentro de um dominio e das
relagdes entre esses conceitos. As ontologias sao muito expressivas e flexiveis, de
modo que permitem representar hardware e software, recursos fisicos e virtuais, e
em uma variedade de granularidades. Conceitos podem ser definidos para modelar
um dispositivo 1oT de forma Unica e seus componentes fisicos, juntamente com as
relacdes entre eles, evitando a ambiguidade de descri¢ao.

Categoria de Modelagem Baseada em Virtualizacao

Esta categoria de modelagem consiste em utilizar abordagens de virtualizagao, que
podem fornecer um alto grau de abstragdo ao modelo de recursos loT. Essas aborda-
gens podem se concentrar na virtualizacdo de dispositivos, virtualizagdo de rede ou
virtualizagdo do sistema como um todo, fornecendo assim diferentes granularidades
para modelagem. Nesse contexto, as técnicas definidas por software sdo mecanis-
mos principais para abstrair componentes e funcionalidades de baixo nivel (recursos),
permitindo seu provisionamento e gerenciamento através de APIs de alto nivel e bem
definidas.

Em relacdo ao rigor/precisdo dos modelos adotados para representar recursos e
aplicac6es, pode-se considerar que eles tém um baixo grau de formalismo (DELI-
CATO; PIRES; BATISTA, 2017). Basicamente, os recursos loT sdo descritos como
unidades definidas por softwares e expostos por meio de APIs bem definidas. Essas
unidades definidas por softwares abrangem aspectos funcionais e nao funcionais dos
recursos loT e sdo configuradas com base em um conjunto de politicas.

2.2.2 Descoberta, Estimativa, Alocacao e Monitoramento

Antes que os recursos possam ser alocados, eles precisam ser descobertos no
ecossistema loT. Em um sistema heterogéneo como este, tal descoberta é, em si,
um desafio agravado pela atual falta de padronizacao de protocolos e formatos. Além
disso, a alta escalabilidade da loT requer que o ambiente computacional fornega al-
gum mecanismo capaz de registrar e descobrir recursos e servicos de forma auto-
configurada, eficiente e dindmica.

Por vezes, é util tentar estimar a quantidade de recursos a serem utilizados, a fim
de garantir que todos aqueles necesséarios a uma aplicagdo em execugao sejam pro-
vidos, e as estratégias dessa estimagao sdo geralmente baseadas na manutencao
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de dados histéricos do consumo de recursos, obtidos através de atividades de mo-
nitoramento. Nos casos em que existe uma estimativa e, possivelmente, reserva de
recursos, pode ocorrer de, eventualmente, estes ndo serem utilizados (por exemplo,
porque houve excesso de provisionamento ou porque as condicdes de execugcdo mu-
daram). Portanto, é possivel que seja necesséario o sistema ter de recuperar esses
recursos nao utilizados, devolvendo-os ao conjunto de recursos disponiveis.

A alocacao de recursos na infraestrutura da loT tem requisitos adicionais intro-
duzidos pelos dispositivos deste tipo de infraestrutura, cada um com uma natureza
especifica dos dados produzidos, caracterizados como fluxos de dados. O processo
de alocagao deve considerar tanto os fluxos dos dispositivos como dos nés interme-
diarios, tais como Gateways. O objetivo principal da alocacao de recursos € garantir a
adequada reunido de requisitos de aplicacdo, com os dispositivos providos pela infra-
estrutura, minimizando o seu custo operacional.

O monitoramento de recursos, essencial para proporcionar um servico de quali-
dade, é uma atividade que deve tratar a natureza altamente dindmica dos sistemas
loT, considerando aspectos tanto no que diz respeito a disponibilidade de conexdes
de rede, a presenca de dispositivos, bem como as variacées de interesse do usuario.
Além disso, o0 monitoramento sobre o uso de recursos atuais também é necessario
para manter uma alocagao de recursos étima ou proxima a otimizada, e isso implica
que a gestao de recursos para a loT deve estar ciente do contexto e que o processo
de alocacdo nao pode ser estatico, porém dinadmico e adaptativo para acomodar tais
variagdes no contexto de execucdo. As solugdes para detectar alteragées ambientais
e as adaptacoes a elas permitirdo a prestacdo de servicos baseados em contexto,
ajudando a fornecer a prestacdo de servicos mais adequados, de acordo com cada
situagéo que se apresentar.

2.3 Qualidade de Servico

A Qualidade de Servigo (QoS) consiste de uma combinagéo de vérias qualidades
ou propriedades de um determinado servico, tais como disponibilidade, tempo de res-
posta, precisdo e vazdo (MENASCE; RUAN; GOMAA, 2007).

Enquanto os requisitos funcionais definem o que os servicos oferecidos pelos re-
cursos deverao fazer, os requisitos nao funcionais, em particular, a QoS, especifica o
nivel de qualidade dos servigos, definindo, por exemplo, 0 tempo necessario para um
servigo responder a varias requisicoes e a porcentagem de tempo em que um servico
esta funcionando.

A qualidade do servico como um componente ndo funcional é a “capacidade de
fornecer um servigo satisfatério” por meio de diferentes recursos. Devido a natureza
heterogénea da loT, a QoS em IoT apresenta muita flutuagédo, pois os recursos en-
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volvidos apresentam perfis operacionais bastantes particulares, desde sensores de
pequeno porte até servidores que aglutinam dados e disponibilizam informacdes ja
processadas de elevado valor agregado.

Assim, a aplicabilidade de um conjunto de parametros de QoS ira depender do
dominio especifico da aplicagdo loT, em combinagdo com as diferentes tecnologias
envolvidas (BHADDURGATTE; BP, 2015).

Os principais requisitos de QoS para os servigos disponibilizados por recursos
apresentam-se sumarizados a seguir (LEE et al., 2003):

1. Performance - o desempenho de um servico representa a rapidez com que uma
solicitacdo de servigo pode ser concluida, podendo ser medido em termos de
taxa de transferéncia, tempo de resposta, laténcia, tempo de execucao e tempo
de transacdo. Taxa de transferéncia refere-se ao numero de solicitacées de ser-
vico da web, atendidas em um determinado intervalo de tempo. O tempo de
resposta é o tempo necessario para concluir uma solicitagao de servigo da web.
Por sua vez, a laténcia € o atraso de ida e volta entre enviar uma solicitagéo e
receber a resposta. Ja o tempo de execucdo € o tempo gasto por um servico
para processar sua sequéncia de atividades. Finalmente, o tempo de transa-
cao representa o tempo que transcorre enquanto o servigo esta concluindo uma
transagéo completa.

2. Reliability - os servigos devem ser fornecidos com alta confiabilidade, represen-
tada, aqui, como a capacidade que um servico tem para executar suas funcdes
requeridas sob condicbes estabelecidas por um intervalo de tempo especificado.
A confiabilidade é a medida geral de um servi¢co para manter sua qualidade de
servigo, ja que a medida geral de um servigo esta relacionada ao numero de
falhas por dia, semana, més ou ano. A confiabilidade também estéa relacionada
a entrega garantida e ordenada de mensagens transmitidas e recebidas por so-
licitantes de servigos e provedores de servigos.

3. Scalability - os servigos devem ser fornecidos com alta escalabilidade, que re-
presenta a capacidade de aumentar a capacidade de computacao do provedor
de servigcos e a capacidade do sistema de processar mais solicitagcdes, opera-
cbes ou transagdes de usuarios em um determinado intervalo de tempo. Esse
requisito também esté relacionado ao desempenho. Os servicos devem ser es-
calonaveis em termos do numero de operagdes ou transacdes suportadas.

4. Capacity - os servicos devem ser fornecidos com a capacidade necesséria a
demanda. Essa capacidade diz respeito ao limite do nimero de solicitagdes
simultaneas que devem ser fornecidas com desempenho garantido. Os servicos,
nesse caso, devem suportar o numero necessario de conexdes simultaneas.
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Robustness - os servicos devem ser fornecidos com alta robustez, aqui repre-
sentando o grau em que um servigo pode funcionar corretamente, mesmo na
presenca de entradas invadlidas, incompletas ou conflitantes. Esses servigos de-
vem, ainda, funcionar mesmo se parametros incompletos forem fornecidos para
a chamada da solicitagao de servigo.

Exception Handling - os servigos devem ser fornecidos com a funcionalidade de
manipulacéo de excecdo. Como nao € possivel ao projetista de servigos especifi-
car todos os possiveis resultados e alternativas, as excecdes devem ser tratadas
adequadamente, sendo que esse tratamento esta relacionado a maneira como
0 servico lida com essas excecoes.

. Accuracy - os servigos devem ser fornecidos com alta precisédo, definida aqui

como a taxa de erro gerada pelo servigco, sendo que o numero de erros gerado
ao longo de um intervalo de tempo deve ser minimizado.

Integrity - a integridade dos servigos deve ser fornecida para que um sistema ou
componente possa impedir 0 acesso ndo autorizado ou a modificagdo de progra-
mas ou dados de computador. Pode haver dois tipos de integridade: integridade
de dados, que define se os dados transferidos sdo modificados em transito, e a
integridade transacional, que se refere a um procedimento, somente, ou mesmo
a um conjunto destes, o que garante preservar a integridade do banco de dados
em uma transacgao.

. Accessibility - os servigos da Web devem ser fornecidos com alta acessibilidade,

representada, aqui, quando o servigo da web é capaz de atender as solicitacées
do cliente. Alta acessibilidade pode ser alcancada, por exemplo, construindo-se
sistemas altamente escalaveis.

Availability - o servigo deve estar pronto (isto é, disponivel) para consumo imedi-
ato. Essa disponibilidade é a probabilidade de o sistema estar ativo e confiavel
e, por isso mesmo, o tempo para reparo esta associado a disponibilidade, ja que
0 servigco deve estar disponivel imediatamente quando for invocado.

Interoperability - os servigos devem ser interoperaveis entre os diferentes ambi-
entes de desenvolvimento usados para implementa-los, de modo que seus de-
senvolvedores nao precisem pensar em qual linguagem de programacao ou qual
sistema operacional estdo hospedados esses servicos.

Security - os servigos devem ser fornecidos com a seguranca necessaria. Com
o aumento de servigos que sao fornecidos pela Internet, ha uma preocupacao
crescente com a segurangca. O provedor de servigos pode aplicar diferentes
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abordagens e niveis de fornecimento de diretivas de seguranca, dependendo do
solicitante do servico.

2.4 Classificacao de Recursos

A classificacdo de recursos, topico central desta Tese, tem como ténica central
permitir uma selecado de recursos que melhor atendam demandas dos diferentes cli-
entes. Neste sentido, as solicitagdes dos clientes descrevem os requisitos e as suas
preferéncias com relacao aos servigos oferecidos pelos recursos. No que diz respeito
aos requisitos, eles indicam as funcionalidades necessarias que um cliente esta pro-
curando, de modo que estdo vinculados ao processo de descoberta. Por sua vez, as
preferéncias sdo interpretadas unicamente por mecanismos de classificacao para or-
denar servigcos dos recursos que foram descobertos. As exigéncias dos clientes sao
geralmente suportadas por middlewares, cujas propostas de descoberta dependem
de seus modelos.

A classificacdo dos servicos disponibilizados pelos recursos pode ser afetada por
certas fontes de incertezas. O trabalho de (KAKARONTZAS; GEROGIANNIS, 2016)
lida com esse assunto, com os Conjuntos Fuzzy Intuicionais (IFSs - Intuitionistic Fuzzy
Sets), como segue: (i) utiliza IFSs para refletir avaliagdes faltantes de servicos; (ii)
quando ha informagdes desconhecidas sobre pesos de critérios de QoS, sao calcu-
lados pesos de entropia (ou seja, objetivos) para concluir com uma classificacao final
dos servicos; e (iii) utiliza IFSs refletindo o acordo ou desacordo dos clientes sobre os
valores max e min avaliados dos atributos de beneficio e qualidade de custo.

A revisao de literatura, registrada no Capitulo 3, permitiu identificar abordagens
passiveis de serem utilizadas para classificacdo de recursos em cenarios tipicos de
sistemas distribuidos. Essas abordagens estdo organizadas nas Seg¢des que seguem.

A Secao 2.4.1 trata dos métodos baseados na Andlise de Decis&o de Multiplos Cri-
térios (MCDA Muiltiple Criteria Decision Analysis), a Sec¢ao 2.4.2 discute os algoritmos
baseados em Machine Learning, e por sua vez a Se¢ao 2.4.3 apresenta a Teoria dos
Conjuntos Fuzzy.

Outrossim, enquanto uma extenséo ao tratamento da incerteza oferecido pela L6-
gica Fuzzy, a Secao 2.4.4 introduz o conceito geral pertinente as Ordens Admissiveis.

2.41 Algoritmos MCDA

A tomada de decisdes na presenca de critérios multiplos, geralmente conflitantes,
€ denominada de Andlise de Decisdao de Multiplos Critérios (MCDA - Multiple Criteria
Decision Analysis). Os algoritmos MCDA utilizam um conjunto de objetivos e critérios
e visam auxiliar no julgamento da tomada de decisao, ja que estimam seus pesos de
importancia relativa e estabelecem a contribuicao de cada opg¢édo em relacéo a cada
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critério de desempenho. MCDA nao é apenas um conjunto de teorias, metodologias
e técnicas, mas, também, uma perspectiva especifica para lidar com problemas de
tomada de decisdo (GRECO; EHRGOTT; FIGUEIRA, 2016).

O trabalho de (WHAIDUZZAMAN et al., 2014) apresenta uma revisao bibliografica
sobre algoritmos MCDA, organizando-os em problema-base, tipos, métodos e catego-
rias. A Figura 1 apresenta os algoritmos, destacando os métodos mais utilizados.

MCDA

Multicriteria Decision Analysis

|
| | l |

Problema Tipos Métodos Categorias
’ MCSP ’ MAUT ’ AHP ’——{ ANP l MODM ‘
‘ MCMP ’g”émd“d? ’ VIKOR ’——{ TOPSIS | MADM ‘
obreclassif.

’ PROMETHEE ’——{ SAW l
Programacéo
’ bor Motac ’——4 ELECTRE ‘

’ GRA ’——' DEMATEL ‘

Figura 1 — Algoritmos MCDA
Fonte: Adaptado de (WHAIDUZZAMAN et al., 2014)

Os algoritmos foram classificados conforme o problema-base a ser resolvido: (i)
Problema de Selecdo Multicritério (MCSP - Multicriteria Selection Problem), que sele-
ciona a melhor alternativa a partir de um conjunto finito de alternativas, todas conheci-
das a priori; e (ii) Problema Matematico Multicritério (MCMP - Multicriteria Mathemati-
cal Problem), que seleciona a melhor alternativa a partir de um conjunto muito grande
ou infinito de alternativas, nem todas sdo conhecidas a priori.

Métodos MCDA podem ser categorizados em dois tipos (WHAIDUZZAMAN et al.,
2014): (i) por Teoria da Utilidade Multiatributo (MAUT - Multiple Attribute Utility Theory),
gue tem origem na Teoria da Utilidade e aborda situacées com mdltiplos objetivos,
representados por atributos; e (ii) por métodos de sobreclassificacdo (outranking). A
MAUT tenta encontrar uma funcéo que reflita a utilidade de uma alternativa particular.
A cada acgdo € atribuida uma utilidade marginal, com um numero real representando
a preferéncia da agéo considerada. A utilidade retornada € a soma dessas utilidades
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marginais. Métodos de sobreclassificagdo decidem se uma alternativa € classificada
com grau mais alto que outro (métodos ELECTRE e PROMETHEE).

Os algoritmos foram organizados em duas categorias: tomada de decisdo multi-
atributo (MADM - Multiattribute Decision Making) e tomada de decisdo multiobjetiva
(MODM - Multiobjective Decision Making). De acordo com um levantamento realizado
por (WHAIDUZZAMAN et al., 2014) para avaliar o uso de diferentes métodos, especi-
almente para melhorar a qualidade, o fuzzy foi 0 mais utilizado, representando 40% do
total, seguido por AHP e ANP juntos em aproximadamente 20%. Em contraste, DEA -
Data Envelopment Analysis, Programacao por Metas e ELECTRE foram empregados
raramente (MOHAMMADSHAHI, 2013). Os métodos mais utilizados, segundo (WHAI-
DUZZAMAN et al., 2014) e (NUNES et al., 2016), sédo apresentados resumidamente a
seguir.

Analytic Hierarchy Process (AHP)

Em 1980, Thomas L. Saaty descobriu o0 AHP, um método popular e amplamente
utilizado para MCDA, que permite o uso de critérios qualitativos e quantitativos ao ava-
liar alternativas. O AHP é baseado numa comparacgao parcial, cujos atributos ndo séo
inteiramente independentes uns dos outros, ou seja, estdo estruturados em uma rela-
cao hierarquica. A hierarquia comeca do nivel superior, passando pelos niveis mais
baixos, que correspondem aos critérios, subcritérios, e assim por diante, até chegar ao
objetivo. Nessa arvore de hierarquia, o processo comecga a partir de nés/folha e pro-
gride até o nivel superior. Cada nivel de saida representa a hierarquia correspondente
ao peso ou a influéncia de diferentes ramos originarios desse nivel. Finalmente, apds
realizar as comparagdes, a melhor alternativa em relagao a cada atributo é geralmente
selecionada (CRISTOBAL, 2011).

Analytic Network Process (ANP)

Extensao do AHP, a ANP, proposta por Thomas L. Saaty em 1996, refere-se a uma
técnica abrangente de tomada de decisao destinada a superar o problema da depen-
déncia e do feedback entre os critérios, utilizando relagdes hierarquicas unidirecionais
entre os niveis de decisdo. Para lidar com a interdependéncia entre os elementos,
a ANP deriva uma “supermatriz” que contém pesos compostos (LIANG et al., 2013).
Para a obtencéo da supermatriz, assume-se que, para um sistema de n agrupamen-
tos ou componentes, os elementos de cada componente interagem ou impactam ou,
ainda, sao influenciados por alguns ou por todos os elementos do proprio ou de outro
agrupamento.

Technique for Order of Preferences by Similarity to Ideal Solution (TOPSIS)
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Essa técnica mostra preferéncia pela semelhanca com uma solugao ideal, que
tenta selecionar uma alternativa que mais se aproxima desta e, simultaneamente,
mais se distancia da solucdo anti-ideal. Assim, a matriz de decisédo € inicialmente
normalizada usando a normalizacdo do vetor, e as solucdes ideais e anti-ideais sao
identificadas dentro da matriz de decisdo normalizada. TOPSIS foi desenvolvido em
1981 por Hwang e Yoon e seleciona alternativas com o menor distanciamento da so-
lucdo ideal positiva e o distanciamento maior da solucao ideal negativa (MOHAM-
MADSHAHI, 2013). E um método de critérios multiplos para identificar solugdes a
partir de um conjunto finito de alternativas. As solug¢des 6timas devem ter a menor
distancia da solugao ideal positiva e a mais distante da solugao ideal negativa (CRIS-
TOBAL, 2011). O método TOPSIS introduz uma fungéo de agregacio, incluindo as
distancias do ponto ideal e do ponto ideal negativo, sem considerar sua importancia
relativa. No entanto, o ponto de referéncia pode ser uma grande preocupacao na to-
mada de decisdo, e deve ser 0 mais proximo possivel da solugao ideal (REHMAN;
HUSSAIN; HUSSAIN, 2012) (CRISTOBAL, 2011).

ViseKriterijumska Optimizacija | Kompromisno Resenje (VIKOR)

VIKOR, também conhecido como o método de classificagdo de compromisso, é
uma ferramenta eficaz na tomada de decisdo multicritério. O seu indice de classifi-
cacao multicritério baseia-se numa medida de “proximidade” a solucao ideal. VIKOR
emprega normalizagdo linear, mas os valores normalizados ndo dependem da uni-
dade de avaliacao de um critério. Uma funcao de agregacao equilibra a distancia da
solucdo ideal entre satisfagdo individual e ideal (CRISTOBAL, 2011). E uma técnica
eficiente de MCDA para classificar e, em seguida, selecionar a partir de um conjunto
de alternativas conflitantes (ALABOOL; MAHMOOD, 2013).

Simple Additive Weight (SAW)

O algoritmo SAW usa uma pontuagao de avaliacdo, obtida através de valores de
critérios normalizados multiplicados por um peso, para classificar cada opgao disponi-
vel. As opgoes sao classificadas em ordem decrescente de acordo com sua pontuagéo
final, que é a soma das pontuacdes para cada critério. SAW pode ser resumido em
trés passos (TZENG; HUANG, 2011):

1. Normalizar a matriz Q (1) de acordo com a Equagéo (2), se o critério deve ser
maximizado, ou Equacao (3), se o critério deve ser minimizado.
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2. Calcular o vetor pontuacao de cada opcéo disponivel. Cada pontuacao pode ser
calculada usando a Equagéo (4), em que w; corresponde ao peso do critério e N
representa 0 numero de critérios na matriz de avaliagao.

N
o) = Z wj-qi; (4)

3. Classificar g; em ordem decrescente de acordo com a pontuagéo ¢(q;) para obter
0 ranqueamento resultante.

O trabalho de (NUNES et al.,, 2016) avalia os algoritmos The Simple Additive
Weighting (SAW), Technique for the Order of Prioritisation by Similarity to Ideal So-
lution (TOPSIS) e ViseKriterijumska Optimizacija | Kompromisno Resenje (VIKOR).
O critério Otimo de Pareto, que lida com o conceito de dominancia para determinar
guando uma solucao € melhor que outra, foi utilizado para comparar a qualidade das
solucdes obtidas por método. Os autores concluiram que SAW obteve um desempe-
nho melhor ou igual, confrontado aos algoritmos TOPSIS e VIKTOR.

Sumarizadas as técnicas baseadas em especificacdo, a seguir € contemplado o
estudo realizado sobre técnicas baseadas em Machine Learning para classificagdo de
recursos.

2.4.2 Algoritmos Machine Learning

O Machine Learning (ML) visa compreender a l6gica dos programas para melhorar
o desempenho das maquinas em determinadas tarefas, através da experiéncia ante-
rior (SIMON, 1983). Para tal, empregam um principio denominado indugéo, no qual se
obtém conclusdes genéricas a partir de um conjunto particular de exemplos.

Assim, algoritmos de Aprendizado de Maquina aprendem a induzir uma funcao ou
hipbtese capaz de resolver um problema a partir de dados que representam instan-
cias do problema a ser resolvido (FACELI et al., 2011). Desse modo, os algoritmos de
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aprendizado automatico tém-se revelado extremamente Uteis em diversos dominios,
desde logo tém sido especialmente importantes na resolugdo de problemas de mine-
racdo de dados, onde universos de dados extensos poderdo conter, implicitamente,
informacdes consideradas de valor e que poderao ser descobertas automaticamente.

Os algoritmos de Machine Learning podem ser divididos em trés etapas: andlise
dos dados, também chamado de pré-processamento, métodos de aprendizado e ana-
lise dos resultados ou pds-processamento.

O Machine Learning nao oferece por si sé as saidas para todo e qualquer pro-
blema. De forma geral, ndo é possivel aplicar um método de ML sobre uma massa
de dados em seu formato original. Isso acontece devido as diferentes caracteristi-
cas, dimensoes e formatos que os dados podem apresentar. Nesse sentido, o pré-
processamento de dados consiste em retirar ou substituir instancias ou padrées que
possuam valores de atributos faltosos, aberrantes ou inconsistentes, tornando a base
de dados mais suscetivel a utilizacado de um método de ML.

Métodos de Machine Learning sao modelos computacionais que observam um
certo grupo de padrdes (instancias) e tentam realizar a definicdo de uma resolugcéo
geral para um problema. Apesar de serem uma ferramenta com uma defini¢ao re-
sumida comum, ha diversos tipos de métodos de ML. O aprendizado indutivo possui
varios tipos de acordo com as tarefas de aprendizado, e é dividido em aprendizado su-
pervisionado (preditivo) e ndo supervisionado (descritivo). As tarefas supervisionadas
se dividem pelo tipo dos rétulos: classificacao, para os rétulos discretos, e regressao,
para os rétulos continuos. J& as tarefas descritivas sdo divididas em: agrupamento,
sumarizagao e associacdo. No agrupamento os dados sao agrupados de acordo com
a sua similaridade; na sumarizacao, o objetivo € encontrar uma descri¢cdo simples e
compacta para os dados; ja na associacao, deve-se encontrar padrdes para as asso-
ciacbes entre os atributos dos dados. Em tarefas de previsédo, o objetivo € encontrar
uma fungéo (hipétese) a partir dos dados de treinamento, é rotular ou dar uma “classe”
a um padrao (instancia) qualquer.

Uma das técnicas utilizadas para aprendizado supervisionado sdo as Arvores de
Decisao (WITTEN; FRANK; HALL, 2011). Essa técnica utiliza a abordagem de dividir
para conquistar, e gera uma arvore a partir do conjunto de treinamento, sendo que
essa arvore é utilizada para classificar as novas instancias.

A andlise dos resultados para modelos preditivos é realizada segundo diferentes
aspectos, tais como taxa de acerto do modelo gerado, compreensibilidade do conhe-
cimento extraido e tempo de aprendizado. A maioria das medidas de andlise de al-
goritmos preditivos esta relacionada com o desempenho das predi¢des realizadas.
Medidas de erro, por exemplo, sdo largamente utilizadas na avaliacdo dos métodos
preditores em ML. Esse tipo de métrica usa uma taxa de erro ou classificagdes incor-
retas para medir o desempenho do classificador. Técnicas de amostragem também
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sao usadas para se obter estimativas de desempenho preditivo mais confiaveis. As
principais sdo Holdout, Amostragem Aleatéria, Validacdo Cruzada e Bootstrap.

2.4.3 Légica Fuzzy

A teoria dos conjuntos fuzzy (ou difusos), que tem sido amplamente aplicada para
modelar as ambiguidades do pensamento humano, também resolve efetivamente as
incertezas nas informacgdes disponiveis para tomada de decisdo baseada em multi-
plos critérios. O peso de significAncia de critérios sdo avaliados em termos de valores
linguisticos representados por numeros difusos. No conjunto fuzzy, as variaveis lin-
guisticas sé&o usadas para descrever termos difusos que mapeiam variaveis numéri-
cas. No processo de tomada de decisado os valores de verdade da légica booleana séo
substituidos por valores numeéricos no intervalo unitario [0, 1] (ALABOOL; MAHMOOD,
2013).

A principal vantagem de se utilizar a Légica Fuzzy deve-se a sua capacidade de
lidar com incertezas, raciocinio aproximado, termos vagos e ambiguos, o que nao é
possivel de se fazer com as légicas classicas. O raciocinio humano envolve todos
esses elementos tratados pela Légica Fuzzy, por isso ela € de suma importancia no
contexto da computacao, especialmente na inteligéncia artificial, que procura repre-
sentar o raciocinio e o conhecimento humano da forma mais realista possivel.

Nos ultimos anos, o potencial de manuseio de incertezas e de controle de siste-
mas complexos tem-se tornado possivel com o uso da Légica Fuzzy. Estes sistemas
estdo sendo combinados com métodos de Machine Learning, que possuem caracte-
risticas de adaptacao e aprendizado. A palavra certa para isso € simbiose, que vem
gerando novas classes de sistemas e de controladores neurodifusos, combinando,
dessa forma, os potenciais e as caracteristicas individuais em sistemas adaptativos e
inteligentes (GOMIDE; GUDWIN; TANSCHEIT, 1988).

Assim, matematicamente, um conjunto é definido como uma colecéo finita, infinita,
ou contavel infinita de elementos. Em cada caso, cada elemento € um membro do
conjunto ou n&o, no entanto, na Teoria dos Conjuntos Fuzzy, todos os elementos do
universo considerado pertencem a conjuntos fuzzy, com graus possivelmente diferen-
tes. Assim, a resposta a pergunta: “x € membro de um conjunto A” ndo tem uma
resposta definitiva, como verdadeiro ou falso.

Um conjunto fuzzy A definido no universo de discurso U # () é caracterizado por
uma func¢ao de pertinéncia 4 : U — [0, 1], e definido pela expresséo:

A= {(z,pa(@) | = €U A pa(z) €[0,1]}
Para cada = € X, ua(x) representa o grau de pertinéncia de x em A.

€ (Ap) & xe AN ua(z) €10,1]
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Desse modo, pela funcao de pertinéncia cada elemento =+ € U tem um grau de
pertinéncia em cada conjunto A, expressando o quanto € possivel para o elemento
x pertencer ao conjunto A. Assim, quando o grau de pertinéncia de um elemento
em um conjunto fuzzy for igual a 0, na l6gica classica significa que ele nao pertence
ao conjunto. E, na constru¢do dual, se um elemento tem grau de pertinéncia 1 em
um conjunto fuzzy, significa que na abordagem classica este elemento pertence ao
conjunto.

Sistema Baseado em Regras Fuzzy Tipo-1

Um Sistema Baseado em Regras Fuzzy (SBRF), é um sistema que se utiliza da
Légica Fuzzy para produzir saidas para cada entrada desse sistema. A entrada e a
saida representam a “condi¢cao” e a “acao", respectivamente e, diante dessa conota-
cao para as entradas e saidas, os SBRF sdo denominados de Controladores Fuzzy
(DUBOIS; PRADE, 2012).

Geralmente, para um sistema fuzzy qualquer, a cada entrada deve-se correspon-
der uma saida. E para o desenvolvimento desse sistema, sdo necessarios quatro
modulos, que compdem o Controlador Fuzzy. Os médulos sdo: fuzzificacdo, base
de regras, inferéncia fuzzy e de defuzzificagdo. A funcionalidade de cada um sera
descrita a seguir.

Médulo de Médulo de
Fuzzificagao Defuzzificagdo

Médulo de
Inferéncia
Fuzzy

Figura 2 — Médulos de um Controlador Fuzzy Tipo-1

Fuzzificacao

A fuzzificagdo, também conhecida por “Processador de Entrada”, € o mddulo res-
ponsavel por modelar as entradas do sistema por conjuntos fuzzy. As funcdes de
pertinéncia sdo concebidas para cada conjunto fuzzy e podem ser construidas de trés
maneiras diferentes (GOMIDE; GUDWIN; TANSCHEIT, 1988): (i) analiticas; (ii) linea-
res por partes, resultando em formas triangulares ou trapezoidais; e (iii) discretizadas.
Para a selecéo de servicos usando-se algoritmos fuzzy, a maior parte dos trabalhos na
literatura usam funcdes de associacao triangular ou trapezoidal (ALMULLA; YAHYA-
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OUIl; AL-MATORI, 2015). A funcao de associacao trapezoidal com os trés valores
difusos baixo (ruim), médio (normal) e alto (bom), com suas interse¢des especificas,
geram cinco regides que representam a opiniao do especialista sobre o valor da varia-
vel linguistica em questédo (por exemplo, relevancia do servico com as necessidades
do usuario).

Base de Regras

Os Sistemas Baseados em Regras Fuzzy sdo executados mais rapidamente do
gue os sistemas convencionais baseados em regras, pois sdo faceis de entender,
ler, adicionar, modificar servigos, apresentam conhecimento natural em representagao
uniforme e também separam conhecimento do processamento, reduzindo a complexi-
dade do tempo (PRIYA; CHANDRAMATHI, 2014).

O médulo da Base de Regras por sua vez, € composto por proposicdes fuzzy,
sendo que cada uma destas, pode ser representada, numa construgdo de multiplos
dados de entrada (RT, AV e TH) em um unico dado de saida (Weight) da seguinte
forma:

If RT is Low and AV is Low and TH is Low then Weight is Low

Esses dados de entrada e saida, os quais correspondem a valores associados a
variaveis linguisticas, sdo modelados por funcdes de pertinéncia.

Inferéncia Fuzzy

O modulo de Inferéncia Fuzzy apresenta o objetivo de “traduzir" matematicamente
cada proposicao fuzzy por meio de técnicas da Logica Fuzzy. Nesse mddulo séo
definidos quais procedimentos e regras de inferéncia serao selecionadas para se obter
a relagédo fuzzy que modela a Base de Regras. O médulo também fornece o controle
fuzzy a partir de cada entrada.

O Método de Inferéncia de Mamdani, desenvolvido por Ebrahim Mandani (MAM-
DANI; ASSILIAN, 1975), é baseado na regra de composic¢ao de inferéncia max-min. O
processamento das regras é realizado da seguinte forma: (i) para cada regra );, da
base de regras, a condicdo “se x € A; entdo u é B;", € modelada pela aplicagdo de
uma relagao fuzzy; (ii) utiliza-se a t-norma A (minimo) para o conectivo l6gico “e"; (iii)
utiliza-se a t-conorma Vv (maximo) para o conectivo légico “ou”, sendo que este liga as
regras fuzzy da base de regras.

Considerando-se um controlador fuzzy com duas entradas e uma saida, conforme
a duas regras a seguir: Se r; € Aj; e x5 € Ajp entdo u é By; e Se x1 € Ay € 15 € Ags
entdo u é B,, tém-se graficamente as saidas parciais e a saida final do controlador
fuzzy de Mamdani, respectivamente na Figura 3 e na Figura 4.
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Figura 3 — Controlador Fuzzy Mamdani - Saidas Parciais das Regras
Fonte: BARROS; BASSANEZI, 2010

c{/ E
<t

Figura 4 — Controlador Fuzzy Mamdani - Saida Final das Regras
Fonte: BARROS; BASSANEZI, 2010

O gréfico da Figura 4 representa a fungao de pertinéncia iz que foi gerado através
do conectivo V, t-conorma do maximo.

De um modo formal, a relagéo fuzzy M é o subconjunto de X x U e sua fungéo de
pertinéncia é representada por

poa (2, 1) = max [ug, (2, u)] = max[ua, (z) A p, ()],

no qual R representa o numero de regras que compdem a base deregras e A; e B, s&o
os subconjuntos da regra j. Cada um desses valores ju4,(z) € up, (u) s80 interpretados
como graus com que x e u pertencem aos subconjuntos A; e B; respectivamente, e
M é a unido dos produtos cartesianos fuzzy.

Defuzzificacao

O modulo de Defuzzificagao, também conhecido como Processador de Saida, fun-
ciona de modo que a cada entrada fuzzy, o médulo de inferéncia produz uma saida
fuzzy. Se a entrada for um namero real, espera-se que a saida também seja um
namero real, mas, geralmente, isso ndo ocorre em controladores fuzzy pois, mesmo
a entrada sendo crisp, a saida é fuzzy. Com isso, deve-se utilizar um método para
defuzzificar a saida e gerar um ndmero real.
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Entre varios métodos de defuzzificacdo, um dos mais utilizados € o Método do
Centro de Gravidade (G(Y)), também conhecido como Centroide. Esse método trans-
forma a saida fuzzy em saida discreta, encontrando-se a média aritmética entre os
centros de gravidade dos conjuntos fuzzy aos quais o elemento pertence, pondera-
dos pelo grau de pertinéncia. Entdo, para um dominio discreto, tem-se a seguinte
equagao: :

Z/M‘Y;
GY) = = , onde: G(Y) é a saida discreta; n é a quantidade de conjuntos
Zﬂi
fuzzy a que c;iélemento pertence; p; € o grau de pertinéncia com que o elemento
pertence ao i-ésimo conjunto fuzzy; e Y; € o centro de gravidade do i-ésimo conjunto
fuzzy a que o elemento pertence.

Sistema Baseado em Regras Fuzzy Tipo-2

A Légica Fuzzy Tipo-2, foi introduzida por Lotfi A. Zadeh como uma extensao da
Légica Fuzzy Tipo-1 (ZADEH, 1971, 1975). A origem da Légica Fuzzy Tipo-2 esta
relacionada com a insuficiéncia da Légica Fuzzy Tipo-1 em modelar as incertezas
referentes a definicdo das fungdes de pertinéncia dos antecedentes e consequentes
em um sistema de inferéncia fuzzy.

Na Logica Fuzzy Tipo-2 o grau de pertinéncia de um elemento pode ser dado por
outro conjunto fuzzy. Neste novo contexto, mesmo que a funcao de pertinéncia Tipo-2
seja precisa, ela possui uma “mancha" de incerteza (FOU — Footprint of Uncertainty).
A Figura 5, a seguir, exibe a diferenca de uma fungéo de pertinéncia de um conjunto
fuzzy triangular Tipo-1 do Tipo-2.

H(x;) H(x)

X Xj

a) b)
Figura 5 — Conjuntos Fuzzy Tipo-1 e Tipo-2
Fonte: CASTANON-PUGA et al., 2015

Para representar um conjunto Fuzzy Tipo-2 bidimensionalmente, € utilizada a man-
cha de incerteza (FOU), que representa a incerteza dos limites dos conjuntos Fuzzy
Tipo-2 por meio de uma &rea desfocada em torno da curva que retrata a funcao de
pertinéncia principal ou através de uma area hachurada.

A diferenca entre sistemas fuzzy do Tipo-1 e do Tipo-2 estd associada a natureza
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das funcdes de pertinéncia e nao as regras. Por isso, as regras permanecem as
mesmas, tanto para o Tipo-1 quanto para o Tipo-2.

Conjuntos Fuzzy Tipo-2 possuem como grau de pertinéncia conjuntos Fuzzy Tipo-
1 e ndo apenas um unico valor. Esses conjuntos podem ser utilizados em proble-
mas em que existe incerteza referente aos graus de pertinéncia, incerteza em alguns
parametros das fungbes de pertinéncia ou incerteza no formato dessas fungdes de
pertinéncia.

Um conjunto fuzzy do tipo-2, A sobre X, é representado por uma fungao de perti-
néncia tipo-2, i ;(x,u), onde x € X e u € J, C [0, 1], ou seja,

A={[(z,u), pz(z,w)] | Vo € X, Yu € J, € [0,1]},
onde 0 < pz(z,u) < 1.

apilr,u)

0.2

0.6
0.8 l/ l/

1

/ SR S A PR

U

Figura 6 — Funcao de Pertinéncia de Conjunto Fuzzy Trapezoidal Tipo-2
Fonte: CABRERA, 2014

A Figura 6 ilustra tridimensionalmente a fungao de pertinéncia de um conjunto fuzzy
trapezoidal de Tipo-2, facilitando, assim, a caracterizacao da incerteza, representada
pelo eixo vertical e a “mancha" de incerteza caracterizada pela area quadrada, pre-
enchida.

A pertinéncia primaria de X (Jx) é definida como dominio da fun¢ao de pertinéncia
secundaria para um valor de z, com J, C [0,1], Vo € X, onde J, = [J,, J.]. A fungéo
de pertinéncia secundaria é definida como o corte vertical . ;(z, ©) em um determinado
valor de x = 2/, ou seja, é p;(x = 2/, u) (CABRERA, 2014).

E denominado Grau Primario o valor do dominio de u, € [0,1]. J4 o Grau Secundé-
rio € determinado pela amplitude de uma fung¢édo de pertinéncia secundaria, ou seja,
pi(x, u) é o grau de pertinéncia denominado grau secundario.

Em um conjunto Fuzzy Tipo-2, a incerteza das fungdes de pertinéncias prima-
rias € representada pela FOU ou “mancha" de incerteza. Quando essa incerteza
some, o conjunto Fuzzy Tipo-2 passa a ser um conjunto Fuzzy Tipo-1. A “mancha”
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de incerteza ¢é definida como a unido de todas as pertinéncias primérias, FOU(A) =
UxEX(x’ Jz).

A FOU de um conjunto Fuzzy Tipo-2 é delimitada por uma funcédo de pertinéncia
tipo-1 superior e inferior. A Figura 7 apresenta a FOU e as funcbes de pertinéncia
superior e inferior de um conjunto Fuzzy Tipo-2 trapezoidal.

1

P2

i

Figura 7 — FOU e Fungdes de Pertinéncia Superior e Inferior
Fonte: MENDEL, 2016

A funcédo de pertinéncia superior € exibida na forma 7 ;(z), Vo € X e a fungéo
de pertinéncia inferior, funcdo mais interna que limita a FOU(Z) e dada na forma de
p+(z), Yo € X, respectivamente representadas por 7i;(z) = Usex (@, J2), pi(x) =
U,ex (7, J,), onde | representa a unigo.

Um conjunto Fuzzy Tipo-2 Intervalar € um conjunto Fuzzy tipo-2 em que todos os
graus secundarios séo 1, ou seja, pj(r,u) =1, Vr € X, Vu € J,. A Figura 8
apresenta a funcao de pertinéncia triangular de um conjunto Fuzzy Tipo-2 Intervalar.

v

0.4

0.6
0.8
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Figura 8 — Funcao de Pertinéncia de Conjunto Fuzzy Triangular Tipo-2 Intervalar
Fonte: CABRERA, 2014

O Sistema Baseado em Regras Fuzzy Tipo-2, SBRF2, & aquele em que pelo me-
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nos um dos seus conjuntos fuzzy presentes no antecedente ou consequente de uma
regra sao conjuntos fuzzy do Tipo-2. Esse sistema, o SBRF2, é formado por cinco

componentes denominados de fuzzificador, inferéncia, base de regras, redutor de tipo
e defuzzificador. A Figura 9 exibe a estrutura geral desse sistema.

! saidas |
Base de Regras Defuzzificagio Lo
—
{ Entracas |
e Fuzzificagéo Inferéncia Fuzzy Redutor Tipo-1
i

Figura 9 — Mdédulos de um Controlador Fuzzy Tipo-2

Os componentes utilizados pelo SBRF2 s&o os mesmos utilizados pelo SBRF, por-
tanto, apenas o componente “ Redutor Tipo-1” serd apresentado.

O objetivo do “Redutor de Tipo” é transformar um conjunto Fuzzy Tipo-2 em con-
junto fuzzy do Tipo-1, ou seja, verifica o conjunto Fuzzy Tipo-1 que melhor representa
o conjunto Fuzzy Tipo-2 e que precisa satisfazer a seguinte premissa: quando toda
incerteza desaparecer, entdo o resultado do SBRF2 é reduzido ao SBRF (MENDEL,
2017).

Uma das restricdes quanto a aplicagdo da Légica Fuzzy Tipo-2 refere-se a este
mddulo que reduz o resultado final a um numero. Embora seja facil de analisar e
comparar, este resultado numérico nao é capaz de refletir no resultado a avaliacdo da
incerteza para tomada de decisdo baseada em SBRF2.

Isso porgue nem sempre conjuntos podem ser comparados, pois sao reticulados
definidos por ordens parciais. No caso intervalar, L([0,1]) = ([0, 1], <) tem-se o con-
junto de todos os subintervalos do intervalo unitério, considerando a ordem parcial
usual: X <;p1) Y © X <YAX<Y,VX = [X,X],Y =[Y,Y] € L([0,1]).

Para contornar esta situacdo consideramos o uso de ordens admissiveis em
L([0,1]).

2.4.4 Ordens Admissiveis

Além do emprego da abordagem de Sistema Baseado em Regras Fuzzy Tipo-2,
também considera-se 0 uso de uma ordem total para intervalos por meio das Ordens
Admissiveis, pois, nem sempre uma lista de intervalos gerada com a saida do SBRF2
pode ser comparavel através dos métodos convencionais. Uma ordem linear < acima
de P € uma relagdo bindria transitiva, antissimétrica e total. Equivalentemente, uma
ordem linear € uma ordem parcial sob a qual cada par de elementos € comparavel.

Alguns exemplos de ordens lineares em L ([0,1]) sdo as Ordens Lexicogréficas,
com <,.,1 relacionado a primeira variavel e <,.,» para a segunda variavel, respectiva-
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mente definidas, VX = [X, X],Y = [V, Y] € L([0, 1]), da seguinte forma:

_ _ X <Y;ou
[Xv X] §L6$1 [Ka Y] = _
X=YeX <Y,
_ . X <Y;ou
[K: X] SLemQ [X) Y] = - —
X=YeX<Y

Portanto, esta proposta considera a ordem de Xu e Yager (XU; YAGER, 2006)
definida, para todos os X, Y € U, da seguinte forma:

X
X, X] <xyv [Y,Y] & X

2.5 Consideracoes Sobre o Capitulo

Este Capitulo discutiu conceitos fundamentais para o desenvolvimento do trabalho
de pesquisa desta Tese. Considerando que a loT disponibiliza inUmeros recursos,
muitos com caracteristicas préximas, é possivel inferir que para atender uma demanda
especifica de um cliente, tais recursos necessitam de um tratamento de, no minimo,
trés etapas: serem descobertos, identificados e classificados.

A revisao de literatura apontou que um mecanismo de descoberta de recursos deve
atender varios requisitos para adequar-se a dinamicidade e a escalabilidade da loT.
Em especial, considerando-se trabalhos anteriores do grupo de pesquisa, destaca-
se a importancia da descricdo semantica para padronizacao e compartilhamento das
nomenclaturas atribuidas aos recursos. Por sua vez, foi possivel identificar que a clas-
sificagdo de recursos que empregam requisitos ndo funcionais pode ser implementada
através da avaliacao dos seus atributos de qualidade (QoS).

A discussao das abordagens para classificagcdao de recursos trouxe a perspectiva
de que é possivel avaliar os atributos de QoS empregando-se Algoritmos de Decisao
Multicritério, o que promove a integracdo de duas frentes de estudo ja consolidadas.

A revisao de conceitos referentes a Logica Fuzzy e Machine Learning, no que lhe
concerne, consolidam a perspectiva do seu emprego para o tratamento de incertezas
e/ou otimizagdo de procedimentos de clusteriza¢do de recursos em grupos.

O préximo Capitulo apresenta a Revisao Sistematica da Literatura realizada du-
rante o doutorado. Esta revisao foi desenvolvida com a intengao de selecionar traba-
lhos que apresentam propostas para classificagdo de recursos, considerando o trata-
mento da incerteza.



3 ESTADO DA ARTE EM CLASSIFICACAO DE RECURSOS

Este Capitulo discute a Revisdo Sistematica da Literatura (RSL), desenvolvida du-
rante o curso de doutorado. O resultado central desta revisao foi a selecao dos prin-
cipais trabalhos de pesquisa no tema desta Tese. Outro ganho decorrente da revisao
sistematica foi a identificacdo dos métodos utilizados no tratamento da incerteza du-
rante o processo de classificagdo de recursos, e que possam ser aplicados na infra-
estrutura computacional provida pela Internet das Coisas.

3.1 Revisao Sistematica da Literatura

A Revisao Sistematica da Literatura (XIAO; WATSON, 2019) apresentada nesta
Tese foi desenvolvida com suporte da ferramenta online Parsifal (Parsifal, 2018), que
foi projetada para auxiliar os pesquisadores na condugao de revisdes sistematicas da
literatura. Desta forma, ela possui todas as etapas expostas por esta Tese, permitindo
que os pesquisadores trabalhem colaborativamente de forma mais simples e sem Ili-
mitacao de plataforma.

Esta RSL foi desenvolvida tendo como base cinco etapas principais a serem se-
guidas: (i) definicdo de questdes de pesquisa; (ii) realizacao da pesquisa de estudos
primarios relevantes; (iii) tiagem dos documentos; (iv) keywording dos resumos; e (v)
extracdo de dados.

A primeira etapa do desenvolvimento de uma revisao sistematica é a definicao das
questdes de pesquisa que fundamentam a mesma. Assim, com a premissa de cir-
cunstanciar a identificacdo dos trabalhos relacionados, foram elaboradas as seguintes
guestdes de pesquisa:

e Quais sao os trabalhos atuais e relevantes sobre descoberta e classificacao de
recursos que consideram os requisitos nao funcionais dos recursos?

e Quais s&o as incertezas a serem consideradas no processo de classificacao e
quais métodos utilizados para trata-las?

e Quais algoritmos e técnicas podem ser utilizados no processo de classificacao?
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A partir da definicdo dessas questbes de pesquisa, foram definidas as palavras-
chave que respondam as questdes elaboradas. Inicialmente, foram realizados testes
com as palavras candidatas a palavras-chave na busca. Tais testes consistiram na
combinacado dos seguintes termos: (i) descoberta; (ii) ranqueamento; (iii) classifica-
cao; (iv) selecao; (v) recursos; (vi) servicos; (vii) QoS; e (viii) incerteza. Apds a de-
finicAo dos termos foram elaboradas as strings para pesquisa nas bases de dados
que sao apresentadas na Tabela 1, executando-se, assim, o segundo estagio desta
pesquisa.

Tabela 1 — RSL - Bases de Dados e Strings de Pesquisa Utilizadas

Base de Dados String de Pesquisa

ACM Digital Library  acmdlITitle:((resource ranking OR service ranking OR resource
classification OR service classification OR resource selection
OR service selection)) AND ((QoS OR attribute)) AND ((Fuzzy
OR Uncertainly OR non-functional))

IEEE Digital Library  ((resource ranking OR service ranking OR resource classifica-
tion OR service classification OR resource selection OR service
selection)) AND ((QoS OR attribute)) AND ((Fuzzy OR Uncer-
tainly OR non-functional))

Science@Direct (((ranking OR classification OR selection)) AND ((services OR
resources)) AND ((QoS OR Attribute)) AND ((Fuzzy OR Uncer-
tainly OR non-functional)))

Scopus TITLE-ABS-KEY/(((resource ranking OR service ranking OR re-
source classification OR service classification OR resource se-
lection OR service selection)) AND ((QoS OR attribute)) AND
((Fuzzy OR Uncertainly OR non-functional)))

Springer Link (("resource ranking" OR "service ranking" OR "resource classi-
fication" OR "service classification" OR "resource selection" OR
"service selection")) AND ((QoS OR attribute)) AND ((Fuzzy OR
Uncertainly OR non-functional))

A partir da selecao inicial realizada nas cinco bases de dados, foram elaboradas
etapas, atendendo-se a critérios para inclusdo ou exclusao dos artigos.
A Figura 10 apresenta o fluxo de execugéo da RSL.

3.1.1 Critérios de Inclusao

Foram definidos os seguintes critérios de incluséo:

e trabalhos que propusessem estratégias para classificacdo de recursos em
grande escala, considerando-se atributos de QoS;

e emprego de técnicas para tratamento da incerteza no processo de classificacao
de recursos;

¢ trabalhos publicados entre 2013 e 2018.
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bases Aplicados resumos
definidas

Figura 10 — RSL - Fluxo de Execugéo

3.1.2 Critérios de Exclusao

Foi aplicada a pesquisa inicial nas bases de dados, utilizando-se as strings de
pesquisa, excluindo-se trabalhos que se enquadrassem nos seguintes critérios de ex-
clusao:

e remocao de artigos anteriores a 2013;

¢ trabalhos que ndo foram publicados em inglés ou portugués;

e artigos que nao apresentavam a string de busca no resumo;

e artigos duplicados;

e artigos de autoria prépria;

e artigos que apresentavam pequenas modificagdes de outros artigo;

¢ trabalhos que ndo eram artigos publicados em eventos ou periédicos;
¢ trabalhos voltados para protocolos de rede ou infraestrutura de rede;

e trabalhos direcionados a jogos;

trabalhos com foco em algoritmos genéticos.

Os resultados obtidos na execucao da busca em cada base de dados foram sub-
metidos no formato .bib na ferramenta Parsifal. Foram realizadas as seguintes etapas
no processo de selecao de artigos:

1. Execucao da string de pesquisa na base de dados.

2. Aplicagéo do “Filtro 1”, ou seja, definicao dos critérios de excluséo.
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3. Remocao dos artigos duplicados e de autoria prépria dentro da ferramenta Par-
sifal. Apds, foi realizada a leitura dos titulos e resumos para aceitar ou rejeitar o
artigo.

4. As questbes de qualidade sao respondidas no resultado do “Filtro 27, definidas
na Tabela 2. Apés todas as questdes de qualidade terem sido respondidas, foi
gerada uma pontuacao para o artigo.

Tabela 2 — RSL - Questdes de Qualidade para Selegéo

ID Questao de Qualidade
QQ1 Utiliza algoritmos MCDA?
QQ2 Trata de alguma forma a incerteza?
QQ3 Emprega técnicas para predicao e/ou pré-classificagao de recursos?
QQ4 Emprega tecnologias de Web Semantica?
QQ5 Apresenta resultados da classificacao?
QQ6 Utiliza técnicas hibridas (objetivas e subjetivas) de classificacao?
QQ7 Considera as preferéncias do cliente?

5. O “Filtro 3” foi realizado através da definicdo da pontuacao minima aceitavel para
a selecao final. Desse modo, foi definida a pontuacdo minima para aceite de “4”
e pontuagcao maxima “7”.

6. A ultima etapa foi realizar a extracéao de dados dos artigos selecionados, execu-
tada dentro da ferramenta Parsifal, considerando-se as seguintes questdes:

a) Qual o problema que o artigo aborda?

b) Qual a solugao proposta para o problema?
) Como foi feita a validagao?
)

Quais sao os trabalhos futuros?

O quantitativo de artigos aceitos, por base de dados, em cada etapa desta Reviséao
Sistematica, é apresentada na Tabela 3.

Tabela 3 — RSL - Selegao por Base de Dados dos Artigos

Base de Dados Execucao da Busca Filtro1 Filtro2 Filtro3

ACM Digital Library 364 108 6 0
IEEE Digital Library 431 150 8 4
Science@Direct 69 34 1 0
Scopus 75 31 3 0
Springer Link 930 385 3 3

Os artigos selecionados estado relacionados na Tabela 4, a seguir, e estdo apre-
sentados com um identificador, titulo e autores correspondentes.
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Tabela 4 — RSL - Sele¢ao Final dos Artigos

ID Nome do Artigo Autores

A1 Discovery and prioritization of web servi- (GOHAR; PUROHIT, 2016)
ces based on fuzzy user preferences for
QoS

A2 Prioritizing the solution of cloud ser- (KUMAR; MISHRA; KUMAR, 2017)
vice selection using integrated MCDM
methods under Fuzzy environment

A3 Effective BigData-Space Service Selec- (WANG et al., 2015)
tion over Trust and Heterogeneous QoS
Preferences

A4 Fuzzy AHP for Learning Service Selec- (SALAH; SAADI, 2016)
tion in Context-Aware Ubiquitous Lear-
ning Systems

A5 Combining experts’ opinion with consu- (LIU; XIAO; LIN, 2013)
mers’ preference in web service QoS se-
lection

A6 PulLSaR: preference-based cloud service (PATINIOTAKIS; VERGINADIS; MENT-
selection for cloud service brokers ZAS, 2015)

A7 Non Functional QoS Criterion Based Web (SUCHITHRA; RAMAKRISHNAN, 2016)
Service Ranking

3.2 Trabalhos Relacionados Identificados com a RSL

A ultima etapa da Revisao Sistematica da Literatura foi a organizacao das caracte-
risticas dos Trabalhos Relacionados que foram identificados, estimando-se o problema
de Pesquisa abordado, a proposta de seu tratamento, a abordagem para validacao ex-
plorada e a indicacao de trabalhos futuros. Essa organizagao esta contemplada nas
Secdes a seguir.

3.2.1

Discovery and Prioritization of Web Services Based on Fuzzy User Prefe-
rences for QoS (GOHAR; PUROHIT, 2016)

e Problema: desafio da selecado e descoberta de servicos na web, que envolve

a correspondéncia e a busca do servico web mais adequado a partir de uma
grande colecao de servicos web equivalentes funcionais.

Proposta: foi desenvolvida uma abordagem baseada em fuzzy para a desco-
berta de servicos na web que modelam a classificagdo de servigos com reco-
nhecimento de QoS como um problema de tomada de decisdo multicritério. Para
descrever os servicos da Web disponiveis no registro, foi criada uma ontologia
para cada servico e para representar as preferéncias de Quality of Service (QoS)
funcionais e imprecisas, tanto do consumidor do servico web quanto do prove-
dor em termos linguisticos. A base da regra fuzzy é criada com a ajuda da API
Java Expert System Shell (JESS). Para tomar decisées sobre requisitos de QoS
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multiplos e conflitantes, foi adotado o modelo de organizacao de classificacao de
preferéncia melhorada para avaliacdo de enriquecimentos (PROMETHEE) para
a classificagéo dos servigos.

e Validacao: para demonstrar as habilidades do framework, um sistema baseado
na web foi projetado para recrutamento de candidatos. Muitas empresas nao
conseguem recrutar candidatos adequados para constituir sua equipe de traba-
lho e, por outro lado, os candidatos também n&o conseguem obter a colocagéo
que merecem. Assim, foi implementada uma abordagem para o recrutamento
de candidatos adequados no local apropriado, criando-se um sistema de Re-
crutamento Eletronico. Por exemplo, para definir o conjunto de habilidades ne-
cessarias para recrutar o candidato apropriado para um trabalho especifico, o
recrutador usou termos linguisticos que podem ser representados pelo conjunto
fuzzy apropriado para habilidade de comunicacédo que deve ser muito pobre, po-
bre, médio, bom, muito bom ou superior. O Recrutador (provedor) também pode
descrever o parametro de QoS de seus servigcos da Web em termos linguisticos,
como um conjunto fuzzy para descrever a seguranca de um servigo da Web, que
deve ser muito baixo, médio, alto ou muito alto.

e Trabalhos Futuros: ndo apresentam trabalhos futuros.

3.2.2 Prioritizing the Solution of Cloud Service Selection Using Integrated
MCDM Methods Under Fuzzy Environment (KUMAR; MISHRA; KUMAR,
2017)

e Problema: a selecdo do servico em nuvem desempenha um papel crucial em
termos de selecédo de servico on-demand em uma base de assinatura. Como
resultado da ampla disponibilidade de servicos em nuvem com funcionalidades
semelhantes, € muito importante determinar qual servigo atende melhor aos de-
sejos e objetivos do usuario.

e Proposta: foi projetado um novo modelo de sele¢do de servidor de nuvem sob o
ambiente fuzzy, utilizando-se o processo de hierarquia analitica (AHP) e técnica
fuzzy para preferéncia de ordem por similaridade a solucao ideal (TOPSIS). O
método AHP é implementado para configurar a estrutura do problema da sele-
cao do servigo da nuvem e para estimular o peso dos critérios, usando-se com-
paracoes e o método TOPSIS para a classificacao final da solugcdo. No modelo
proposto, os requisitos de qualidade de servigo ndo funcionais séo levados em
consideracao para selecionar o servico apropriado. Além disso, explora um con-
junto de variaveis linguisticas pré-definidas, parametrizadas por numeros fuzzy
triangulares para avaliar cada peso de critérios.
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e Validacao: os resultados calculados foram comparados com outros métodos
MCDM existentes, como AHP e TOPSIS melhorado.

e Trabalhos Futuros: analisar a integracdo do método Fuzzy TOPSIS com di-
ferentes sistemas de pesos difusos para o problema da selegdo do servigo na
nuvem.

3.2.3 Effective BigData-Space Service Selection over Trust and Heterogeneous
QoS Preferences (WANG et al., 2015)

e Problema: existe um numero crescente de provedores de servigcos que ofere-
cem funcionalidades semelhantes. A selecdo de servicos com as propriedades
nao funcionais desejadas do usuario (NFPs) tem importancia significativa, mas
desencadeia uma série de problemas de pesquisa relacionados a grande quan-
tidade de dados. Em primeiro lugar, a decisdo de selecédo deve lidar com um
grande volume de dados NFP de servigos. Em segundo lugar, a selecao de ser-
vicos precisa refletir diversas preferéncias de usuarios, tanto qualitativas como
quantitativas. Em terceiro lugar, a incerteza da rede e da carga do servigo leva a
uma grande variabilidade nos NFPs. Em quarto lugar, a medida que os valores
de confianca dos NFPs de servico sdo coletados através dos comentarios his-
téricos do usuario, traz a dimensao de veracidade aos NFPs dos servicos. Em
quinto lugar, os objetivos de decisdo multiplos e as vezes conflitantes para uma
selecao de servigo ideal devem ser equilibrados.

e Proposta: foi abordada a preferéncia heterogénea e a selecéo de servigcos com
base na confianga. Desenvolveram uma nova abordagem de otimizagdo multi-
objetivo para tomar uma decisdo de compensacgao entre o valor de confianga do
servico e a preferéncia QoS do usuario para classificar os servigcos da nuvem em
busca dos graus de correspondéncia com os requisitos dos usuarios.

e Validacao: através de experimentos para avaliar a abordagem de selecéo de
servigos proposta utilizando-se o dataset QWS.

e Trabalhos Futuros: devem ser integrados métodos para impedir feedbacks mal
intencionados na selecao de servicos baseados em confiancga e reputagédo. Abor-
dagens de filtragem colaborativa relacionadas ao perfil de usuario e ao perfil de
uso devem ser levados em consideragdo na selecao de servigos. O trabalho
esta sob a hip6tese de que os usuarios forneceriam informagdes suficientes que
contivessem a preferéncia do usuario e a avaliacdo dos servigos para ajudar a
tomar decis6es. Uma questao importante € como promover os usuarios para dar
feedback sobre 0s servigos que eles invocaram e como obter essas informacgdes
na selecao de servicos convenientemente e eficazmente.
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3.2.4 Fuzzy AHP for Learning Service Selection in Context-Aware Ubiquitous
Learning Systems (SALAH; SAADI, 2016)

e Problema: a selecdo de servicos em ambientes de aprendizagem é baseada
nos requisitos e necessidades QoS do aluno. No entanto, estes ultimos sao
baseados em termos linguisticos vagos que devem ser representados por uma
teoria de conjuntos fuzzy.

e Proposta: foi proposta uma abordagem de selecao de servico AHP fuzzy que
considera a identificacdo da situacado de aprendizagem, avalia a qualidade do
contexto (QoC) e a qualidade do servigo (QoS) e satisfaz os requisitos e necessi-
dades de qualidade do aluno. O uso do método de AHP fuzzy permitiu assegurar
uma selecao melhorada do servigo de aprendizagem, levando em consideracao
varios critérios de avaliacao.

e Validacao: foi simulado um cenario de aprendizagem ciente de contexto em
um campus universitario para o qual foi desenvolvido um modulo funcional para
ilustrar o papel e a importancia da QoC e QoS na selecao de servigos de apren-
dizagem ubiquos com contexto. No estudo de caso de "configuragédo do ende-
reco TCP/IP de uma impressora" para auxiliar os alunos a aprender a instalar e
configurar a impressora IP, fornecendo-lhes os recursos adequados ao seu con-
texto e satisfazendo suas necessidades, assegurando a qualidade do contexto
detectado e o servigo selecionado.

e Trabalhos Futuros: otimizacdo do processo de selecédo de servicos de aprendi-
zagem, considerando-se o feedback dos alunos e as experiéncias passadas em
uma selecao de raciocinio baseado em casos.

3.2.5 Combining Experts’ Opinion with Consumers’ Preference in Web Service
QoS Selection (LIU; XIAO; LIN, 2013)

e Problema: incerteza na selecdo do melhor servigo que atenda a requisicao do
cliente, considerando as definicdes dos especialistas e as preferéncias do cli-
ente.

e Proposta: foi proposto um modelo de decisdo multicritério fuzzy para resolver o
problema de selegdo de QoS. Leva em conta a opinido dos especialistas como
base de dados para tomada de decisdo e considera também a preferéncia do
consumidor para lhe oferecer o melhor servico. O feedback dos consumidores
também é considerado para ajudar a fazer a escolha certa.

e Validacao: foi simulado o método proposto utilizando-se quatro especialistas e
trés servicos com 16 atributos de QoS.
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e Trabalhos Futuros: n&o apresentaram trabalhos futuros.

3.2.6 PuLSaR: Preference-based Cloud Service Selection for Cloud Service
Brokers (PATINIOTAKIS; VERGINADIS; MENTZAS, 2015)

e Problema: a avaliagdo e selecdo dos servicos da nuvem desejados é uma ta-
refa incbmoda para os consumidores de servi¢os. Portanto, ha uma necessidade
crescente de orientacao e intermediacao do usuario durante o processo de se-
lecdo do servico, mas também durante o consumo do servico na nuvem que
sempre deve se referir a melhor escolha possivel com base nas preferéncias do
usuario.

e Proposta: foi discutido o cLoud Service Recommender baseado em prefe-
réncias (PuLSaR) que usa uma abordagem holistica de decisdo multicritério
(MCDM) para oferecer otimizagdo como um servigo broker. Os detalhes de es-
pecificacdo e implementacao deste mecanismo de software proposto séao discu-
tidos minuciosamente enquanto o método de fundo usado é resumido. Tanto o
método como o servico broker permitem a avaliacdo multiobjetivo de servicos da
nuvem de forma unificada, levando em consideragcao métricas precisas e impre-
cisas e lidando com a sua falta de expresséo. Lidam com a confusdo de métricas
imprecisas, no sentido de que essa abordagem trata de preferéncias linguistica-
mente expressadas e caracteristicas de servicos em nuvem que nao possuem
um valor fixo ou preciso e que implicam em um nivel de imprecisdo que s6 pode
ser capturado usando a Teoria dos Conjuntos Fuzzy de Zadeh.

e Validacao: foi realizada uma série de experimentos e mediram certos
indicadores-chave de desempenho (KPI's) que avaliam o comportamento do
PuLSaR. Essas experiéncias envolvem um numero cada vez maior de perfis de
preferéncias de consumidores fabricados (ou seja, 1-1000) que desencadeiam
PuLSaR para emitir recomendacodes para encontrar as ofertas normais da nuvem
em um mercado de nuvem hipotético. O tamanho das ofertas disponiveis tam-
bém varia (ou seja, 1-1000), enquanto os atributos linguisticos (imprecisos) séo
usados para descrever as ofertas, uma vez que exigem operagdes mais comple-
xas do que atributos numéricos durante o processamento. Os dois aspectos da
variante (perfis e servicos na nuvem, mantendo os atributos selecionados fixa-
dos em 10) constituem oito experimentos. Para cada uma dessas variantes, a
CPU, a meméria e o tempo consumido para a emissao de recomendacoes Pul-
SaR foram medidos. Especificamente, essas 8 experiéncias se agruparam em
duas séries de experiéncias.

e Trabalhos Futuros: avaliacdo das capacidades de otimizagdo do PuLSaR em
cenarios com brokers reais usando plataformas de hospedagem heterogéneas
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e enriquecendo-os com valiosas capacidades dos brokers. As capacidades do
PuLSaR serdo aprimoradas em plataformas de nuvem reais que aspiram a adi-
cionar funcionalidades broker em suas ofertas. Além disso, PuLSaR sera es-
tendido para suportar varios nés de processamento PuLSaR funcionando em
paralelo, aumentando ainda mais a escalabilidade. Eventualmente, as exten-
sbes do método proposto sdo consideradas na direcdo de reduzir o numero de
comparag¢des em nuvem oferecidas por esta e o célculo mais rapido de pesos
relativos.

3.2.7 Non Functional QoS Criterion Based Web Service Ranking (SUCHITHRA;
RAMAKRISHNAN, 2016)

e Problema: como varios servicos da Web existem na Internet, a sele¢do do ser-
vico apropriado € vital em muitos aplicativos de servigos dessa rede. A qualidade
de servico (QoS) é o parametro predominante usado para selecionar um servico
em termos de qualidade. Com base na preferéncia do usuério pela qualidade
do servigo, 0s servicos sdo classificados e os melhores, selecionados. No en-
tanto, a complexidade com essa abordagem reside no fato que é dificil definir
precisamente a propriedade de QoS.

e Proposta: foi apresentado um algoritmo de tomada de decisdo multiatributo
fuzzy para selecdo de servicos é apresentado neste trabalho. O método pro-
posto coleta periodicamente o feedback do usuario para atualizar a classificagéo
de QoS do servigo.

e Validacao: os autores prototiparam a abordagem em linguagem Python e fra-
mework Django. A interface é de tal forma que os pardmetros necessarios sao
claramente explicados quando a pagina é visualizada pelo usuario sem qualquer
explicacdo adicional. O Django fornece um controlador MVC que ajuda a se-
parar a légica de negocios da apresentagdo. Isso facilita o processo de design
para manipular alteracées dindmicas em todo o aplicativo da web. Na l6gica de
classificagédo, usa a atualizacdo dindmica das restricdes de QoS do servico. Es-
sas mudancas dindmicas sdo baseadas no feedback do usuario em relacédo ao
servico.

e Trabalhos Futuros: no futuro, o processo de validagdo de QoS deve ser auto-
matizado, o que tornara o processo de selecdo mais facil, sem qualquer inter-
vencao humana.
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3.3 Analise dos Trabalhos Relacionados

A Tabela 5 apresenta uma comparacao dos Trabalhos Relacionados que foram
selecionados com a RSL. Os seguintes critérios foram analisados: (i) algoritmo(s)
MCDA utilizado(s) como base; (ii) como é realizado o tratamento da incerteza; (iii)
expressividade na representacao de recursos; (iv) emprego ou nao de técnicas para
pré-classificacdo de recursos; e (v) utilizagdo ou nao de termos linguisticos para ex-
pressar preferéncias e/ou opinides do cliente no processo de classificagao.

Tabela 5 — RSL - Comparacao dos Trabalhos Relacionados

Trabalhos Algoritmos Incerteza Exp. Pré-classif. Termos Ling.
A1 PROMETHEE Fuzzy Sim Nao Nao
A2 AHP, TOPSIS Fuzzy Nao Nao Nao
A3 AHP, ANP Néo Néo Nao Nao
A4 AHP Fuzzy Néo Sim Sim
A5 Multi-criteria Intuitionistic  N&o Nao Sim
Group Decision Fuzzy
A6 AHP Fuzzy Sim Nao Sim
A7 SAW Fuzzy Néo Nao Nao

Pode-se observar que apenas o trabalho A3 (WANG et al., 2015) nao aborda téc-
nicas para tratar a incerteza. Todos os outros trabalhos tratam a incerteza com o
emprego de Légica Fuzzy.

O algoritmo MCDA AHP foi utilizado por varios trabalhos: A2 - (KUMAR; MISHRA;
KUMAR, 2017), A3 - (WANG et al., 2015), A4 - (SALAH; SAADI, 2016) e A6 - (PATINI-
OTAKIS; VERGINADIS; MENTZAS, 2015). Apenas o A5 (LIU; XIAO; LIN, 2013) nao
utilizou um algoritmo MCDA tradicional, optando por um classificador fuzzy proposto
pelos autores.

A utilizagao de tecnologias de Web Semantica foi observada nos trabalhos de A1
(GOHAR; PUROHIT, 2016) e A6 (PATINIOTAKIS; VERGINADIS; MENTZAS, 2015).

Somente o trabalho A4 (SALAH; SAADI, 2016) propde uma pré-classificacado de
recursos, que seleciona os recursos apenas pelos requisitos funcionais. Caso o resul-
tado ndo satisfaca a requisicao, entdo sao avaliados os requisitos nao funcionais na
classificagao final.

Os trabalhos de A4 (SALAH; SAADI, 2016), A5 (LIU; XIAO; LIN, 2013) e A6 (PATI-
NIOTAKIS; VERGINADIS; MENTZAS, 2015) utilizam Termos Linguisticos na especifi-
cacgao das preferéncias e/ou avaliagéo do cliente no processo de classificagao.
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3.4 Consideracoes Sobre o Capitulo

O estudo dos Trabalhos Relacionados que foram identificados com a realizagao da
Revisdo Sistematica da Literatura possibilitou identificar as técnicas atualmente utili-
zadas para os procedimentos de classificacdo de recursos, bem como os respectivos
mecanismos utilizados para o tratamento de incertezas inerentes a estes procedimen-
tos.

A partir desta Reviséao foi identificada como principal técnica para tratamento de in-
certezas o emprego de Légica Fuzzy e a decorrente utilizagéo de variaveis linguisticas
para representar a informacao. Outrossim, foi possivel identificar que classificacao de
recursos considerando os seus atributos de QoS, via de regra acontece com o em-
prego de Algoritmos de Decisdo Multicritério.

No préximo Capitulo, é apresentada a concepc¢ao do EXEHDA-RR, tendo por base
tanto a apropriag@o conceitual realizada, como a discussao relacionada a literatura da
area.



4 EXEHDA-RR: CONCEPCAO E FUNCIONALIDADES

Este Capitulo apresenta a concepcao do EXEHDA-RR (EXEHDA-Resource Ran-
king), com destaque a sua arquitetura de software, projetada com o intuito de clas-
sificar recursos descobertos na loT, perseguindo a premissa de que sejam 0s mais
adequados para atender as requisicoes da aplicagao de um determinado cliente.

A partir dos Trabalhos Relacionados identificados pela RSL discutida no Capitulo 3,
foi articulado o esforco de sistematizacdo das funcionalidades do EXEHDA-RR. Este
esforgo teve por base as técnicas atualmente empregadas no tratamento da incerteza
quando da classificagao de recursos, bem como a perspectiva das elevadas escalabili-
dade e dinamicidade da loT. A revisao de literatura foi o foco central para a concepcéao
e amadurecimento das caracteristicas propostas para o EXEHDA-RR, considerando
sua atuacdo em cenarios computacionais modernos.

O problema de pesquisa se desdobra nos seguintes aspectos: (i) como gerenciar
a grande quantidade de recursos tipica da loT; (ii) como tratar a incerteza do cliente
na especificacdo das suas preferéncias; (iii) como considerar os diferentes atributos
de qualidade dos recursos no processo de sua classificacdo; e (iv) como promover a
inclusdo de novos recursos, considerando aspectos de escalabilidade.

4.1 Arquitetura de Software

O EXEHDA-RR é uma proposta para classificacdo de recursos descobertos que,
dentre as suas premissas de pesquisa, esta atender as demandas do cenario da loT.
Sua concepcao considerou aspectos gerais da organizacao do middleware EXEHDA,
em particular, do ambiente ubiquo provido por ele, cuja organizacdo é baseada em
células de execucao (YAMIN, 2004), (LOPES, 2016), (SOUZA, 2017).

A literatura aponta que a organizacao da infraestrutura computacional baseada em
células tem sido uma tendéncia na loT (ATZORI; LERA; MORABITO, 2018). Tendo
isso em conta, entende-se que o EXEHDA-RR tem potencial de ser explorado em
outras propostas de middleware.

A arquitetura de software do EXEHDA-RR considera a dinamicidade com que os re-
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cursos entram e saem do ambiente computacional, controlando, portanto, a presenca
de dispositivos, inclusive com baixo poder computacional.

O aumento da expressividade na consulta por recursos foi provida pelo emprego de
tecnologias baseadas em Web Semantica, com o intuito de potencializar a descricao
dos recursos existentes no ambiente.

A arquitetura do EXEHDA-RR foi concebida tendo por base a abstragéo "Compo-
nente de Software", de forma analoga a outros esforcos de pesquisa relacionados ao
middleware EXEHDA. Esta organizacéo, dentre outros aspectos, contribui para a mo-
dularidade da arquitetura, o que é oportuno para futuros esforcos de expansao. Outro
aspecto a ser destacado € que esta abordagem também tem o potencial de promover
para uma melhor relacao entre concepgao e desenvolvimento, pois estimula aspectos
de coesao quanto as funcionalidades envolvidas.

Nesse sentido, a arquitetura de software do EXEHDA-RR (Vide Figura 11) foi con-
cebida tendo por base trés componentes principais: (CC) Componente Cliente, (CR)
Componente Recurso e (CD) Componente Diretério.

EXEHDA-RR

Componente Cliente Componente Diretério

Gerador de JSON l‘"“‘.‘. -------------- H ,""
< > Classificador de Recursos
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Controlador de Estado
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Gerenciador Local de
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Proc. Semantico
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Figura 11 — Visao Geral da Arquitetura de Software do EXEHDA-RR

4.1.1 CC - Componente Cliente

O Componente Cliente (CC) é responsavel pelo disparo da consulta por recursos,
empregando critérios pertinentes as demandas do cliente. Esse componente que se
comunica diretamente com as aplicagdes que fazem operagdes de consultas afim de
localizar servigos oferecidos pelo recursos presentes no ambiente computacional ge-
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renciado pelo middleware EXEHDA. Este componente possui um moédulo Gerador de
Consultas, responséavel por interpretar a descricao dos recursos necessarios as apli-
cacoes no formato da linguagem SPARQL. Essa comunicacéo se da por meio de mé-
todos que seguem o padrao arquitetural REST, que organizam as informacdes recebi-
das no formato JSON, incluindo as URIs necessarias para as aplicacoes acessarem
0S recursos.

4.1.2 CR-Componente Recurso

O Componente Recurso (CR) é responsavel por notificar a presenga do recurso.
Isso é feito por troca de mensagens com o CD, dentro de um intervalo de tempo.
Quando o recurso ingressa pela primeira vez em uma célula, o CR envia a descricao
dos seus recursos para o CD da célula onde esta localizado o recurso. Este, por
sua vez, gera uma instancia do recurso na ontologia local. O CR é composto pelos
médulos Descritor e Controlador de Estado, e pelo Gerenciador Local de Recursos.

O moddulo Descritor e Controlador de Estado é responsavel por enviar mensagens
ao CD com as caracteristicas do recurso e anunciar sua presenca no ambiente. O
médulo Gerenciador Local de Recursos tem por objetivo realizar a descoberta de Ga-
teways através do protocolo UPnP. Os tipos de Gateways e Componentes do miad-
dleware EXEHDA s&o apresentados no Anexo A.

O CR é ativado em nodos EXEHDABorda, cuja finalidade é anunciar a presenca
dos dispositivos confinados que estdo conectados aos Gateways da célula.

4.1.3 CD - Componente Diretério

O Componente Diretério (CD), instanciado no EXEHDABase, é formado por trés
médulos:

1. Controlador de Recursos - esse mddulo tem 5 objetivos: (i) realizar a manu-
tencéo do estado dos recursos; (ii) gerenciar o Repositério de Recursos Ativos
(RRA); (iii) gerenciar o Repositério de Recursos Negados (RRN); (iv) receber as
consultas dos Componentes Cliente; e (v) receber as mensagens enviadas pelos
Componentes Recurso. O lease é um intervalo de tempo, gerenciado pelo Con-
trolador de Recursos. O Componente Recurso precisa renovar, periodicamente,
o0 lease do recurso localizado no CD, caso contrario, sera removido do Reposit6-
rio de Recursos Ativos (RRA). Quando se referir aos recursos presentes no am-
biente computacional, a modelagem parte da premissa de que todo e qualquer
recurso, quando descoberto pela primeira vez, tem suas caracteristicas extrai-
das de seu arquivo de configuragdo para armazenamento na ontologia. Uma vez
presente no ambiente, ha troca de mensagens entre o Componente Diretério e
o Componente Recurso, garantindo que todos 0s recursos que nao tenham seu
lease renovado no periodo previsto, sejam desativados.
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A modelagem proposta por este médulo, defende o uso de trés possiveis valores
para o estado atual de um recurso presente no ambiente:

¢ Inativo - estado de um recurso que se encontra no ambiente mas nao teve
seu estado renovado no limite de tempo previsto para sua renovagao na
arquitetura.

¢ Ativo - estado de um recurso que se fez descoberto recentemente pela ar-
quitetura e que pode ser acessado por aplicagoes.

¢ Negado - estado de recurso definido de forma manual na arquitetura. Neste
estado, todo e qualquer recurso neste estado sera ignorado pela aplicacao.

Para auxiliar com o controle do estado de recursos, sdo mantidas informacdes
do estado atual de cada recurso presente no ambiente, bem como informa-
cOes referentes a ultima data que determinado recurso enviou uma mensagem,
autoafirmando-se ativo no ambiente computacional. Por sua vez, o médulo Con-
trolador de Recursos possui um servico, denominado Controlador de Estado,
qgue utiliza os seguintes repositérios: Repositorio de Recursos Ativos (RRA) e
Repositério de Recursos Negados (RRN).

O servico Controlador de Estado é responsavel por verificar periodicamente to-
dos 0s recursos que nao tiveram seu estado renovado, removendo-os do Re-
positério de Recursos Ativos. Esse servigo implementa uma funcionalidade de
autoconfiguracao, visto que nao é necessaria a iteracdo do usuario para realizar
a manutencgao do estado do recurso.

O RRA é um repositério em base de dados relacional Postgres que mantém
armazenados todos os recursos que se encontram ativos no ambiente computa-
cional gerenciado pelo middleware EXEHDA, seu identificador e data de ultima
atualizacao, tempo este utilizado para validagéo de seu estado atual.

O RRN, de igual modo que o RRA, também é um repositério em base de dados
relacional Postgres, com a diferenga, que mantém armazenados 0s recursos no
primeiro momento em que eles forem anunciados pelo Componente Recurso, e
que nao podem ser retornados em consultas realizadas por aplicacées externas.

. Processador Semantico - responsavel pelo processamento das consultas em lin-
guagem SPARQL, segue o padrao arquitetural REST com a integracao do Apa-
che Jena Fuseki (DILLI et al., 2017). A base de dados TDB realiza a persisténcia
de dados, sendo que o motor de inferéncia foi configurado para utilizar o racioci-
nador genérico do Apache Jena. Com isso, € possivel definir regras adicionais
para aumentar a expressividade nas consultas. Por meio desse modulo, séo re-
alizadas as consultas a ontologia e séo utilizados raciocinadores com o intuito
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de aumentar a expressividade das consultas, gerando, por sua vez, melhores
resultados (AZEVEDO, 2017).

O Processador Semantico atual foi aperfeicoado e sua ontologia (Figura 12) re-
modelada para fazer uso do servidor Apache Fuseki, base de dados TDB e lin-
guagem de consulta SPARQL.
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Figura 12 — Ontologia Concebida para o Processador Semantico do EXEHDA-RR

O Apache Fuseki é um componente do Apache Jena que engloba varios de
seus componentes, a fim de disponibilizar um servidor SPARQL standalone, per-
mitindo que sejam utilizadas as demais funcionalidades providas pelo Apache
Jena (HOFEREK, 2012). A ferramenta Jena oferece as seguintes funcionalida-
des:

e leitura, processamento e escrita de dados RDF em XML, em formato de
triplas;

e uma API de ontologia para manipular OWL, com uso de RDF;

e motor de inferéncia de raciocinadores RDF sobre dados OWL,;

e armazenamento de grandes quantidades de triplas RDF, armazenadas em
disco;

e motor de consulta com base nas ultimas especificagbes da linguagem
SPARQL;

e conjunto de configuracdes internas que permite que dados RDF sejam pu-
blicados por outras aplica¢ées, utilizando uma variedade de protocolos, in-
cluindo SPARQL.
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Em adicdo a todas essas caracteristicas, o Fuseki permite que as consultas,
as atualizacbes e os uploads de arquivos SPARQL sejam direcionadas a uma
base de dados. Também conta com a presenca de validadores para consultas e
atualizacées SPARQL, expandindo a comunicacao para formatos além de RDF
ou XML (XIN et al., 2013).

O TDB é uma base de dados que armazena informacées em pares, contendo
chaves e valores, sendo seus dados armazenados em formato binario. No Apa-
che Jena, ele é o componente responsavel por armazenar os dados RDF e
realizar as consultas por meio da linguagem SQL. O Apache Fuseki admite a
realizacdo de procedimentos com a linguagem SPARQL no conjunto de dados
presentes no TDB, baseado em padrées REST sobre o protocolo HTTP (XIN
et al., 2013).

De acordo com a W3C, SPARQL contém um conjunto de padrées de triplas, de-
nominado padrao basico de grafos. O resultado de dados de consulta SPARQL
pode retornar conjuntos de grafos RDF. E considerada uma linguagem para
trabalhar com dados RDF pela possibilidade de gerar consultas mais comple-
xas, relacionadas diretamente com expressividade em resultados de buscas
(PRUD’HOMMEAUX; SEABORNE, 2008).

3. Comunicador Intercelular - responsavel pela comunicacao com as células vizi-
nhas. A comunicagé@o entre as células é realizada utilizando tecnologias P2P
entre os EXEHDABase de cada célula. A comunicacao cliente/servidor ocorre
apenas entre os diretérios localizados nos EXEHDABase. Os CC e CR acessam
apenas o diretorio da célula local. O Comunicador Intercelular € responsavel por
repassar a pesquisa para as células vizinhas.

4. Classificador de Recursos - tem por finalidade realizar a classificacdo dos recur-
sos mais adequados a solicitacao do cliente. Este mddulo contém os seguintes
Servigos:

e Classificador MCDA - responsavel por classificar todos os recursos desco-
bertos através do algoritmo MCDA proposto.

e Pré-Classificador Machine Learning - por meio deste servi¢o, 0s novos re-
cursos recém descobertos sdo pré-classificados, visando reduzir o custo
computacional gerado pelo algoritmo MCDA.

e Classificador Fuzzy - tem por objetivo resolver as incertezas na especifica-
cao e processamento de preferéncias do cliente.

A Figura 13 ilustra o fluxo de execucao dos componentes do EXEHDA-RR e a
atuacao do médulo Classificador de Recursos e seus servigos.
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Figura 13 — Fluxo de Execugédo do Médulo Classificador de Recursos

Considerando que o Médulo Classificador de Recursos do EXEHDA-RR agrega as
principais contribuicdes desta Tese, segue, na Sec¢ao 4.2 uma discussao circunstanci-
ada sobre esse modulo. Nesta secdo estdo sistematizadas as suas funcionalidades,
0s servicos da arquitetura que sao envolvidos e a sua sinergia de atuacao no atendi-
mento das diferentes demandas.

4.2 Moaddulo Classificador de Recursos

7

O mdédulo “Classificador de Recursos” € responsavel pela classificacdo e sele-
¢ao de recursos do middleware EXEHDA. Este modulo contém os seguintes servicos:
Classificador MCDA, Pré-Classificador ML e Classificador Fuzzy.

4.2.1 Servico Classificador MCDA

O Classificador MCDA tem por objetivo classificar os recursos descobertos, com-
parando e avaliando os atributos de QoS. Os recursos s&o classificados com valores
de “1” a “4", sendo os melhores recursos sao classificados com valor “1” e os piores,
com valor “4". Essa reclassificacdo do algoritmo MCDA tem por finalidade facilitar o
treinamento do servigo Pré-Classificador ML, que pré-classifica novos recursos desco-
bertos por meio do Machine Learning, evitando, com isso, a necessidade constante de
comparar todos os recursos descobertos e armazenados no Componente Diretério.
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O algoritmo MCDA utilizado neste trabalho é uma adaptacao dos algoritmos SAW
e Web Service Relevancy Function (WsRF) (AL-MASRI; MAHMOUD, 2007), com a

primeira etapa de normalizacédo de dados proposta por (LIU; NGU; ZENG, 2004).
Para a normalizagdo da matriz, sdo definidos dois vetores.

No primeiro, N =

{n1,nz,...,Nnn}, 0 valor de n; podera ser 0 ou 1. Sera 1 quando o aumento de q;; be-
neficiar a requisi¢do do cliente e 0 quando o aumento de q;; ndo beneficiar essa re-
quisicao. O segundo vetor, C = {c4, Cy,...,Cm}, cONtém constantes com o maximo valor

normalizado para cada atributo.

Para o calculo da avaliagdo dos recursos através do algoritmo MCDA, devem ser

realizadas as seguintes etapas:

1. Normalizar a matriz @ = (g¢i;)nxm de acordo com a Eq.(6), se o critério tiver
gue ser maximizado, ou Eq.(7), se o critério tiver que ser minimizado. Nessas

equacgodes, L Y " ¢ . é a média dos atributos de qualidade j na matriz Q.
n =1 5]
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2. Calcular o vetor pontuagdo de cada opgéo disponivel. Cada pontuacdo pode
ser calculada usando-se a Eq.(8), com o operador max(v;) representando o
maior valor de atributo normalizado na coluna j. Portanto, & necessario defi-
nir uma matriz que represente a contribuicao de pesos para cada recurso, onde
w = {wl,w2,w3,...,wj}. Cada peso nessa matriz representa o grau de impor-
tancia ou fator de peso associado a uma propriedade QoS especifica. Os valores
desses pesos variam de 0 a 1. A Eq.(9) soma todos os atributos de qualidade

para o recurso R;, onde N representa o numero de atributos.
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N
Vi j R; = Z hi (9) B
hij = w;j [mmgvj)} (8) s MCDA(4;) = {

100 * Ri]
(10)
3. O resultado final do algoritmo MCDA, Eq.(10), é reclassificado, como mostra a

Figura 14. As folhas da arvore sao representadas por uma caixa contendo a
classificagao (1 a 4).

Figura 14 — Reclassificagao da Saida Produzida pelo Algoritmo MCDA

O EXEHDA-RR foi modelado para tratar a incerteza na especificacao das preferén-
cias dos clientes na classificacdo de recursos loT. O valor de cada atributo de QoS,
bem como a especificacdo dos recursos disponiveis, ficam armazenados no Compo-
nente Diretério de cada célula do ambiente computacional. Os atributos sao avaliados
e classificados, inicialmente, pelo algoritmo MCDA.

A aplicacdo do algoritmo MCDA é demonstrada na classificagdo de 10 recursos,
com cinco atributos de qualidade do dataset QWS (AL-MASRI; MAHMOUD, 2007).

A tabela 6 apresenta a relagdo de atributos de qualidade (QoS) selecionados do
dataset QWS e uma breve descricdo sobre eles.

Tabela 6 — Classificador MCDA - Atributos Selecionados do Dataset QWS

Atributo Descricao Unid
RT - Response Time Tempo do envio de uma requisicao e receber sua resposta ms
AV - Availability Numero de invocacobes corretas/total invocacoes Y%
TH - Throughput Total de invocagdes por um determinado periodo %
RE - Reliability Taxa de erro no total de mensagens %
LA - Latency Tempo que o servidor leva para processar uma requisicdo ms
ID - Identificador Identificador Unico em substituicio do URI -

Na Tabela 7 a seguir, cada linha representa um recurso e cada coluna, um atributo
de qualidade. Os valores dos atributos Response Time e Latency serdo considera-
dos melhores se forem baixos e os valores dos atributos Availability, Throughput e
Reliability serdo considerados melhores se forem altos.
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Tabela 7 — Classificador MCDA - Dados Normalizados

Original Normalizado

ID RT AV TH RE LA RT AV TH RE LA

01 (302,75 89 71 73 187,75/1,70 1,07 0,97 1,06 0,21

02| 482 8 16 73 1 1,07 1,02 2,19 1,06 38,56
03133214 8 14 73 26 |0,15 1,07 0,19 1,06 14,83
04 | 126,17 98 12 67 22,77 | 4,07 1,18 1,64 0,98 1,69
05, 107 87 19 73 5833 480 1,04 0,26 1,06 0,66
06 | 107,57 80 1,7 67 1821 4,78 0,96 0,283 0,98 2,12
07| 255 98 13 67 408 |202 1,18 0,18 0,98 0,95
08 136,71 76 28 60 11,57 |3,76 091 0,38 0,87 3,33
0910262 91 153 67 0,93 |501 1,09 2,10 0,98 41,46
10| 200 40 135 67 4166 |257 048 1,85 0,98 0,93

A primeira etapa da classificacdo € a normalizagdo dos dados. Para tanto, consi-
deramos os vetores N={0, 1, 1, 1, 0}, C={6, 2, 3, 2, 50} e w={1, 1, 1, 1, 1}. Os atributos
Resp.Time e Latency qualificam o recurso com valores baixos, Eq.(4), e Availability,
Throughput e Reability qualificam com valores altos, Eq.(3). Todos os atributos sé&o
normalizados com valor maximo definido em “C”. No vetor “w”, sera informado se o
atributo € de interesse ou ndo, de acordo com a preferéncia do cliente. Por exemplo,
caso o cliente deseje informar as preferéncias para os atributos Availability, Reliability
e Latency, sera definido o vetor w={0,1,0,1,1}. A sequéncia dos atributos € a seguinte
w={Response Time, Availability, Throughput, Reliability e Latency}. Se o cliente espe-
cificar a preferéncia, sera informado o valor “1” para o referido atributo de qualidade,
caso contrario, “0”. O resultado dessa etapa é apresentado na Tabela 7.

A Tabela 8 apresenta os valores dos atributos apés aplicar a Eq.(5), ou seja, dividir
o valor normalizado da Tabela 7 pelo maior valor normalizado de cada coluna. Apds,
€ aplicada a Eq.(6), que ira somar todos os valores de atributos em cada linha. Na
sequéncia, é aplicada a Eq.(7), que ira qualificar o recurso com um valor que vai de 0
a 100, sendo o valor 100 para o melhor recurso do dataset. A classificacdo de 1 a4 é
atribuida através da regra ilustrada na Figura 14.

O algoritmo MCDA apresentado é utilizado para classificar e selecionar os melho-
res recursos e gerar a classificacéo de referéncia para o Pré-Classificador.

4.2.2 Servico Pré-Classificador Machine Learning

Na infraestrutura computacional provida pela loT a entrada e saida de recursos é
muito dindmica e altamente escalavel. Consequentemente, uma pré-classificacao de
NOvos recursos quando estes entram no ambiente computacional, permite reduzir o
custo computacional, evitando de compara-los ao conjunto de recursos existentes por
meio do classificador MCDA.
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Tabela 8 — Classificador MCDA - Dados Classificados

ID RT AV TH RE LA MCDA Classificacao
01 034 091 044 1,00 0,00 56,13 3

02 0,21 087 1,00 1,00 0,93 83,50
03 0,083 091 0,09 1,00 0,36 49,64
04 o081 1,00 0,75 0,92 0,04 73,33
05 09 0,89 0,12 1,00 0,02 62,08
06 095 0,82 0,11 092 0,05 59,25
07 0,40 1,00 0,08 0,92 0,02 5048
o8 0,75 0,78 0,18 0,82 0,08 54,21
09 1,00 0,93 0,96 0,92 1,00 100
i0 0,51 0,41 084 0,92 0,02 56,33

W= WwwmhhnND =

O Pré-Classificador é ativado quando o cliente deseja manter uma persisténcia de
sua requisicao por recursos. O cliente pode especificar em minutos o tempo em que
este servico ird monitorar a entrada de novos recursos, classificando-os e enviando os
melhores, classificados como “1” ao Classificador Fuzzy.

Algoritmos de Machine Learning supervisionado podem ser utilizados para a gera-
¢cao automatica de regras, com o objetivo de classificar os servigos, considerando-se
0s requisitos ndo funcionais. Para tanto, é realizada uma andlise da acurécia dos prin-
cipais algoritmos de arvore de decisdo. Os algoritmos empregados sao utilizados para
geracgao do subconjunto de um dataset utilizado para treinamento de um algoritmo de
aprendizado, no caso, arvore de decisao.

Algoritmos de arvore de decisdo sao utilizados para aprender a classificacao dos
recursos de forma equivalente a da Funcao de Revelancia de Web Service (WsRF).
Essa fungéo proposta por (AL-MASRI; MAHMOUD, 2007) tem por finalidade classificar
recursos, avaliando os atributos de QoS. A fungéo baseia-se no algoritmo MCDA SAW,
com adaptacdes para preferéncias do cliente.

Como exemplo de treinamento de algoritmos de arvore de decisdo, nesta Tese foi
utilizado o dataset QWS disponibilizado por (AL-MASRI; MAHMOUD, 2007), com 364
instancias e 9 atributos de qualidade.

Como parte dos trabalhos desta pesquisa, foram avaliados os algoritmos de ar-
vore de decisao J48, LMT, RandomForest, SimpleCart, DecisionStump, RandomTree,
HoeffdingTree e REPTree, na ferramenta WEKA (WITTEN; FRANK; HALL, 2011). O
objetivo da avaliagéo € verificar a acuracia dos algoritmos na classificagéo de servigos
considerando os valores de atributos de QoS.

A classificagdo dos servicos foi realizada através do aprendizado das regras ne-
cessarias para classificar o atributo “Service Classification” definido no dataset QWS
(AL-MASRI; MAHMOUD, 2007).

Utilizou-se o Machine Learning na predi¢cao de regras, sem a necessidade de rea-
lizar uma pré-avaliagcao dos servigos através de fungdes ou calculos. A classificacao
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dos melhores servicos foi realizada pelos algoritmos de arvore de decisao.
Conforme os resultados apresentados na Tabela 9, nota-se que o classificador LMT
obteve uma acuréacia de 85,99%.

Tabela 9 — Pré-Classificador ML - Comparagao da Acuracia dos Algoritmos

Classificador Instancias Corretas Instancias Incorretas Acuracia
LMT 313 51 85,99%
RandomForest 294 70 80,77%
J48 258 106 70,88%
RandomTree 248 116 68,13%
SimpleCart 248 116 68,13%
REPTree 239 125 65,66%
HoeffdingTree 198 166 54,40%
DecisionStump 160 204 43,95%

Os testes dos classificadores foram realizados sem alterar os padrées do WEKA,
com excecao do J48. A acuracia do J48, com as configuracdes padrdes, foi de
69,50%. Apoés ativar a opcao “ReduceErrorPruning”, a acuracia subiu para 70,88%.

Tabela 10 — Pré-Classificador ML - Ma- Tabela 11 — Pré-Classificador ML - Ma-
triz de Confusdo do Algoritmo LMT triz de Confusao do Algoritmo J48

a b ¢ d classificacao a b ¢ d classificacao
37 4 0 0 a=1 31 9 1 0 a=1

3 8 11 0 b=2 15 66 18 1 b=2

0O 11 100 9 <c¢=3 1 24 79 16 c¢c=3

0O 0 13 90 d=4 0 2 19 82 d=4

Pode-se observar na Matriz de Confuséo do algoritmo LMT, conforme Tabela 10,
que os erros ocorridos na predicdo foram pequenos e aceitaveis na perspectiva da
qualidade do servico na escala de 1 a 4, considerando o valor 1 mais bem qualificado.
Na primeira linha, onde todas as instancias deveriam ser classificadas com valor 1,
quatro foram classificados com valor 2. O erro € pequeno, pois nenhuma instancia
classificada como 1 no dataset original foi classificada em 3 ou 4. Na segunda linha,
todas as instancias deveriam ser classificadas com valor 2, mas trés foram classifica-
das com valor 1 e 11 classificadas com valor 3. Na terceira linha, as instancias de-
veriam ser classificadas com valor 3, mas 11 foram classificadas com valor 2 e nove,
classificadas com valor 4. Na ultima linha, as instancias deveriam ser classificadas
com valor 4, mas 13 instancias foram classificadas com valor 3.

A Matriz de Confusédo do algoritmo J48, conforme Tabela 11, apresenta uma maior
imprecisdo, se comparada a matriz de confusdo do algoritmo LMT. Na primeira linha,
onde todas as instancias deveriam ser classificadas com valor 1, nove foram clas-
sificadas com valor 2 e uma, classificada com valor 3. Na segunda linha, todas as
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instancias deveriam ser classificadas com valor 2, mas 15 foram classificadas com
valor 1, 18 classificadas com valor 3 e somente 1 com valor 4. Na terceira linha, as
instancias deveriam ser classificadas com valor 3, mas uma foi classificada com valor
1, 24 com valor 2, 79 com valor 3 e 16 com valor 4. Na ultima linha, as instancias
deveriam ser classificadas com valor 4, mas duas foram classificadas com valor 2, 19
com valor 3 e 82 com valor 4.

Apés a avaliacao e escolha do algoritmo para a pré-classificagdo dos recursos,
foi realizada uma analise sobre a quantidade minima de recursos para o treinamento
inicial do algoritmo e os intervalos para novos treinamentos. O Pré-Classificador é
iniciado somente com uma quantidade minima de recursos no Componente Diretério
(CD), necessaria para o treinamento inicial do algoritmo LMT.

Com o intuito de avaliar a quantidade minima de recursos para treinamento e o in-
tervalo entre treinamentos do algoritmo de Machine Learning, foram realizadas quatro
avaliagdes da pré-classificacao de recursos: (E1) grupos de 50 recursos, totalizando
20 grupos; (E2) grupos de 100 recursos, totalizando 10 grupos; (E3) grupos de 200
recursos, totalizando 5 grupos; e (E4) grupos de 500 recursos, totalizando 2 grupos.
Em cada avaliagao, foram classificados 1000 recursos com valores de 1 a 4. Foi esco-
lhido o algoritmo LMT por ter obtido a melhor acurécia dentre os algoritmos de &rvore
de decisdo analisados.

Em cada avaliagédo, o grupo de recursos classificados através do algoritmo MCDA
foi retirado do conjunto de dados de treinamento e usado no conjunto de dados de
teste do algoritmo de Machine Learning.

As avaliagdes foram realizadas com os seguintes repositorios iniciais para treina-
mento do algoritmo LMT: (a) - repositério inicial com 100 recursos; (b) - repositério
inicial com 200 recursos; e (c) - repositdrio inicial com 300 recursos.

A Tabela 12 apresenta as classificagdes incorretas dos recursos e o percentual de
acertos. A cada grupo avaliado, o algoritmo MCDA reclassifica os recursos e treina o
algoritmo de Machine Learning.

Ao analisar a acuracia obtida pela pré-classificagéo do algoritmo de Machine Lear-
ning LMT, pode-se observar que E1c obteve a acuracia de 84,2%. O repositério inicial
estava com 300 recursos, utilizados para treinamento, sendo que, a cada 50 recursos,
foi realizado um novo treinamento.

As avaliacoes E2b e E2c também mostraram-se satisfatérias, com acuracia de
78,4% e 80,5%. Essas avaliacOes foram realizadas a cada 100 recursos, portanto, os
processos de normalizagdo de dados e célculos do algoritmo MCDA s6 é realizado a
cada 100 recursos.

A avaliacao 4 mostrou-se impropria para a pré-classificacao de recursos, com acu-
racia abaixo de 54% (E4c). O intervalo de 500 recursos para recalculo do algoritmo
MCDA e treinamento do Machine Learning mostrou-se muito grande, acarretando a
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Tabela 12 — Pré-Classificador ML - Avaliagéo da Precisdo do Algoritmo LMT

Qtd Eia E1b Eic E2a E2b E2c E3a E3b E3c E4a E4b E4c

50 14 7 8
100 13 8 10 26 21 21
150 8 12 8
200 11 10 11 20 24 16 41 45 42
250 11 10 11
300 14 10 11 22 17 18
350 7 6 10
400 11 8 10 13 14 15 35 34 28
450 5 6 6
500 6 6 5 14 12 13 109 106 108
550 7 6 14
600 12 14 8 16 14 27 63 61 77
650 20 21 6
700 17 19 9 35 38 16
750 17 16 5
800 16 17 6 34 31 12 73 76 24
850 11 14 11
900 11 9 19 22 23 45
950 14 10 7
1000 7 11 5 26 22 12 46 50 87 213 193 356

TOTAL 232 223 180 228 216 195 258 266 258 322 299 464
Acuracia% 76,8 77,7 82 77,2 784 805 742 734 742 67,8 70,1 53,6

perda de acurécia.

O Pré-Classificador do EXEHDA-RR utiliza o algoritmo de Machine Learning LMT
para a pré-classificacdo de recursos. Para a ativagdo do servico, € necessaria uma
quantidade minima de 100 recursos, enviados pelo Classificador MCDA, para treina-
mento do algoritmo. Apos o treinamento inicial, a cada 50 novos recursos é realizado
novo treinamento.

4.2.3 Servico Classificador Fuzzy

No processo de classificagdo de recursos que visa satisfazer a solicitacao do usua-
rio, a avaliagdo dos atributos de QoS é uma etapa desafiadora. A definicdo do grau
de importancia dos atributos de QoS pelo cliente é uma atividade que depende da
experiéncia e do conhecimento de cada individuo. O tratamento das incertezas ocasi-
onadas na especificagdo e processamento das preferéncias do cliente é realizado com
o emprego de Légica Fuzzy Tipo-2 Intervalar, sendo essas preferéncias traduzidas em
regras para o motor de inferéncia fuzzy, alterando a classificacao final dos recursos.

O cliente podera definir suas preferéncias para cada um dos atributos de QoS. A
relevancia para cada um deles pode ser Low, Medium ou High. Conforme a preferéncia
selecionada, seréo ativadas regras adicionais na base regras fuzzy.
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No EXEHDA-RR, os atributos de QoS dos recursos sdo normalizados e subme-
tidos como entrada no sistema Fuzzy Tipo-2, fuzzificados por meio de funcdes de
pertinéncia trapezoidais e triangulares. A utilizacdo de funcdes de pertinéncia Fuzzy
Tipo-2 na entrada de controladores fuzzy pode resultar na diminuicao do nimero de re-
gras, quando comparados com um sistema fuzzy convencional. O Classificador Fuzzy
consiste em seis etapas, as quais sao descritas na sequéncia.

I. Normalizacao

Os recursos classificados pelo Classificador MCDA ou pelo Pré-Classificador como
melhores, ou seja, “1”, sdo normalizados antes de serem processados pelo Classifi-
cador Fuzzy. No processo de normalizacao, o melhor valor de atributo de QoS € nor-
malizado em 100 e isso é feito para cada um dos atributos. Aqueles que ja possuem
sua escala de valores (0 - 100) ndo sdo normalizados, como é o caso do atributo AV -
Availability. A normalizagéo é realizada por meio da Eq.(11), se o critério tiver que ser
maximizado, ou Eq.(12), se tiver que ser minimizado.

b = {vw * 100} (1) b = {mm(vj) * 100] (12)
’ TTLCLCIJ(UJ’) ’ Vi, j

Il. Fuzzificacao

Processo que transforma uma entrada crisp em um valor fuzzy A, indicando o grau
de pertinéncia do elemento = € U no conjunto fuzzy A, frequentemente dado na forma
triangular (A = (a, b, ¢)) ou trapezoidal (A = (a, b, ¢, d)), cuja correspondente expressao
analitica é dada pela Eq.(13) ou Eq.(14), a sequir:

=2 seaq<x <b

b—a?
0, sex < a; () 1, seb<zx<g (14)
=28 seq < x < b HAVE) =Y d=s :
pala) = { o =% 1) so sec<rsd
cC—X . Avi
=, seb<z<g 0, caso contrario.
0, sex > c.

Com o objetivo de avaliar o tamanho adequado da mancha de incerteza (FOU),
realizou-se a classificacdo de 13 recursos, sem especificar as preferéncias do cliente.
Os recursos foram classificados com Fuzzy Tipo-1 e Fuzzy Tipo-2 com o tamanho da
FOU definida para cada Termo Linguistico da seguinte forma: Low, ¢=0,3; Medium,
c=0,4; e High, c=0,2. Novamente os recursos foram classificados com Fuzzy Tipo-2,
com o dobro da FOU: Low, c=0,6; Medium, ¢=0,8; e High, c=0,4. As classificacdes
foram comparadas ao algoritmo MCDA. Esse experimento foi realizado com o intuito
de definir o tamanho da FOU para cada fun¢ao de pertinéncia.
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Na Tabela 13, sdo apresentadas as variaveis linguisticas RT (Response Time), AV
(Availability) e TH (Throughput). Na primeira coluna estdo os termos linguisticos. O
Termo High foi modelado com funcéo de pertinéncia triangular e os Termos Linguisti-
cos Medium e Low, modelados com funcéo de pertinéncia trapezoidal. Ja a variavel
linguistica de saida Weight foi modelada empregando funcdes de pertinéncia trape-
zoidal. Os termos linguisticos e seus valores sdo apresentados na Tabela 14.

Tabela 14 — Classificador Fuzzy - Va-
riavel Linguistica Tipo-1: Weight

Tabela 13 — Classificador Fuzzy - Va-
ridveis Ling. Tipo-1: RT, AV e TH

Termo Linguistico FP Termo Linguistico FP
H - High (62,100,100) HighWeight (52,82,100,100)
M - Medium (37,52,62,77) MediumWeight (12,42,57,87)
L - Low (0,0,32,52) LowWeight (0,0,22,47)

Para cada atributo de QoS € adicionada uma entrada no sistema Fuzzy Tipo-2
Intervalar, modelado com uma Unica saida que representa o peso de importancia para
o recurso avaliado. Os atributos de QoS sao identificados por varidveis linguisticas.

As funcgdes de pertinéncia Tipo-1 utilizadas estdo graficamente representadas na
Figura 15. O termo linguistico High (62,100,100) é representado por numeros fuzzy
triangulares. Ja os termos linguisticos Medium (37,52,62,77) e Low (0,0,32,52) por

nuameros fuzzy trapezoidais.
/ 0.0 / 0.0 /
0 25 50 75 100 0 25 50 75 100

0.0
0 25 50 75 100
RT AV H

1.0 1.0 1.0 1.0

0.5 0.5 0.5 0.5

0.0
(5525 = BOSTS S0
Weight

Figura 15 — Classificador Fuzzy - Fung¢des de Pertinéncia Fuzzy Tipo-1

E, para o universo x = {ui,...,ui00}, tem-se os valores fuzzy z; = pua(w;), Vi €
Nig9, d0Os conjuntos fuzzy associados aos termos linguisticos High, Medium e Low dos
atributos de entrada RT, AV e TH definidos pelas fun¢des de pertinéncia dadas pelas
equacdes a seguir:

(

0, se0<u<3m
u—37 )
0, se0 <u < 62; w, se 37 <u < 52
Hiicn (U) ) w62 se 62 < u < 100 Kyvreprom (u) = 4 1, seh2<u< 62;
\ 0, se 77 < u < 100.
L sel <wu < 32;
52—u

se 32 < u < 5H2;
se 52 < u < 100.

:uLOW (U) = 20

0,
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Na modelagem fuzzy para a variavel de saida Weight, também foram conside-
rados trés termos linguisticos: low, medium e High. Assim, para o universo x =
{uy, ..., ui00}, ttm-se os valores fuzzy =; = pa(u;), Vi € Ny, do conjuntos fuzzy
associado Weight, sendo estes definidos pelas funcdes de pertinéncia dadas pelas
equagdes que seguem:

0, se 0 <u<12;

ud2 ' ge 12 < u < 42;
0, se) < u < 52;

It (u) =< 1, sed2<u<D5T;
Hyron (U) = ugga, se52 < u < 82; MEDIUM o .
1, se82<wu<100. 25, se b2 <u <87,

0, se87 <wu <100.

1, sel <wu <22
foow(u) = § 224 se22 < u < AT,
0, sed7 <u<100.

O tamanho da FOU foi definido utilizando o parametro c € [0,1] definido em (ALADI;
WAGNER; GARIBALDI, 2014). Sendo que c¢ = 0 representa um conjunto Fuzzy Tipo-
1 com a funcéo de pertinéncia original, enquanto ¢ = 1 resulta em uma FOU muito
larga. As funcdes de pertinéncia Fuzzy Tipo-2 foram especificadas tendo por base o
parametro de incerteza “c”. A partir das fungdes de pertinéncia tipo-1 foram utilizadas
as equacoes Eq.15 e Eq.16 para definir os limites inferiores e superiores.

7i1(x) = min {MA(x) + 5,1.0} (15)
() = min [max [uA(x) - g,()] , 1.0 — c] (16)

As funges de pertinéncia tipo-2 com mancha de incerteza menor estéo represen-
tadas na Figura 16.

1.0p== 1.0 p— 1.0 pu— 10

0.5 0I5 0.5 0.5

0.0 0.0 0.0 0.0
0O 25 50 75 100 O 25 50 75 100 O 25 50 75 100| O 25 50 75 100
RT AV ila) Weight

Figura 16 — Classificador Fuzzy - Funcdes de Pertinéncia Fuzzy Tipo-2 Small

As funces de pertinéncia tipo-2 com mancha de incerteza maior estdo represen-
tadas na Figura 17.
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Figura 17 — Classificador Fuzzy - Fungdes de Pertinéncia Fuzzy Tipo-2 Large
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Figura 18 — Comparacao dos Resultados das Fungdes de Pertinéncia vs MCDA
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Pode-se observar na Figura 18 que a classificagdo com fungdes de pertinéncia tipo-
2 maiores (Large) obteve 100% de acuracia comparada a classificagdo com algoritmo
MCDA. Desta forma, as fungdes de pertinéncia do EXEHDA-RR foram definidas com
o tamanho da FOU de acordo com as fungdes Tipo-2 Large.

Na Tabela 15 sdo apresentadas as variaveis linguisticas RT, AV e TH. Na primeira
coluna estao os termos linguisticos. O Termo High foi modelado com funcéao de perti-
néncia triangular e os Termos Linguisticos Medium e Low foram modelados com fun-
céo de pertinéncia trapezoidal. Os limites inferiores e superiores sdo apresentados
nas colunas FP Superior e FP Inferior.

Tabela 15 — Classificador Fuzzy - Variaveis Linguisticas Tipo-2: RT, AV e TH

Termo Linguistico FP Superior FP Inferior

H - High (56,100,100)  (68,100,100)
M - Medium (31,46,68,83) (43,58,56,71)
L-Low (0,0,38,58)  (0,0,26,46)

Para os conjuntos triangulares fuzzy High_Superior (/) e High_Inferior (H), temos:



76

() 0, se 0 < u < 56; () 0, se ) < u < 68;
7g\UW) = . u) = .
= 156 ge 56 < u < 100. it 168 g 68 < u < 100.

Para os conjuntos trapezoidais fuzzy Medium_Superior (M) e Medium_Inferior (M),
tem-se:

(0, se 0 < u < 31; 0, se 0 < u < 43;
“ISI, se 31 < u < 46; “1543, se 43 < u < 58;
pgr(u) =< 1, se 46 < u < 68; par(u) =< 1, se 58 < u < 59;
Bt se 68 < u < 83; Hou se 59 <u < 71
L 0, se 83 < u < 100. L 0, se 71 < u < 100.

Para os conjuntos trapezoidais fuzzy Low_Superior (L) e Low_Inferior (L), tem-se:

1, se ) <u<38; 1, se 0 < u < 26;
pp(u) = ¢ B4 se 38 < u < 58; pr(u) = ¢ 5%, se 26 < u < 46;
0, se b8 < u < 100. 0, se 46 < u < 100.

A variavel linguistica de saida Weight foi modelada empregando-se fungdes de
pertinéncia trapezoidal. Os termos linguisticos e seus valores estdo apresentados na
Tabela 16.

Tabela 16 — Classificador Fuzzy - Varidvel Linguistica Tipo-2: Weight

Termo Linguistico FP Superior FP Inferior

H - High (46,76,100,100) (58,88,100,100)
M - Medium (6,36,63,93) (18,48,51,81)
L - Low (0,0,28,53) (0,0,16,41)

lll. Base de Regras do Classificador Fuzzy

A Base de Regras descreve como as variaveis linguisticas sao processadas em
termos linguisticos na Maquina de Inferéncia. No controlador desenvolvido por Mam-
dani (MAMDANI; ASSILIAN, 1975) foi adotado um método para o processo de decisao
baseado em regras do tipo “If X Then Y”, nas quais tanto o antecedente quanto o con-
sequente sdo valores de variaveis linguisticas, expressos por meio de conjuntos fuzzy.

Os principais operadores Fuzzy utilizados sao a unido fuzzy e a interseccao fuzzy.
O método Mamdani agrega as regras através do operador OU (unido), modelado pelo
operador maximo e, em cada regra, o operador l6gico E é modelado pelo operador
minimo (interseccao).
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No sistema Fuzzy Tipo-2 as regras seguem as mesmas do sistema Fuzzy Tipo-1,
porém, a diferenca esta na natureza das funcées de pertinéncia (KARNIK; MENDEL,

2001).

O EXEHDA-RR processa as preferéncias do cliente por meio de regras fuzzy. A
Tabela 17 contém as 27 regras utilizadas pela maquina de inferéncia fuzzy.

Tabela 17 — Classificador Fuzzy - Base de Regras Mamdani

Regra Antecedente Consequente
01 LowRT and LowAV and LowTH LowWeight
02 LowRT and LowAV and MediumTH LowWeight
03 LowRT and LowAV and HighTH LowWeight
04 LowRT and MediumAV and LowTH LowWeight
05 LowRT and MediumAV and MediumTH LowWeight
06 LowRT and MediumAV and HighTH LowWeight
07 LowRT and HighAV and LowTH LowWeight
08 LowRT and HighAV and MediumTH LowWeight
09 LowRT and HighAV and HighTH LowWeight
10 MediumRT and LowAV and LowTH LowWeight
11 MediumRT and LowAV and MediumTH LowWeight
12 MediumRT and LowAV and HighTH LowWeight
13 MediumRT and MediumAV and LowTH LowWeight
14 MediumRT and MediumAV and MediumTH MediumWeight
15 MediumRT and MediumAV and HighTH  MediumWeight
16 MediumRT and HighAV and LowTH LowWeight
17 MediumRT and HighAV and MediumTH  MediumWeight
18 MediumRT and HighAV and HighTH MediumWeight
19 HighRT and LowAV and LowTH LowWeight
20 HighRT and LowAV and MediumTH LowWeight
21 HighRT and LowAV and HighTH LowWeight
22 HighRT and MediumAV and LowTH LowWeight
23 HighRT and MediumAV and MediumTH MediumWeight
24 HighRT and MediumAV and HighTH MediumWeight
25 HighRT and HighAV and LowTH LowWeight
26 HighRT and HighAV and MediumTH MediumWeight
27 HighRT and HighAV and HighTH HighWeight

A preferéncia do cliente é informada para trés atributos de QoS, sendo que o sis-
tema possibilita a utilizacdo de mais atributos, mas a base de regras deve ser aumen-
tada para contemplar todas as condi¢des. Os atributos de QoS sao representados por
variaveis linguisticas na entrada do sistema fuzzy, com trés termos linguisticos cada,
resultando em 27 regras. Tais regras sao sempre processadas, mesmo que o cliente
nao deseje especificar as preferéncias, ou seja, todos os atributos de qualidade séo
importantes. Os atributos RT - Response Time, AV - Availability e TH - Throughput
terdo 0 mesmo peso de importancia na classificacao final.
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A l6gica utilizada na construcao das regras € que o menor valor dos termos linguis-
ticos entre as variaveis linguisticas de entrada é utilizado na variavel de saida. Nessa
modelagem, por exemplo, a regra 08 pode ser desmembrada da seguinte forma: If RT
= Low and AV = High and TH = Medium then Weight = Low. A variavel de entrada RT
possui 0 menor termo linguistico (Low), este termo é 0 mesmo utilizado na variavel de
saida (Weight).

A Tabela 18 contém regras adicionais para aplicar a preferéncia do cliente, onde é
especificada da seguinte forma: RT - Low, AV - High e TH - Medium. Ao conjunto de
27 regras-base, foram adicionadas duas novas regras:

e (i) regra 28, que verifica se o atributo AV do recurso € High e se o atributo TH &
Medium e, caso seja, € atribuido o valor Medium a variavel de saida Weight;

e (ii) regra 29, que verifica se o atributo AV é High e se o atributo TH € High e, caso
seja, € atribuido o valor High a variavel de saida Weight.

Essas regras tém por objetivo levar a pertinéncia fuzzy das varaveis de entrada a
variavel de saida, garantindo, assim, a preferéncia definida pelo cliente.

Tabela 18 — Classificador Fuzzy - Preferéncia de Cliente LHM

Regra Antecedente Consequente
28 HighAV and MediumTH MediumWeight
29 HighAV and HighTH HighWeight

A Tabela 19 contém as regras adicionais para aplicar a preferéncia do cliente, es-
pecificada da seguinte forma: RT - Low, AV - High e TH - Low. Ao conjunto de 27
regras-base, foi adicionada uma nova regra: regra 28, que verifica se o valor do atri-
buto AV do recurso € High e, caso seja, é atribuido o valor High a variavel de saida
Weight.

Tabela 19 — Classificador Fuzzy - Preferéncia de Cliente LHL

Regra Antecedente Consequente
28 HighAV HighWeight
29 MediumRT  MediumWeight
30 MediumTH  MediumWeight

A Tabela 20 contém as regras adicionais para aplicar a preferéncia do cliente, onde
€ especificada da seguinte forma: RT - Medium, AV - High e TH - Medium. Ao conjunto
de 27 regras-base, foram adicionadas duas novas regras:

e (i) regra 28, que verifica se o valor do atributo RT do recurso € Medium e, caso
seja, é atribuido o valor Medium a variavel de saida Weight;
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e (ii) regra 29, que verifica se o valor do atributo AV é High e, caso seja, € atribuido
o valor High a variavel de saida Weight.

Tabela 20 — Classificador Fuzzy - Preferéncia de Cliente MHM

Regra Antecedente Consequente
28 MediumRT and MediumTH MediumWeight
29 HighAV HighWeight

A Tabela 21 contém as regras adicionais para aplicar a preferéncia do cliente, es-
pecificada da seguinte forma: RT - High, AV - Low e TH - Low. Ao conjunto de 27
regras-base, foram adicionadas as novas regras:

e (i) regra 28, que verifica se o valor do atributo RT do recurso é High e, caso seja,
€ atribuido o valor High a variavel de saida Weight;

e (ii) regra 29, que verifica se o valor do atributo AV do recurso é Medium e, caso
seja, é atribuido o valor Medium a variavel de saida Weight;

e (iii) regra 30, que verifica se o valor do atributo TH do recurso € Medium e, caso
seja, é atribuido o valor Medium a variavel de saida Weight.

Tabela 21 — Classificador Fuzzy - Preferéncia de Cliente HLL

Regra Antecedente Consequente
28 HighRT HighWeight
29 MediumAV  MediumWeight
30 MediumTH  MediumWeight

A Tabela 22 contém a regra adicional para aplicar a preferéncia do cliente, espe-
cificada da seguinte forma: RT - High, AV - High e TH - Low. Ao conjunto de 27
regras-base, foi adicionada uma nova regra: a regra 28, que verifica se o atributo RT
do recurso € High e o atributo AV é High e, caso a condicao seja verdadeira, € atribuida
a menor pertinéncia entre as duas variaveis de entrada a variavel de saida Weight.

Tabela 22 — Classificador Fuzzy - Preferéncia de Cliente HHL

Regra Antecedente Consequente
28 HighRT and HighAV  HighWeight

A Tabela 23 contém as regras adicionais para aplicar a preferéncia do cliente, es-
pecificada da seguinte forma: RT - Medium, AV - Low e TH - High. Ao conjunto de 27
regras-base, foram adicionadas duas novas regras:
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e (i) regra 28, que verifica se o atributo RT do recurso é Medium e o atributo TH &
High e, caso a condicdo seja verdadeira, é atribuida a menor pertinéncia entre
as duas variaveis de entrada a variavel de saida Weight;

o (ii) regra 29, que verifica se o atributo TH é High e, caso seja, € atribuido High a
variavel de saida Weight.

Tabela 23 — Classificador Fuzzy - Preferéncia de Cliente MLH

Regra Antecedente Consequente
28 MediumRT and HighTH MediumWeight
29 HighTH HighWeight

A Tabela 24 contém as regras adicionais para aplicar a preferéncia do cliente, es-
pecificada da seguinte forma: RT - High, AV - Low e TH - Medium. Ao conjunto de 27
regras-base, foram adicionadas duas novas regras:

e (i) regra 28, verifica se o atributo RT do recurso € High, caso seja é atribuido
High a variavel de saida Weight;

e (ii) regra 29 verifica se o atributo TH é Medium, caso seja é atribuido Medium a
variavel de saida Weight.

Tabela 24 — Classificador Fuzzy - Preferéncia de Cliente HLM

Regra Antecedente Consequente
28 HighRT HighWeight
29 MediumTH  MediumWeight

A Tabela 25 contém as regras adicionais para aplicar a preferéncia do cliente, es-
pecificada da seguinte forma: RT - High, AV - Medium e TH - Low. Ao conjunto de 27
regras-base, foram adicionadas duas novas regras:

e regra 28, verifica se o atributo RT do recurso € High, caso seja € atribuido High
a variavel de saida Weight;

e regra 29 verifica se o atributo TH € Medium, caso seja é atribuido Medium a
variavel de saida Weight.

Novas regras podem ser adicionadas ao EXEHDA-RR através de perfis. As regras
definidas fazem parte do perfil “default”.

IV. Motor de Inferéncia Fuzzy
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Tabela 25 — Classificador Fuzzy - Preferéncia de Cliente HML

Regra Antecedente Consequente
28 HighRT and MediumAV MediumWeight
29 HighRT and HighAV HighWeight

Fornece a saida de cada entrada, de acordo com a base de regras construidas por
operadores de composicao e conectivos LF. A maquina de inferéncia fuzzy processa
as regras do tipo Mamdani, com operador I6gico “and”. Dessa forma, na variavel
linguistica de saida “Weight” serd atribuida a menor pertinéncia entre as variaveis
linguisticas de entrada (RT, AV e TH).

Com o intuito de exemplificar o processamento das regras, utilizou-se o framework
JuzzyOnline', inserindo-se as 27 regras Mamdani e as fungdes de pertinéncia para as
variaveis linguisticas RT, AV, TH e Weight (Figuras 19 e 20).
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16 0.50 0.50 0.50 0.50
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If RT is Medium and AV is High and TH is Low then \Weight is Low
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If RT is Medium and AV is High and TH is Medium then \Weight is Medium
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Figura 19 — Inferéncia Fuzzy - Processamento das Regras 16 a 18

Foram processados os seguintes atributos de QoS, ja normalizados, de um recurso
qualquer: RT (78), AV(86) e TH(57). Nao foram consideradas as preferéncias do cli-
ente neste exemplo, ou seja, a mesma preferéncia para cada um dos atributos (HHH,
MMM ou LLL). Assim, somente as 27 regras principais foram consideradas. Os atri-
butos deste recurso foram processados por seis regras. A agregacao das regras é
apresentada na Figura 21.

V. Redutor para Fuzzy Tipo-1 e Defuzzificacao

Thttp:/ritweb.cloudapp.net:8080/JuzzyOnline2


http://ritweb.cloudapp.net:8080/JuzzyOnline2
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Figura 20 — Inferéncia Fuzzy - Processamento das Regras 25 a 27
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Figura 21 — Inferéncia Fuzzy - Resultado da Agregacao de Regras

100

Considerando a melhor escolha (de granulosidade), para transformacao de um
conjunto Fuzzy Tipo-2 em um conjunto Fuzzy Tipo-1. O bloco redutor de tipo tem
como objetivo utilizar o algoritmo de Karnik-Mendel (KM) que determina o minimo

(C1) e o maximo (Cr) dos centroides de conjuntos Fuzzy Tipo-1.

Cp =min ¢(T(L)); Cr = maz c(T(R)),

quando z; < z» < --- < zy and L,R € N sdo pontos de troca de ri; para y;, e
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analogamente, de . ; para 114, respectivamente:

o(T(L)) = Zz 1 Tift ('xl)—'_Zz L+1I1NA(II>’ (17)
21 1/%4(3%)"‘21 L+1 MA(QUZ)

o(T(R)) = > 1xzﬂA($z>+Zz_R+1IzﬂA( ) (18)
Z 1UA(371)+Zz R BA(T:)

e 0 maximo (yr) dos centroides de conjuntos fuzzy do tipo-1.
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Figura 22 — Inferéncia Fuzzy - Intervalo Resultante

Observou-se que ao defuzzificar os intervalos para obter um valor crisp com o
propdésito de ordenar para gerar uma classificagdo final, em alguns casos o valor de-
fuzzificado de intervalos diferentes permaneceu 0 mesmo, dificultando o processo de
classificacdo. Neste trabalho nao esta sendo realizada a defuzzificacdo, como a mé-
dia entre dois valores, onde o primeiro calcula o ponto final esquerdo do intervalo (C})
e o ultimo calcula o ponto final direito (Cgr). Optou-se por preservar os intervalos e
ordena-los por meio de Ordens Admissiveis.

VI. Ordens Admissiveis

Concluindo a etapa de defuzzificagdo, como muitos elementos em uma lista de
intervalos gerados na abordagem de conjuntos Fuzzy Tipo-2 Intervalar podem néo ser
comparaveis pela ordem parcial usual, uma ordem total de intervalos € considerada
com base nas ordens admissiveis, conforme proposto em (XU; YAGER, 2006).

Assim, nesta proposta, o desenvolvimento do médulo Classificador de Recursos
nao se restringiu ao uso de operadores de agregacao (como meédia aritmética) execu-
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tados sobre os limites superior e inferior do intervalo no procedimento final da etapa
de defuzzificagdo.

Essa nova estratégia de preservacdo de dados de intervalo nos permite aplicar
métricas (por exemplo, didmetro), estendendo a analise dos resultados do intervalo,
considerando ndo apenas a incerteza associada aos dados de entrada, mas, também,
a imprecisao relacionada aos calculos do processo de classificacdo. Essa proposta
modela as incertezas relacionadas a possivel indecisdo das preferéncias do cliente
e a imprecisao dos calculos computacionais. Além disso, continuamos capazes de
garantir a comparacgao de todos os dados do intervalo de saida.

Os recursos sao classificados em ordem decrescente de intervalos através da or-
dem admissivel proposta por (XU; YAGER, 2006).

4.3 Consideracoes Sobre o Capitulo

Diferentemente dos Trabalhos Relacionados, que nao fazem foco na natureza di-
namica da loT, e o decorrente impacto que isso causa, considerando a tipica escalabi-
lidade elevada de recursos, 0 EXEHDA-RR emprega uma técnica de pré-classificacao
para tratar esta situacao.

Nesse sentido, o EXEHDA-RR explora a classificagdo inicial dos recursos com a
proposi¢ao de uma abordagem baseada em MCDA. Caso seja de interesse do cliente
também monitorar dinamicamente a entrada de novos recursos, foi concebido um Pré-
Classificador Machine Learning, ativado por demanda. A exploracéo sinérgica destas
duas funcionalidades do EXEHDA-RR viabiliza uma operacdo com menores custos
computacionais.

Por sua vez, o tratamento da incerteza no EXEHDA-RR é realizado por um Classifi-
cador Fuzzy. Para isso, o cliente informa suas preferéncias especificando a relevancia
dos atributos de QoS dos diferentes recursos loT empregando variaveis linguisticas.
No EXEHDA-RR também é facultado ao especialista poder especificar novas funcoes
de pertinéncia, para que sejam mais adequadas ao perfil operacional da sua aplica-
céo.

No Capitulo seguinte, sdo apresentados os trés cenarios concebidos para avaliar
as funcionalidades dos servicos Classificador MCDA, Pré-Classificador Machine Lear-
ning e Classificador Fuzzy, que integram o Mdodulo Classificador de Recursos, o qual
constitui a contribuicao central da Proposta EXEHDA-RR.



5 EXEHDA-RR: CENARIOS DE USO

Tendo por base os diversos métodos de avaliacao discutidos na literatura da area
de ciéncia da computacao, nesta Tese optou-se pelo emprego de uma avaliacao ba-
seada em cenarios. Destacam-se como principais razées para esta escolha os se-
guintes critérios: (i) ser considerada uma alternativa madura para ser empregada em
ambientes como os da loT (PATIDAR; SUMAN, 2015); (ii) ser explorada para avaliar a
utilizacdo de uma arquitetura de software em relacao as demandas de um conjunto de
aplicagdes (SHANMUGAPRIYA; SURESH, 2012); e (iii) ser utilizada como método de
avaliacao pelos trabalhos relacionados a arquitetura do EXEHDA-RR.

Para avaliar o Classificador de Recursos do EXEHDA-RR foram definidos trés ce-
narios de uso que exploram diferentes aspectos da arquitetura de software proposta.

O primeiro cenério tem por finalidade comparar a classificagao obtida pelo Classi-
ficador Fuzzy, com aquela obtida pelo algoritmo MCDA WsRF. Neste cenério, € facul-
tado ao especialista realizar o ajuste da funcao de pertinéncia de um dos atributos de
QoS. Oportuno registrar que o algoritmo MCDA WSRF é entendido pela literatura da
area como um algoritmo de referéncia, em termos de classificacdo de recursos.

Os outros dois cenarios exploram solicitagcdes de classificacdo por recursos, com
diferentes preferéncias definidas pelo cliente, especificadas com o emprego de varia-
veis linguisticas, minimizando a incerteza e, também, alterando o peso dos atributos
de QoS dos recursos, no momento da classificagao.

Os recursos loT foram emulados com a insercao das informacdes do dataset QWS
versao 2.0, disponibilizado por (AL-MASRI; MAHMOUD, 2007), com 2.505 recursos.
Este dataset contém 13 atributos, dos quais foram selecionados trés deles para se-
rem inseridos no Componente Diretorio. Nestes dois cenérios, foram realizadas oito
requisi¢des pelo recurso denominado “AnalysisWSAppLablmplService”.

O Classificador MCDA e o Pré-Classificador ML foram desenvolvidos na linguagem
Python. Para prototipacao dos algoritmos de arvores de decisao, foi utilizado o Mas-
sive Online Analysis (MOA), um framework para mineracdo de dados. As bibliotecas
do MOA e do WEKA foram desenvolvidas em Java e, portanto, foi utilizado o Jpype
para que o Python pudesse manipular as bibliotecas em Java. O Classificador Fuzzy
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foi desenvolvido em linguagem Java, com o emprego do framework Juzzy, proposto
por (WAGNER, 2013).

5.1 Cenario 1 - Classificacao de Recursos EXEHDA-RR vs WsRF

Este cenario avalia as funcionalidades do Classificador Fuzzy quanto ao tratamento
da incerteza na especificacdo das preferéncias do cliente, por meio de Variaveis Lin-
guisticas e, também, a possibilidade do especialista adequar as fun¢des de pertinén-
cia para que os Termos Linguisticos Low, Medium e High se aproximem da necessi-
dade do cliente. Dessa forma, realizou-se uma avaliagao, classificando-se 10 recursos
(Tabela 26), com a preferéncia especificada pelo cliente da seguinte forma: RT - High,
AV - Medium e TH - Low.

Tabela 26 — Cenario 1 - Recursos Considerados para Classificagao

Original Normalizado

ID RT AV TH RT AV TH

01 | 220,88 93 11,1 | 99,34 93 90,24
02 | 240,03 95 7,6 | 9142 95 61,79
03 | 260,84 80 52 |84,12 80 42,28
04 | 25497 70 4,9 |86,06 70 39,84
05| 219,43 72 123 | 100 72 100

06 | 24411 85 7,2 |89,89 85 5854
07 | 223,18 50 10,9 | 98,32 50 88,62
08 | 251,31 86 6,8 | 87,31 86 5528
09 | 24821 85 9,7 |8840 85 78,86
10 | 281,13 65 6,4 | 78,05 65 52,03

A Tabela 27 apresenta o resultado da classificagdo dos 10 recursos empregando o
algoritmo MCDA WsRF. A preferéncia RT - High, AV - Medium e TH - Low foi adaptada
ao algoritmo MCDA WsRF, com os seguintes pesos de atributo equivalentes: RT - 1,
AV -0,6eTH-0,3.

Tabela 27 — Cenario 1 - Classificagao da Preferéncia HML com WsRF

ID| RTT AV TH | RT AV TH | WsRF | Classif.
011,11 1,19 135|099 0,59 0,27 | 1,85 1
021,02 1,22 093|091 060 0,19 | 1,70 3
031094 1,02 063|084 0,51 0,13 | 1,47 8
04 /09 09 060|086 044 0,12 | 1,42 9
051,11 092 150|100 045 030 | 1,75 2
06 /100 1,09 088 |09 054 0,18 | 1,61 5
071,10 064 133|098 0,32 0,27 | 1,56 7
08 1097 1,10 083|087 0,54 0,17 | 1,58 6
09 /098 1,09 1,18 | 0,88 0,54 0,24 | 1,66 4
10 | 0,87 0,83 0,78 | 0,78 0,41 0,16 | 1,35 10

Nesse cenario, foram utilizadas funcdes de pertinéncia para os atributos de QoS
RT e TH representadas graficamente na Figura 23.
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Figura 23 — Cenério 1 - Fungdes de Pertinéncia para RT e TH

A funcao de pertinéncia AV foi remodelada para melhor atender a determinada
aplicacao, conforme Figura 24. Neste cenario, foi criado o perfil “cenario_1”, em que o
especialista modelou a fungao de pertinéncia para o atributo de QoS AV, adequando o
termo linguistico Medium com pertinéncia maxima em 80 e o termo High com funcao
de pertinéncia iniciando em 80. Esse procedimento, adaptado a um perfil operacional,
mantém as preferéncias especificadas pelo cliente, refletindo na classificagcao final.
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Figura 24 — Cenario 1 - Fungdes de Pertinéncia para AV Definidas pelo Especialista

A Figura 25 apresenta a interface para especificacao de preferéncias do EXEHDA-
RR. O tratamento da incerteza proveniente dos termos linguisticos Low, Medium e
High esté relacionada a correta especificacdo dos conjuntos fuzzy pelos especialistas
do dominio.

Nessa interface, o cliente pode especificar os termos linguisticos High, Medium ou
Low para cada um dos atributos de QoS, identificados pelas variaveis linguisticas RT,
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EXEHDA

EXEHDA-RR - Preferéncias do Cliente

Response Time (RT): Availability (AV): Throughput (TH): Perfil:

High - Medium - Low A Cenario_1

Figura 25 — Cenério 1 - Selegéo da Preferéncia HML

AV e TH. O Perfil seleciona o conjunto de funcdes de pertinéncia especificados pelo
especialista, sendo que existe um perfil padrao com as fungdes de pertinéncia espe-
cificadas na Segéo 4.2.3, chamado default. A preferéncia especificada pelo cliente foi
HML (RT - High, AV - Medium e TH - Low).

A interface de cadastro de perfil do EXEHDA-RR (Figura 26) € manipulada pelo
usuario que possui permissdo de administrador. Um perfil representa um conjunto de
funcdes de pertinéncia e regras do tipo Mandani.

EXEHDA

EXEHDA-RR - Modo de Administracao

Cadastro de Perfil

Nome do Perfil
Cenario_1

Conjunto de Regras

Browse.. | regras.txt

Fungdes de Pertinéncia

Browse... | funcoes pertinencia.txt

Figura 26 — Cenario 1 - Cadastro de Perfil do Processamento Fuzzy

Apos o cadastro do perfil, ele fica disponivel para ser utilizado pelo cliente. A Figura
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25 apresenta a selecao da preferéncia HML pelo cliente e o perfil “Cenario_1".

Por sua vez, a Figura 27 apresenta o resultado da classificagdo para a preferéncia
de cliente HML, ordenado por ID do recurso. Os valores dos atributos RT, AV e TH
estdo normalizados. Centroide Inferior e Superior representa o intervalo resultante
da defuzzificacdo. A Ultima coluna apresenta a classificacao, sendo o valor 1 para o
melhor recurso.

EXEHDA

EXEHDA-RR - Classificacdo para a Preferéncia HML

ID Response Time(RT) Availability (AV) Throughput (TH) Centréide Inferior Centréide Superior Classificacdo
1 9934 93,00 90,24 61,36 68,21 1

2 9142 95,00 61,79 59,01 63,72 2

3 8412 80,00 42,28 36,70 4745 7

4 86,06 70,00 39,84 33.11 46,36 9

5 100,00 72,00 100,00 43,01 52,80 6

6 89,89 85,00 58,54 48,56 57,87 5

7 9832 50,00 88,62 19,13 23,20 10

8 8731 86,00 55,28 49,95 58,80 3

9 8840 85,00 78,86 48,70 57.82 4

10 78,05 65,00 52,03 31.88 51,81 8

Figura 27 — Cenério 1 - Classificagao da Preferéncia HML

A classificacdo dos dez recursos empregados neste cenario esta caracterizada na
Figura 28, sendo que o eixo horizontal representa o ID do recurso e o eixo vertical, a
classificagdo obtida com o algoritmo WsRF e com o Classificador Fuzzy do EXEHDA-
RR com a Fungéao de Pertinéncia AV definida pelo especialista.

O emprego da Légica Fuzzy Tipo-2 possibilita o tratamento de incertezas que a
l6gica tradicional ndo permite. A definicdo das preferéncias do cliente através de va-
ridveis linguisticas, associada as fungdes de pertinéncia definidas por especialistas
do dominio permite uma classificacado de recursos mais apurada e condizente ao am-
biente computacional em questdo. E possivel observar, na Figura 28, que a maior
diferenca na classificagdo ocorreu com o recurso ID 05. Este recurso possui excelente
RT (219,43), atende a preferéncia RT - High, mas o valor de AV (72) ndo atende a
preferéncia AV - Medium, de acordo com a funcao de pertinéncia especificada pelo
especialista. Isso justifica a grande diferenca na classificagdo do recurso ID 05: com
o algoritmo MCDA WsRF, o recurso recebeu a classificagdo 2; com o Classificador
Fuzzy, recebeu a classificacao 6.
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Figura 28 — Cenério 1 - Comparagéo dos Classificadores Fuzzy e WsRF

5.2 Cenario 2 - Classificacao sem Persisténcia na Requisicao do
Cliente

Este cenario contempla o esforco de classificagdo de recursos a partir de diferentes
preferéncias dos clientes. Nesse sentido, 0 Componente Cliente envia oito requisicdes
pelo recurso “AnalysisWSAppLablmplService”, sendo que em cada requisi¢cao € apli-
cada uma preferéncia diferente para os atributos de QoS RT, AV e TH.

O Componente Diretério processa a requisicao do cliente e o resultado da query
em busca do recurso “AnalysisWSAppLablmplService” retorna 102 recursos que po-
dem atender a requisi¢cao do cliente. Esses recursos sao classificados pelo Classifi-
cador MCDA, que analisa os atributos de qualidade. Os melhores recursos sao clas-
sificados como “1” e os piores, como “4”. O Classificador MCDA retorna 13 recursos
(Tabela 28) como sendo os melhores, que sédo enviados ao Classificador Fuzzy para
aplicar as preferéncias do cliente.

No Classificador Fuzzy os atributos s&do normalizados, conforme procedimento
apresentado na Secédo 4.2.3, antes de serem processados pelo framework Juzzy.

A Tabela 28 apresenta os 13 recursos resultantes do classificador MCDA, com os
valores originais e normalizados dos atributos de QoS. Os URIs dos recursos foram
substituidos por IDs para facilitar a visualizagdo dos dados nas tabelas.

A Tabela 29 contém a classificagao final dos 13 recursos, considerando as seguin-
tes preferéncias do cliente: HHH (RT - High, AV - High e TH - High), LHM (RT - Low,
AV - High e TH - Medium), LHL (RT - Low, AV - High e TH - Low) e MHM (RT - Me-



Tabela 28 — Cenario 2 - Recursos Selecionados pelo Classificador MCDA

Original Normalizado

ID RT AV TH RT AV TH

01]221,48 90 10,9|99,77 90 98,2
0223922 8 7,7 |92,37 85 69,37
03|261,09 85 54 |84,63 85 48,65
04 | 256,39 85 5,1 |86,18 85 4595
05|220,9 87 11,1 | 100 87 100

06 | 243,91 85 7,1 [ 90,59 85 63,96
07| 223,83 92 10,8|98,72 92 97,3

08 | 250,74 86 7 |88,12 86 63,06
09 | 246,43 85 9,7 | 89,66 85 87,39
10 | 277,35 86 6,3 | 79,67 86 56,76
11 /280,39 86 6,4 | 788 86 57,66
12 | 275,87 85 6,5 | 80,1 85 58,56
13 | 267,43 86 5,7 |82,62 86 51,35
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dium, AV - High e TH - Medium). Nessa Tabela, cada preferéncia esta organizada em
trés colunas: o ID do recurso (ID), o intervalo resultante da defuzzificagdo (Defuzz.) e
o ranqueamento obtido (R). O valor “1” refere-se ao melhor recurso e o “13”, ao pior
recurso.

Tabela 29 — Cenario 2 - Classificagao com Preferéncias - HHH, LMH, LHL e MHM

HHH LMH LHL MHM

ID Defuzz. R Defuzz. R Defuzz. R Defuzz. R
01|[77,75-84,24] 2 |[79,33-85,09] 2 |[77,75-84,24] 2 |[77,75-84,24] 2
02 | [36,27-71,01] 5 |[36,27-71,01] 5 |[53,34-76,26] 5 |[54,96-76,26] 5
03 | [35,02-57,77] 12| [35,02-57,77] 12 |[48,47-67,39] 13 | [49,56-67,36] 13
04 | [28,08 - 61,51] 13 | [28,08-61,51] 13 | [45,92-72,18] 8 | [46,71-72,18] 12
05 |[77,02-83,94] 3 |[79,60-8527] 1 |[77,02-83,94] 3 |[77,02-83,94] 3
06 | [42,25-58,84] 6 |[42,25-58,84] 6 |[53,59-6591] 7 |[55,44-65,86] 9
07 | [78,19-84,45] 1 |[79,18-85,01] 3 |[78,19-84,45] 1 |[78,19-84,45] 1

08 | [42,66 -58,01] 7 |[42,66-58,08] 7 |[54,15-65,48] 6 |[55,82-65,44] 10
09 | [76,48-83,77] 4 |[77,12-83,98] 4 |[76,48-83,77] 4 |[76,48-83,77] 4
10 | [41,03-57,52] 10 | [41,03-57,52] 10 | [53,90-63,23] 10 | [56,64 - 67,92] 7
11 | [41,22-58,06] 9 |[41,22-58,06] 9 |[54,19-63,14] 9 |[57,29-68,48] 6
12 | [41,80-57,87] 8 |[41,80-57,87] 8 |[53,81-63,18] 11 |[56,51-67,32] 8
13 | [38,34 - 56,61] 11 | [38,34-56,61] 11 | [51,16-65,21] 12 | [62,72 - 66,37] 11

A Figura 29 apresenta a interface de consulta por recursos do EXEHDA-RR. Essa
interface possui apenas um campo de consulta simplificado para a descricdo do re-
curso desejado pelo cliente, suficiente para demonstrar a classificagéo de recursos do
EXEHDA-RR.

Nessa interface, o cliente também deve informar se deseja ou nao a persisténcia

da consulta pelo recurso desejado. Nesse cenério, o cliente ndo deseja persistén-
cia. Apos, o cliente deve informar as preferéncias para os atributos de QoS RT, AV
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EXEHDA

EXEHDA-RR - Modo de Processamento

Busca por Recursos

Recurso

[AnalysiswsAppLablmplservice

Persisténcia

Nao

© EXEHDA

Figura 29 — Cenario 2 - Busca por Recursos

e TH. A Figura 30 apresenta a selegédo das preferéncias HLM com o perfil "default".

Apés a selecao das preferéncias e o perfil desejado o cliente, este clica em “Aplicar
preferéncias” e a consulta é processada uma unica vez.

EXEHDA

EXEHDA-RR - Preferéncias do Cliente

Response Time (RT): Availability (AV): Throughput (TH): Perfil:
High Low

Medium Default

Figura 30 — Cenario 2 - Especificacao da Preferéncia HLM

O resultado da classificacao é apresentado na Figura 31. Os recursos estao orde-
nados por ID e a classificagao obtida € apresentada na ultima coluna.

A Tabela 30 contém a classificacéo final dos 13 recursos, considerando mais quatro
preferéncias do cliente: HLL (RT - High, AV - Low e TH - Low); HHL (RT - High, AV -

High e TH - Low); MLH (RT - Medium, AV - Low e TH - High); e HLM (RT - High, AV -
Low e TH - Medium).
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EXEHDA-RR - Classificacao para a Preferéncia HLM
ID Response Time(RT) (AV) TI (THY C Inferior Centréide Superior Classificagio
1 9977 90,00 98,20 79,56 85,24 2
2 9237 85,00 69,37 56,69 7791
3 B4,63 85,00 48,65 48,26 67,28 9
4 86,18 85,00 45,95 46,62 72,53 8
5 100,00 87,00 100,00 79,60 85,27 1
6 9059 85,00 63,96 55,99 67,51 6
7 9872 92,00 97,30 79,41 85,14 3
8 8812 86,00 63,06 55,08 66,09 7
9 89,66 85,00 87,39 77,68 84,20 4
10 79,67 86,00 56,76 50,55 61,45 12
11 78,80 86,00 57,66 50,33 61,12 13
12 80,10 85,00 58,56 51,19 61,78 1
13 82,62 86,00 51,35 49,38 64,21 10

© EXEHDA

Figura 31 — Cenario 2 - Resultado da Classificacdo com Preferéncia HLM

Tabela 30 — Cenario 2 - Classificagdo com Preferéncias - HLL, HHL, MLH e HLM

HLL HHL MLH HLM

ID Defuzz. R Defuzz. R Defuzz. R Defuzz. R
01|[79,56-85,24] 2 |[77,75-84,24] 2 |[79,33-85,09] 2 |[79,56-85,24] 2
02 | [56,69-77,91] 5 |[54,96-76,26] 5 |[36,27-71,04] 5 |[56,69-77,91] 5
03 | [48,26 -67,28] 9 |[49,33-67,24] 12 |[35,02-57,77] 12 |[48,26-67,28] 9
04 | [46,62 -72,53] 8 |[46,71-72,18] 8 |[28,08-61,51] 13| [46,62-72,53] 8
05 |[79,60-85,27] 1 |[77,02-83,94] 3 |[79,60-85,27] 1 |[79,60-8527] 1

06 | [55,99-67,51] 6 |[55,44-65,86] 6 |[42,25-58,84] 6 |[55,99-67,51] 6
07 | [79,41-85,14] 3 |[78,19-84,45] 1 |[79,18-85,01] 3 |[79,41-85,14] 3

08 | [55,08 -66,09] 7 |[55,82-65,44] 7 |[42,66-58,08] 7 |[55,08-66,09] 7
09 | [77,67-84,20] 4 |[76,48-83,77] 4 |[77,12-83,98] 4 |[77,67-84,20] 4
10 | [50,55 - 61,45] 12 | [52,35-65,67] 11 |[41,03-57,52] 10 | [50,55-61,45] 12
11 | [50,33-61,12] 13 | [52,21 - 65,87] 10 | [41,22-58,06] 9 |[50,33-61,12] 13
12 | [51,20-61,79] 11 | [53,21-65,56] 9 |[41,80-57,87] 8 |[51,20-61,79] 11
13 | [49,38 - 64,21] 10 | [50,68 - 65,24] 13 | [38,34-56,61] 11 | [49,38-64,21] 10

A Tabela 31 compara a classifica¢ao final de 13 recursos selecionados pelo Clas-
sificador MCDA. A classificacdo com emprego de Logica Fuzzy Tipo-2 € demonstrada
com as seguintes preferéncias: (HHH) RT - High, AV - High, TH - High; (LHM) RT -
Low, AV - High, TH - Medium; (LHL) RT - Low, AV - High e TH - Low; (MHM) RT -
Medium, AV - High, TH - Medium; (HLL) RT - High, AV - Low, TH - Low; (HHL) RT -
High, AV - High, TH - Low; (MLH) RT - Medium, AV - Low, TH - High; e (HLM) RT -
High, AV - Low, TH - Medium.

A Figura 32 apresenta as classificagées obtidas por cada recurso, de acordo com
a preferéncia estabelecida pelo cliente. Os recursos estao representados pelos IDs de
1 a 14 no eixo horizontal da figura, e a classificacao obtida pelo recurso é apresentada
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Tabela 31 — Cenario 2 - Classificagdo Considerando todas Preferéncias de Cliente

ID RT AV TH HHH LMH LHL MHM HLL HHL MLH HLM

01 221,48 90 10,9 2 2 2 2 2 2 2 2
02 239,22 85 7,7 5 5 5 5 5 5 5 5
03 261,09 85 54 12 12 13 13 9 12 12 9
04 256,39 85 5,1 13 13 8 12 8 8 13 8
05 220,96 87 11,1 3 1 3 3 1 3 1 1
06 24391 85 7.1 6 6 7 9 6 6 6 6
07 223,83 92 10,8 1 3 1 1 3 1 3 3
08 250,74 86 7 7 7 6 10 7 7 7 7
09 246,43 85 9,7 4 4 4 4 4 4 4 4
10 277,35 86 6,3 10 10 10 7 12 11 10 12
11 280,39 86 64 9 9 9 6 13 10 9 13
12 27587 85 6,5 8 8 11 8 11 9 8 11
13 267,43 86 5,7 11 11 12 11 10 13 11 10
no eixo vertical.
——HHH -e—LMH LHL MHM —@-HLL —e—HHL —-e—MLH —e—HLM

Recursos

3
7 8 9 10 11 12 13

Figura 32 — Cenario 2 - Ranking do Classificador Fuzzy Considerando Preferéncias de
Cliente

Pode-se observar que as preferéncias definidas com o atributo Availability com H
(High), ou seja, alta importancia na preferéncia do cliente classificaram como melhor
recurso “1” o recurso de ID 07 (preferéncias HHH, LHM, LHL, MHM e HHL).
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5.3 Cenario 3 - Classificacao Considerando Persisténcia na Re-
quisicao do Cliente

Este cenario avalia também o procedimento de classificacdo a partir de preferén-
cias definidas pelo cliente, entretanto, considera, ainda, o emprego de persisténcia
na requisicao por recursos, informada no momento da requisi¢ao, juntamente com as
preferéncias pelos atributos de QoS.

O servigo Pré-Classificador ML é acionado e o algoritmo de Machine Learning
LMT é treinado com os dados resultantes do Classificador MCDA. A entrada de novos
recursos no ambiente é monitorada pelo periodo de tempo informado pelo cliente e os
recursos sao classificados pelo algoritmo LMT.

Nesse cenario, foi considerada a presenca de um novo recurso com ID 14, do tipo
“AnalysisWSAppLablmplService”, com os seguintes atributos de QoS: RT 290, AV 95
e TH 9. O algoritmo LMT, com o treinamento ja realizado, classifica o ID 14 como “1”
e, desse modo, é enviado ao Classificador Fuzzy para ser aplicada a preferéncia do
cliente; Assim, a classificacao final é refeita.

A Figura 33 apresenta a interface de Consulta de Recursos. Nesse cenario, 0
recurso consultado e as preferéncias aplicadas sdo os mesmos do Cenario 2, mas
com persisténcia de 120 minutos na consulta. Durante esse periodo de tempo, que
€ estipulado pelo cliente, o servigo Pré-Classificador ML monitora a entrada de novos
recursos, classificando-os. Os recursos classificados como melhores sdo enviados ao
servico Classificador Fuzzy.

EXEHDA

EXEHDA-RR - Modo de Processamento

Busca por Recursos

Recurso

[AnalysisWSAppLabimplService

Persisténcia

Sim

Tempo

minutos
120

© EXEHDA

Figura 33 — Cenario 3 - Busca por Recursos

A classificacao apés a entrada de um novo recurso é apresentada na Figura 34.

Nessa classificacao, apresentada na Figura 34, foram consideradas as seguintes
preferéncias do cliente: HHH (RT - High, AV - High e TH - High), LHM (RT - Low, AV
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EXEHDA

EXEHDA-RR - Classificacao para a Preferéncia HLM

ID Response Time(RT) Availability (AV) Throughput (TH) Centréide Inferior ~Centréide Superior Classificacdo
1 99,77 90,00 98,20 79,56 85,24 2
2 9237 85,00 69,37 56,69 77,91 5
3 8463 85,00 48,65 48,26 67,28 10
4 86,18 85,00 45,95 46,62 72,53 9
5 100,00 87,00 100,00 79,60 85,27 1
6 90,59 85,00 63,96 55,99 67,51 7
7 9872 92,00 97,30 79,41 85,14 3
8 8812 86,00 63,06 55,08 66,09 8
9 89,66 85,00 87,39 77,68 84,20 4
10 79,67 86,00 56,76 50,55 61,45 13
11 78,80 86,00 57,66 50,33 61,12 14
12 80,10 85,00 58,56 51,19 6178 12
13 82,62 86,00 51,35 49,38 64,21 1
14 76,19 95,00 81,08 49,64 83,91 6

Figura 34 — Cenério 3 - Resultado da Classificagdo com Preferéncia HLM

- High e TH - Medium), LHL (RT - Low, AV - High e TH - Low) e MHM (RT - Medium,
AV - High e TH - Medium). A Tabela 32 apresenta o ID do recurso (ID), o intervalo
resultante da defuzzificacdo (Defuz.) e o ranqueamento obtido (R). O valor “1” refere-
se ao melhor recurso e o “14”, ao pior recurso.

Tabela 32 — Cenario 3 - Classificagdo com Preferéncias - HHH, LMH, LHL ¢ MHM

HHH LMH LHL MHM

ID Defuzz. R Defuzz. R Defuzz. R Defuzz. R
01|[77,75-84,24] 2 |[79,33-85,09] 2 |[77,75-84,24] 2 |[77,75-84,24] 2
02 | [36,27-71,01] 5 |[36,27-71,01] 6 |[53,34-76,26] 6 |[54,96-76,26] 6
03 | [35,02-57,77] 13| [35,02-57,77] 13 |[48,47-67,39] 14 |[49,56-67,36] 14
04 | [28,08 - 61,51] 14 | [28,08 - 61,51] 14 | [45,92-72,18] 9 | [46,71-72,18] 13
05| [77,02-83,94] 3 |[79,60-8527] 1 |[77,02-83,94] 3 |[77,02-83,94] 3
06 | [42,25-58,84] 7 |[42,25-58,84] 7 |[53,59-6591] 8 |[55,44-65,86] 10
07 | [78,19-84,45] 1 |[79,18-85,01] 3 |[78,19-84,45] 1 |[78,19-84,45] 1

08 | [42,66 - 58,08] 8 | [42,66-58,08] 8 |[54,15-65,48] 7 |[55,82-65,44] 11
09 |[76,48-83,77] 4 |[77,12-83,98] 4 |[76,48-83,77] 4 |[76,48-83,77] 4
10 | [41,03-57,52] 11 | [41,08-57,52] 11 |[53,90-63,23] 11 | [56,64-67,92] 8
11 | [41,22 - 58,06] 10 | [41,22 -58,06] 10 | [54,19 - 63,14] 10 | [57,29-68,48] 7
12 | [41,80-57,87] 9 |[41,80-57,87] 9 |[53,81-63,18] 12 |[56,51-67,32] 9
13 | [38,34 - 56,61] 12 | [38,34-56,61] 12 | [51,16-65,21] 13 | [62,72 - 66,37] 12
14 | [49,63-83,91] 5 |[54,87-83,66] 5 |[62,38-84,87] 5 |[62,38-84,87] 5

A Tabela 33 contém a classificacao final dos 14 recursos, considerando mais quatro
preferéncias do cliente: HLL (RT - High, AV - Low e TH - Low), HHL (RT - High, AV -
High e TH - Low), MLH (RT - Medium, AV - Low e TH - High) e HLM (RT - High, AV -

Low e TH - Medium).
Por sua vez, a Tabela 34 apresenta as classificagées obtidas com a entrada do
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HLL HHL MLH HLM

ID Defuzz. R Defuzz. R Defuzz. R Defuzz. R
01|[79,56-85,24] 2 |[77,75-84,24] 2 |[79,33-85,09] 2 |[79,56-85,24] 2
02 | [56,69-77,91] 5 |[54,96-76,26] 6 |[36,27-71,04] 6 |[56,69-77,91] 5
03 | [48,26 - 67,28] 10 | [49,33-67,24] 13 | [35,02-57,77] 13 | [48,26 - 67,28] 10
04 | [46,62-72,53] 9 |[46,71-72,18] 9 |[28,08-61,51] 14 | [46,62-72,53] 9
05| [79,60-8527] 1 |[77,02-83,94] 3 |[79,60-8527] 1 |[79,60-8527] 1

06 | [55,99-67,51] 7 |[55,44-65,86] 7 |[42,25-58,84] 7 |[55,99-67,51] 7
07 | [79,41-85,14] 3 |[78,19-84,45] 1 |[79,18-85,01] 3 |[79,41-85,14] 3

08 | [55,08 - 66,09] 8 |[55,82-65,44] 8 |[42,66-58,08] 8 |[55,08-66,09] 8
09 | [77,67-84,20] 4 |[76,48-83,77] 4 |[77,12-83,98] 4 |[77,67-84,20] 4
10 | [50,55-61,45] 13| [52,35-65,67] 12 | [41,03-57,52] 11 | [50,55-61,45] 13
11 | [50,33-61,12] 14 | [52,21 - 65,87] 11 | [41,22-58,06] 10 | [50,33-61,12] 14
12 | [51,20-61,79] 12 | [53,21 -65,56] 10 | [41,80-57,87] 9 |[51,20-61,79] 12
13 | [49,38 - 64,21] 11 | [50,68 - 65,24] 14 | [38,34-56,61] 12 | [49,38 - 64,21] 11
14 | [49,63 -83,91] 6 |[49,63-83,91] 5 |[54,87-83,66] 5 |[49,63-83,91] 6

novo recurso de ID 14, aplicando-se as oito diferentes preferéncias do cliente.

Tabela 34 — Cenario 3 - Classificagdo Considerando todas Preferéncias de Cliente

ID RT AV TH HHH LMH LHL MHM HLL HHL MLH HLM
01 22148 90 10,9 2 2 2 2 2 2 2 2
02 239,22 85 7,7 6 6 6 6 5 6 6 5
03 261,09 85 54 13 13 14 14 10 13 13 10
04 256,39 85 5,1 14 14 9 13 9 9 14 9
05 220,96 87 111 3 1 3 3 1 3 1 1
06 24391 85 7,1 7 7 8 10 7 7 7 7
07 223,83 92 10,8 1 3 1 1 3 1 3 3
08 250,74 86 7 8 8 7 11 8 8 8 8
09 246,43 85 9,7 4 4 4 4 4 4 4 4
10 277,35 86 6,3 11 11 11 8 13 12 11 13
11 280,39 86 64 10 10 10 7 14 11 10 14
12 27587 85 6,5 9 9 12 9 12 10 9 12
13 267,43 86 57 12 12 13 12 11 14 12 11
14 290,00 95 9 5 5 5 5 6 5 5 6

A classificacdo dos diferentes recursos que consideram a entrada de um novo re-
curso no ambiente computacional, esta sintetizada na Figura 35. Os recursos estao
representados pelos IDs de 1 a 14 no eixo horizontal da figura, sendo a classificagdo
obtida pelo recurso apresentada no eixo vertical.

O novo recurso que foi pré-classificado e identificado pelo ID 14 foi classificado
como “5” na maioria das preferéncias do cliente. Esse recurso possui um RT (290,00)
com valor alto, representando baixo desempenho. Para preferéncias HLL e HLM, que
exigem um RT High, o recurso ficou classificado em “6”. A preferéncia HHL classificou
o recurso em “5” porque o atributo AV possuir um valor High, melhorando a classifica-
cao do recurso.
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—8-HHH LMH LHL MHM —@-HLL -#-HHL —e-MLH —e-HLM

Recursos

1 2 3 4 5 6 7 8 9 10 11 12 13 14

Figura 35 — Cenario 3 - Ranking do Classificador Fuzzy Considerando Preferéncias do
Cliente (Com a Inclusdo de Novo Recurso)

5.4 Consideracoes Sobre o Capitulo

Este Capitulo apresentou a avaliagdo das funcionalidades do EXEHDA-RR por
meio de trés cenarios de uso.

O primeiro cenario comparou a classificagdo de um conjunto de recursos pelo algo-
ritmo MCDA WsRF, com aquela obtida pelo Classificador Fuzzy do EXEHDA-RR. Foi
possivel constatar que o emprego de perfis com funcdes de pertinéncia adequadas ao
contexto da aplicacédo do cliente qualifica o resultado da classificacéo, resultando na
indicacao de recursos mais adequados as requisigdes dos clientes.

O segundo cenario avaliou a requisicao do cliente por um determinado recurso,
aplicando oito diferentes preferéncias. Nesse cenério, € demonstrada a atuacédo do
servigo Classificador MCDA e do servigo Classificador Fuzzy.

Por sua vez, no terceiro cenario foi realizada uma avaliagdo que considerou a per-
sisténcia na requisicao do cliente. Dessa forma, o servico Pré-classificador Machine
Learning foi ativado, sempre que necessario, para monitorar a entrada de novos re-
cursos, sendo possivel observar que ocorreu uma minimizagao dos esforcos de com-
paracao extensiva.

O préximo e ultimo Capitulo contempla as consideragdes finais deste trabalho,
sendo discutidas as principais conclusdes atingidas, relacionadas as publicacdes re-
alizadas durante o doutorado, bem como sédo destacados alguns potenciais trabalhos
futuros relacionados a Tese.



6 CONSIDERAGOES FINAIS

Este Capitulo sintetiza as principais conclusdes obtidas durante a concepg¢ao do
EXEHDA-RR, relaciona as publicacbes realizadas durante os esforcos de estudo e
pesquisa da Tese, bem como apresenta perspectivas de continuidade dos trabalhos
na area, indicando frentes de trabalhos futuros.

6.1 Principais Conclusoes

A revisdo de literatura aponta para uma elevada convergéncia entre academia e
industria quando da consolidacdo de tecnologias e padrdes para uso na IoT. Desta
convergéncia decorreu um crescimento elevado, nos ultimos anos, do numero de equi-
pamentos que provém servi¢os na loT, muitos deles com perfis aproximados.

Foi possivel constatar, como decorréncia dessa situacéo, que o processo de classi-
ficacdo de recursos na Internet das Coisas pode tornar-se complexo, pois, além de ser
necessario manipular uma grande quantidade de recursos, podera haver incertezas,
por parte do cliente, quanto aos parametros de QoS, tendo como critérios os requisitos
da sua aplicacdo. Outrossim, tais recursos, na perspectiva operacional da loT, podem
ter um comportamento dindmico quanto a sua disponibilidade ao longo tempo.

Considerando cenario como o apresentado, decorre a questao de pesquisa consi-
derada durante o desenvolvimento desta Tese, qual seja: Como classificar recursos
descobertos na infraestrutura computacional provida pela loT?

Nesse sentido, concebeu-se uma arquitetura de software para classificacao de re-
cursos, denominada EXEHDA-RR. Para tanto, sdo minimizadas as incertezas do cli-
ente quanto a especificacado dos intervalos para cada atributo de QoS dos recursos
por meio da Logica Fuzzy Tipo-2 Intervalar.

A estratégia concebida de contar com o conhecimento de um especialista na de-
finicdo dos conjuntos fuzzy, os quais oportunizam uma otimizacdo da definicdo de
preferéncias por parte dos clientes, mostrou-se oportuna. Para tanto, optou-se para
o EXEHDA-RR pelo emprego de técnicas denominadas como subjetivas, nas quais
um especialista do dominio da aplicacao informa as fun¢des de pertinéncia, caracteri-
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zando os intervalos para os termos low, medium e high.

Tendo por base promover uma sinergia com trabalhos desenvolvidos ou em an-
damento no PPGC/UFPEL, a concepcado do EXEHDA-RR teve por premissa a inte-
gracao da sua arquitetura, a plataforma de software do middleware EXEHDA. Desse
modo, a fundamentacao teorica apresentada no Capitulo 2, discutiu conceitos sobre
loT, Descoberta de Recursos, Qualidade de Servigo e Abordagens para Classificagéo
de Recursos, sendo caracterizada a abrangéncia da Tese considerando os esforgos
atuais do grupo de pesquisa.

Como um dos requisitos para a concep¢ao do EXEHDA-RR foi realizada uma Re-
visdo Sistematica da Literatura sobre o processo de classificagdo de recursos, para
a qual foram definidas questdes de pesquisa com o objetivo de identificar nos traba-
lhos atuais, técnicas, metodologias e desafios de pesquisa. A RSL trouxe subsidios
oportunos para o entendimento do estado da arte no tema da Tese, seja pela revisao
detalhada dos artigos selecionados, seja, ainda, por todo o trabalho associado ao tra-
tamento dos diferentes artigos localizados nos indexadores, que contribuiu para uma
visdo horizontal da area de pesquisa.

Observando as tendéncias de pesquisa na area, identificadas quando do desenvol-
vimento da RSL, foi entdo proposta a arquitetura de software do EXEHDA-RR, cujos
componentes, bem como sua dindmica operacional, foram caracterizados no Capitulo
4. E importante ressaltar que, dentre as premissas de concepgao, consideraram-se as
caracteristicas tipicas da loT no tocante a seu modo de operacao, e que, apesar dos
cuidados para prover suporte ao middleware EXEHDA, entende-se que o EXEHDA-
RR tem potencial para ser integrado a outros middlewares, desde que estes explorem
o conceito de célula de execucao.

A decisdo sobre 0 método para avaliagado do EXEHDA-RR levou em conta aque-
les observados nos trabalhos relacionados, bem como a tendéncia analisada quando
da reviséo da literatura sobre o tratamento da incerteza na classificagao de recursos.
Desse modo, foram contemplados trés cenérios de uso, que exploram diferentes fun-
cionalidades da arquitetura concebida.

No primeiro cenario de uso, foi explorado o servico Classificador Fuzzy do
EXEHDA-RR, quando um especialista define as funcbdes de pertinéncia que repre-
sentam os termos linguisticos low, medium e high, referentes ao atributo de QoS Avai-
lability. A partir dessa definicdo pelo especialista, criou-se um perfil contendo um novo
conjunto de fungdes de pertinéncia. O resultado do Classificador Fuzzy utilizando este
perfil gerado foi comparado com o algoritmo MCDA WsRF.

Empregando-se as mesmas preferéncias do cliente em ambos classificadores, foi
possivel observar que os resultados do classificador fuzzy se mostraram-se mais pro-
ximos da situacéao real. Isso acontece porque o algoritmo MCDA realiza seus calculos
baseado em médias, diferentemente do Classificador Fuzzy que trabalha com interva-
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los definidos pelo especialista.

No segundo cenario de uso, foi avaliada a requisi¢ao do cliente por um determinado
recurso, aplicando-se oito diferentes preferéncias do cliente. A requisicdo do cliente
retornou 102 recursos aptos, sendo que o servico Classificador MCDA reduziu para
13 recursos, e o Classificador Fuzzy aplicou as preferéncias do cliente.

Por fim, um terceiro cendrio de uso teve como propédsito demonstrar o funciona-
mento do servico Pré-Classificador Machine Learning. Neste cenario, foi realizada a
mesma requisicdo do cenario 2, mas com a persisténcia na requisi¢gdo por 120 minu-
tos. Caracterizou-se a entrada de um novo recurso no ambiente durante este periodo
de tempo informado. Tal recurso foi pré-classificado e enviado ao Classificador Fuzzy
que refez a classificacao final considerando o novo recurso. Foi possivel observar
que a abordagem de pré-classificacao proposta mostrou-se oportuna no tratamento
da entrada de novos recursos no ambiente computacional.

A Tabela 35 relaciona o EXEHDA-RR com os trabalhos selecionados pela Revi-
sao Sistematica da Literatura e discutidos na Secao 3.2. As Questdes de Qualidade,
especificadas no Capitulo 3, foram utilizadas como critérios para uma comparagao
resumida. A presenca do critério foi identificada com o simbolo “+” e a sua ausén-
cia com o simbolo “=": (i) QQ1 - utiliza algoritmos MCDA; (i) QQ2 - trata de alguma
forma a incerteza; (iii) QQ3 - emprega técnicas para predigédo e/ou pre-classificacdo
de recursos; (iv) QQ4 - emprega tecnologias de Web Semantica; (v) QQ5 - apresenta
resultados da classificagdo; e (vi) QQ6 - considera as preferéncias do cliente.

Tabela 35 — Comparagéao com os Trabalhos Relacionados

Trabalhos QQ1 QQ2 QQ@3 Q@4 QQ5 QQ6

GOHAR; PUROHIT, 2016 + + + + +
KUMAR; MISHRA; KUMAR, 2017 + + - - + +
WANG et al., 2015 + - - - + +
SALAH; SAADI, 2016 + + + - + +
LIU; XIAO; LIN, 2013 + + - - + +
PATINIOTAKIS; VERGINADIS; MENT- + + - + + +
ZAS, 2015

SUCHITHRA; RAMAKRISHNAN, 2016 + + - - + +
EXEHDA-RR + + + + + +

Considerando as caracteristicas do cenario da loT e seu impacto nos esforgos de
concepcao do EXEHDA-RR, bem como os respectivos desdobramentos na sua arqui-
tetura de software, entende-se como principais contribuicbes desta Tese os aspectos
indicados a seguir:

e Considerar as preferéncias dos clientes - o Cliente pode especificar suas pre-
feréncias na requisicdo por recursos informando os requisitos funcionais, des-
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crevendo o tipo de recurso com suas caracteristicas e também os requisitos
nao funcionais, tais como disponibilidade, tempo de resposta, etc. A inclusdo
dos requisitos nao funcionais quando da requisicao por recursos, promove uma
classificagdo dos mesmos com melhor potencial de atender as preferéncias do
cliente.

Prover tratamento a incerteza na especificacao das preferéncias do cliente - o
emprego de variaveis linguisticas para representar os atributos de QoS e termos
linguisticos para associar a relevancia do atributo para o cliente reduz possiveis
incertezas provenientes do desconhecimento de intervalos e escalas de medi-
das. Por meio de funcdes de pertinéncia os especialistas definem os intervalos
adequados para os termos baixo (low), médio (medium) e alto (high). A incerteza
pode ocorrer na informacao incorreta ou imprecisa definida nas preferéncias do
cliente, bem como atributos de qualidade faltantes ou incompletos (com emprego
de Légica Fuzzy Tipo-2).

Dar suporte a operacdao em regime de elevada escalabilidade - foi desenvolvido
um Pré-Classificador de recursos com o algoritmo de arvore de decisdo LMT na
classificacdo de novos recursos detectados no ambiente, evitando-se que seja
necessario recalcular todos os atributos de qualidade, pré-classificando-se novos
recursos sem a necessidade de compara-los com os existentes no repositorio.

Facultar integragcdo com middlewares para |loT - a arquitetura de software do
EXEHDA-RR considera atributos de QoS como requisitos nao funcionais. Dessa
forma, esta proposta para descoberta e classificacdo de recursos podera ser
incorporada a outros middlewares que operem em ambientes de elevada esca-
labilidade e distribuicao.

Uma viséo geral dos diferentes esforcos de estudo e pesquisa desenvolvidos du-

rante o doutorado, inclusive contemplando uma visdo cronoldgica, esta disponivel no
wiki http://ubiq.inf.ufpel.edu.br/dilli/.

6.2 Publicacoes Realizadas

Os resultados da pesquisa desenvolvida até o momento foram publicados e estao

organizados em publicagdes como primeiro autor e coautor.

Publicacoes como Primeiro Autor

e DILLI, R.; ARGOU, A.; REISER, R.; YAMIN, A. Uncertainty Handling with Type-2
Fuzzy Logic in IoT Resource Classification. In: Applied Soft Computing Jour-
nal, 2020 (em revisdo).
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e DILLI, R.; ARGOU, A.; PILLA, M.; PERNAS, A.; REISER, R.; YAMIN, A. Fuzzy
Logic and MCDA in loT Resources Classification. In: The 33rd ACM/SIGAPP
Symposium On Applied Computing. Pau, France: SAC, 2018.

e DILLI, R.; ARGOU, A.; PERNAS, A. M.; REISER, R.; YAMIN, A. C. EXEHDA-RR:
Uma proposta para tratar incertezas e otimizar o processo de classificagéo de
recursos na loT. In: X SBCUP (CSBC 2018 - Simpésio Brasileiro de Compu-
tacao Ubiqua e Pervasiva). Natal - RN: CSBC, 2018.

e DILLI, R.; ARGOU, A.; REISER, R.; YAMIN, A. C. loT Resources Ranking: De-
cision Making under Uncertainty Combining Machine Learning and Fuzzy Logic.
In: NAFIPS’2018 (37th Annual Conference of the North American Fuzzy In-
formation Processing Society). Fortaleza - CE: NAFIPS, 2018.

e DILLI, R.; ARGOU, A.; REISER, R.; YAMIN, A. C. Autonomic Ranking of Resour-
ces in loT Exploring Fuzzy Logic and Machine Learning. In: CLEI 2018 (XLIV
Latin American Computing Conference). Sao Paulo - SP: CLEI, 2018.

e DILLI, R.; FILHO, H. K.; DE AZEVEDO, M. M.;PERNAS, A. M.; YAMIN, A. C.
Uma Abordagem Dinamica para Descoberta de Recursos na loT Explorando
Processamento Semantico. In: IX SBCUP (CSBC 2017 - Simpdsio Brasileiro
de Computacao Ubiqua e Pervasiva). Sao Paulo - SP: CSBC, 2017.

e DILLI, R.; FILHO, H.; PERNAS, A.; YAMIN, A. EXEHDA-RR: Machine Learning
and MCDA with Semantic Web in 1oT Resources Classification. In: WebMedia
2017 - Symposium on Multimedia and the Web. Gramado - RS: WebMedia,
2017.

6.2.2 Publicacoes como Coautor

e ARGOU, A.; DILLI, R.; REISER, R.; YAMIN, A. Exploring Type-2 Fuzzy Logic
with Dynamic Rules in 10T Resources Classification. In: FUZZ-IEEE 2019 - In-
ternational Conference on Fuzzy Systems. New Orleans - USA: FUZZ-IEEE,
2019.

e GRUENDEMANN, F.; BURTET, J.; DILLI, R.; PERNAS, A.; YAMIN, A. Avaliagao
do Emprego de Algoritmos de Arvores de Decisdo para a Classificacdo de Re-
cursos na loT. In: ERAD 2018 - XVIII - Escola Regional de Alto Desempenho.
Porto Alegre - RS: ERAD, 2018.

e JOAO, L.; KAISER, H.; PILLA, M.; DILLI, R.; PERNAS, A.; TABIM, V.; YAMIN,
A. Avaliando o Uso de Fog-Computing no Servidor de Borda do Middleware
EXEHDA. In: ERAD 2018 - XVIIl - Escola Regional de Alto Desempenho.
Porto Alegre - RS: ERAD, 2018.
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e BURTET, J.; KAISER, H.; DILLI, R.; GRUENDEMANN, F.; PERNAS, A.; YAMIN,
A. Ranqueamento de Recursos na Internet das Coisas Explorando Algoritmos
MCDA. In: ERAD 2018 - XVIII - Escola Regional de Alto Desempenho. Porto
Alegre - RS: ERAD, 2018.

e KAISER, H.; DILLI, R.; PERNAS, A.; YAMIN, A. Uma Proposta Multicelular Hie-
rarquica para a Localizacao de Recursos na loT. In: ERAD 2018 - XVIII - Escola
Regional de Alto Desempenho. Porto Alegre - RS: ERAD, 2018.

e ARGOU, A.; DILLI, R.; REISER, R.; YAMIN, A. Légica Fuzzy na Definicdo da
Importancia dos Atributos de QoS na Selecdo de Recursos da IoT. In: WEIT
2017 - IV Workshop-Escola de Informatica Teérica. Santa Maria - RS: WEIT,
2017.

e DE AZEVEDO, M. M.; DILLI, R.; DAVET, P. T.; YAMIN, A. C. Descoberta de
Recursos no Middleware EXEHDA para o Cenério da IoT. In: ERRC 2016 - XIV
Escola Regional de Redes de Computadores. Porto Alegre - RS: ERRC, 2016.

e DAVET, P; DILLI, R.; XAVIER, L.; SOUZA, R.; WARKEN, N.; CARDOZO, A.;
MACHADO, N.; PARREIRA, W.; YAMIN, A. Uma Abordagem Ciente de Contexto
na loT Aplicada a Pesquisa Agropecuaria. In: SBrT 2016 - XXXIV Simpdsio
Brasileiro de Telecomunicacoes. Santarém - PA: SBrT, 2016.

6.3 Trabalhos Futuros

Dentre as diversas alternativas para continuidade da pesquisa desenvolvida nesta
Tese, destacamos as frentes de trabalho a seguir:

e modelar alternativas para incluir o feedback do cliente no processo de classifica-
cao dos recursos utilizado pelo EXEHDA-RR,;

e avaliar alternativas para geracao de regras para o processamento Fuzzy tendo
por base historicos dos atributos de QoS dos recursos, ficando o especialista
somente responsavel por especificar regras adicionais para contemplar as pre-
feréncias do cliente;

e empregar medidas de consenso visando a participagdo de varios especialistas
na definicao das fungdes de pertinéncia consideradas no EXEHDA-RR, e;

e conceber novas métricas para avaliacdo da acuracia obtida na classificacdo de
recursos pelo EXEHDA-RR.
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ANEXO A MIDDLEWARE EXEHDA

O EXEHDA, citado inicialmente em (YAMIN, 2004), € um middleware adaptativo
ao contexto e baseado em servicos, com objetivo de criagdo e gerenciamento de um
ambiente computacional, provendo alternativas de execucao neste ambiente. Estas
aplicac6es sao distribuidas, méveis e adaptativas ao contexto em que seu processa-
mento ocorre, estando disponiveis a partir de qualquer lugar, todo o tempo (LOPES,
2016).

A.1 Arquitetura e Ambiente Computacional

O middleware EXEHDA tem como premissa principal a definicdo de uma arqui-
tetura que capacite aplicagdes se comunicarem em um ambiente computacional de
composigao dindmica, explorando a ciéncia de contexto na geréncia de seus aspectos
funcionais e nado funcionais. As aplicagdes alvo do middleware EXEHDA sao distribui-
das, cientes ao contexto e abrangem a mobilidade I6gica e fisica.

Arquitetura de Software

A arquitetura de software do middleware EXEHDA é apresentada na Figura 36. Os
principais requisitos que o EXEHDA deve atender sdo: (i) gerenciar tanto aspectos
funcionais como néo funcionais da aplicagéo, de modo independente; (ii) dar suporte
a adaptacéao dinamica de aplicacoes; (iii) disponibilizar mecanismos para obter e tra-
tar informacdes de contexto; (iv) empregar informacdes de contexto na tomada de
decisdes; (v) decidir as a¢des adaptativas de forma colaborativa com a aplicacéo; e
(vi) disponibilizar a semantica siga-me, permitindo ao usudrio iniciar as aplicagoes e
acessar dados a partir de qualquer lugar.

Ambiente Ubiquo Disponibilizado

O ambiente ubiquo se equivale ao ambiente computacional, visto que recursos e
servigcos gerenciados pelo EXEHDA tem como premissa cumprir 0s requisitos propos-
tos em um ambiente computacional. Sistema este, composto por todos dispositivos e
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Figura 36 — Arquitetura de Software do Middleware EXEHDA
Fonte: LOPES, 2016

usuarios relacionados a sua execug¢ao no middleware.

O EXEHDA propbée um ambiente computacional constituido por células de execu-
¢ao, nas quais os dispositivos computacionais sao distribuidos (vide Figura 37). Cada
célula é constituida dos seguintes componentes (DAVET, 2016):

e EXEHDAbase - elemento central da célula, sendo responsavel por todos servi-
cos basicos e constituindo referéncia para os demais elementos.

e EXEHDANodo - corresponde aos dispositivos computacionais responsaveis pela
execucao das aplicacoes.

e EXEHDANnodo mével - um sub-caso do anterior, que corresponde aos disposi-
tivos tipicamente moveis que podem se deslocar entre as células do ambiente
ubiquo, como notebooks, tablets ou smartphones.

e EXEHDAborda - responsavel por fazer a interoperacao entre os servigos do mid-
dleware e os diversos tipos de Gateways.

e EXEHDAgateway - consiste no elemento responsavel por setorizar pontos de co-
leta e/ou atuacao distribuidos, disponiveis no meio fisico, realizando a interacao
destes com os outros componentes do middleware.

O Servidor de Borda é instanciado em um equipamento do tipo EXEHDAborda e
se destina a gerenciar a interacao com o meio fisico através de Gateways, bem como
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Figura 37 — Organizagédo Celular do Ambiente Ubiquo Gerenciado pelo EXEHDA na
loT
Fonte: DAVET, 2016

a execucao de regras de contingéncia e armazenamento temporario das informacdes
contextuais coletadas, em caso de falha de comunicagédo. O Servidor de Contexto, por
sua vez, € alocado no EXEHDADbase e atua no armazenamento e no processamento
das informacdes contextuais, integrando informacdes histéricas e aquelas provenien-
tes de diferentes Servidores de Borda distribuidos no ambiente ubiquo.

Na proposta do EXEHDA a premissa é que os sensores e/ou atuadores sejam
incorporados ao Servidor de Borda através de Gateways. Os Gateways sao utilizados
entdo, para tratar a heterogeneidade, tanto de hardware como de software, inerentes a
dispositivos de sensoriamento e/ou atuagao, realizando a converséo de protocolos e 0
gerenciamento dos dispositivos, além de fornecer a estes capacidade de comunicacao
via Internet.

Com o intuito de garantir a interoperabilidade com as tecnologias de mercado, e
também potencializar a distribuicdo das iniciativas de coleta e/ou atuacao, foram pre-
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vistos trés tipos distintos de Gateways (DAVET, 2016):

e Gateways Proprietarios (GW-PR) - tem funcionalidades e protocolos heterogé-
neos variando de acordo com seus fabricantes.

e Gateways Nativos (GW-SB) - suas funcionalidades operam de maneira integrada
a arquitetura do EXEHDA, sendo instanciados em equipamentos do tipo EXEH-
DAgateway.

e Gateway Virtual (GWV-SB) - localizado no mesmo hardware em que executa
o Servidor de Borda, constituindo-se em uma virtualizagdo do Gateway Nativo,
dispensando quando possivel a necessidade de um hardware especifico para o
Gateway.

A existéncia de dispositivos amplamente heterogéneos em um ambiente computa-
cional, torna necessaria a ado¢ao de um nucleo com funcionalidades minimas, esten-
didas através de servigos carregados sob demanda. Esta abordagem para padroniza-
cao de projetos é referenciada na literatura como microkernel.

Os ambientes computacionais da atualidade, como os providos pela loT, sdo bas-
tante complexos, compreendendo sistemas legados, sistemas fechados provenientes
de empresas e sistemas desenvolvidos por grupos de pesquisas interessados. Sao
caracterizados por sua distribuicdo e heterogeneidade, caracteristicas comuns em
ambientes computacionais. Com base nisso, percebe-se a dificuldade no desenvol-
vimento de sistemas com sincronizacdo de dados e desenvolvimento de novas fun-
cionalidades que supram necessidades requisitadas por servicos na perspectiva da
Computacao Ubiqua.

A.2 Subsistemas do EXEHDA

O middleware EXEHDA é formado por quatro subsistemas (LOPES, 2016): Subsis-
tema de Execucao Distribuida, Subsistema de Comunicacao, Subsistema de Acesso
Ubiquo e Subsistema de Reconhecimento de Contexto e Adaptacédo. Os subsistemas
do EXEHDA sao descritos nas proximas secoes.

Subsistema de Execucao Distribuida

O Subsistema de Execucao Distribuida é responsavel pelo suporte ao processa-
mento distribuido no EXEHDA. No intuito de promover uma execucgao efetivamente
ubiqua, este subsistema interage com outros subsistemas do EXEHDA. Em especi-
fico, interage com o Subsistema de Reconhecimento de Contexto e Adaptacao, de
forma a prover comportamento distribuido e adaptativo as aplicagdes da Computacao
Ubiqua. Este subsistema é constituido pelos seguintes componentes:
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Executor - servico que acumula as fung¢des de disparo de aplicagoes, e de cri-
acao e migracao de seus objetos. Na implementacédo destas funcdes é empre-
gada a instalagdo de codigo sob demanda. Para tal, interage com o0s servicos
CIB e BDA, que podem ser vistos no itens seguintes.

CIB (Cell Information Base) - servigo que implementa a base de informagbes da
célula. Sua principal funcionalidade esta relacionada a manutencéao da infraes-
trutura distribuida que forma o ambiente ubiquo.

OXManager - a abstracao OX (Objeto eXehda), provida pelo middleware as apli-
cagdes, consiste em uma instancia de objeto, criada por intermédio do servico
Executor, a qual pode ser associada meta-informacdo em tempo de execucéo.
No caso da abstracdao OX, esta meta-informacao ocorre na forma de atributos,
i.e., pares <nome, valor>, sendo que “nome” &€ uma cadeia de caracteres ASCII
que descreve o atributo, podendo “valor” ser um conteudo genérico, inclusive de
natureza binaria. A geréncia e manutencao da meta-informacao associada a um
OX é atribuicao do servico OXManager. Este servico confere as operacoes de
consulta e atualizagdo dos atributos do OX o necessario carater ubiquo, permi-
tindo que estes sejam acessados a partir de qualquer nodo do ambiente ubiquo.

Discoverer - 0 servigo de descoberta de recursos € responsavel pela localizacao
de recursos especializados no ambiente ubiquo a partir de especificacoes abs-
tratas dos mesmos. As especificacées caracterizam o recurso a ser descoberto
por meio de atributos e seus respectivos valores.

ResourceBroker - o controle da alocagao de recursos as aplicacées no EXEHDA
€ desempenhado pelo servico ResourceBroker, o qual atende tanto requisicoes
originarias da propria EXEHDAcel quanto oriundas de outras células do ambiente
ubiquo.

Gateway - servico que faz a intermediacdo das comunicagdes entre os nodos
externos a célula e os recursos internos a ela. Da sua agdo integrada com o
ResourceBroker decorre o controle de acesso aos recursos de uma EXEHDACcel.

StdStreams - servigo que prové o suporte ao redirecionamento dos streams pa-
drbées de entrada, saida e erro. Sua funcionalidade ocorre por aplicagdo, sem a
necessidade de modificacdo no codigo da mesma. Para isto, define que cada
aplicacdo em execucao em um determinado EXEHDAnodo possui um compo-
nente individualizado, o qual agrupa os trés streams padroes.

Logger - prové a funcionalidade de registro de rastro de execuc¢ao (logging). Esta
funcionalidade pode ser empregada para registro de operacdes importantes e/ou
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criticas realizadas, facilitando a identificacao de situacdes de intrusao, ou de uso
indevido do sistema. Dynamic Configurator - DC: servigo que tem como objetivo
realizar a configuracao do perfil de execugéo do middleware em um determinado
EXEHDAnNodo de forma automatizada.

Subsistema de Comunicacao

A natureza da mobilidade do hardware e, na maioria das vezes, também a do
software, ndo garante a interagdo continua entre os componentes da aplicacao distri-
buida. As desconexdes sao comuns, ndo somente devido a existéncia de alguns links
sem fio, mas sobretudo como uma estratégia para economia de energia nos disposi-
tivos moveis. O subsistema de comunicacdo do EXEHDA disponibiliza mecanismos
que atendem estes aspectos da Computacdo Ubiqua. Integram este subsistema os
seguintes servigos:

e Dispatcher - servico que disponibiliza o0 modelo de comunicagcado mais elemen-
tar do EXEHDA, ou seja, troca de mensagens ponto-a-ponto com garantia de
entrega e ordenamento das mensagens, o0 qual é especializado para opera-
¢do no ambiente ubiquo. As mensagens trafegam entre instancias do Dispat-
cher localizadas em nodos diferentes através de estruturas denominadas canais.
Nesse sentido, quando de sua inicializagao, o Dispatcher atualiza a informacéao
do EXEHDAnNodo na CIB (Cell Information Base), em especifico o atributo con-
tactAddress, provendo uma lista de protocolos e enderegos que podem ser utili-
zados para alcangar aquele EXEHDAnodo.

e WORB - servico que tem o objetivo de simplificar a constru¢ao de servicos distri-
buidos, permitindo que os programadores focalizem esfor¢os no refinamento da
semantica distribuida associada ao servico em desenvolvimento, abstraindo as-
pectos de baixo nivel relativos ao tratamento das comunicagdes em rede. Para
tanto, oferece um modelo de comunicagao baseado em invocacdes remotas de
método, similar ao RMI, porém sem exigir a manutencdo da conexao durante
toda a execucdo da chamada remota.

e CCManager - considerando a premissa da mobilidade I6gica dos componentes
gue constituem as aplicagdes ubiquas, o suporte a um mecanismo de comuni-
cacao com caracteristica de desacoplamento temporal e espacial é particular-
mente oportuno, a medida que este simplifica a construgdo de tais aplicagdes.
Este servico vem atender a esta demanda, disponibilizando um mecanismo ba-
seado na abstracdo espaco de tuplas, o qual prescinde da coexisténcia temporal
de emissor e receptor. Outro aspecto oportuno desta abstracao € a facilidade
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com que podem ser implementados outros padrées de comunicacao, além do
ponto-a-ponto.

Subsistema de Acesso Ubiquo

A premissa de acesso em qualquer lugar, todo o tempo, a dados e cédigo da Com-
putacdo Ubiqua, requer um suporte do middleware. Os servigos que compdem este
subsistema no EXEHDA sao:

e BDA (Base de Dados das Aplicagdes) - o servico BDA contempla métodos para
a recuperacao do cédigo integral de uma aplicacao ou de componentes especifi-
cos e suas dependéncias. Ainda, este servico inclui métodos para a geréncia das
aplicacoes instaladas. O padrao de utilizagdo concebido para o servico BDA de-
fine que as requisi¢cdes geradas nos EXEHDAnodos de uma determinada célula
sé&o sempre direcionadas a instancia celular do servico BDA da mesma EXEH-
DAcel onde foi gerada a requisicdo. Esta, se necessario, realiza o acesso a
instancias remotas (BDAs de outras células) para satisfazer uma dada requisi-
cao.

e AVU (Ambiente Virtual do Usuario) - a premissa siga-me reflete-se ndo s6 nas
aplicagbes que um usuario atualmente executa, mas no seu ambiente computa-
cional como um todo. Este engloba, além das aplicagdes em execucao, as in-
formacgdes de personalizagdo das aplicagdes definidas pelo usuario, o conjunto
de aplicacdes instaladas, como também seus arquivos privados. E atribuicdo do
servico AVU a manutencédo do acesso ubiquo a este ambiente virtual, da forma
mais eficiente possivel.

e SessionManager - servico responsavel pela geréncia da sessao de trabalho do
usuario, sendo definida pelo conjunto de aplicagcées correntemente em execucao
para aquele usuario. A informagéo que descreve o estado da sessao de trabalho
€ armazenada no AVU, estando portanto disponivel de forma ubiqua.

e Gatekeeper - servico responsavel por intermediar acessos entre as entidades ex-
ternas ao EXEHDA e os servicos do middleware, conduzindo os procedimentos
de autenticacdo necessarios.

Subsistema de Reconhecimento de Contexto e Adaptacao

Este subsistema inclui servicos que tratam desde a extracdo da informacéao bruta
sobre as caracteristicas dindmicas e estaticas dos recursos que compdem o ambi-
ente ubiquo, passando pela identificagdo em alto nivel dos elementos de contexto,
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até o disparo das acdes de adaptacdao em reacdo a modificacées no estado de tais
elementos de contexto. Integram este subsistema os seguintes servigos:

Collector - responsavel pela extracao da informacao bruta (diretamente dos re-
cursos envolvidos) que, posteriormente refinada, dara origem aos elementos de
contexto. Para isto, o servico Collector aglutina a informacéo oriunda de varios
componentes monitores e as repassa aos consumidores registrados. Um com-
ponente de monitoramento gerencia um conjunto de sensores parametrizaveis.

Deflector - disponibiliza abstracao de canais de multicast para uso na dissemina-
céo das informagdes monitoradas. A presenca do servi¢o Deflector € decorrén-
cia da busca de escalabilidade para a arquitetura de monitoracado do EXEHDA.

ContextManager - responsavel pelo tratamento da informac&o bruta produzida
pela monitoracdo para producdo de informacdes abstratas referentes aos ele-
mentos de contexto (valores contextualizados). E recebida como parametro uma
descricao (XML) de como o dado referente aquele elemento de contexto deve
ser produzido a partir da informacao proveniente da monitoragéo.

AdaptEngine - responséavel pelo controle das adaptagbes de cunho funcional,
este servico prové facilidades para definicdo e geréncia de comportamentos
adaptativos por parte das aplicagcées. Deste modo, libera o programador de
gerenciar os aspectos de mais baixo nivel envolvidos na definicdo e liberacao
dos elementos de contexto junto ao ContextManager. Outra funcao do servico
AdaptEngine é prover um mecanismo de carga de codigo contextualizado. Desta
forma, com base na informacao do estado do elemento de contexto fornecido
pelo servico ContextManager, seleciona e carrega o cédigo correspondente den-
tre alternativas de cddigo definidas na politica de adaptagéo funcional vigente.
Este servigco disponibiliza ainda métodos para a ativacdo de agdes quando de-
terminado estado de um elemento de contexto tornar-se ativo.

Scheduler - servigo central na geréncia das adaptacées de cunho nao funcio-
nal no EXEHDA, isto é, que n&o implicam alteracdo de cddigo. Nesse sentido, o
Scheduler emprega a informacao de monitoracao, obtida junto ao servigo Collec-
tor, para orientar operagdes de mapeamento. Essas operagdes decorrem de ins-
tanciacées remotas ou migragdes realizadas pelo servico Executor, ou quando
de chamadas de re-escalonamento, originadas do estado atual de um recurso
nao satisfazer mais as necessidades de um objeto anteriormente a ele alocado.
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